




Avant-Propos

La Société Francophone de Classification (SFC) organise du 28 au 30 septembre 2011 ses 
traditionnelles journées 'Rencontres', SFC'11, à l'Université de cette belle ville d'Orléans, dans 
la région des célèbres 'Châteaux de la Loire'.

L'organisation de ces rencontres a été prise en charge par des enseignants-chercheurs du 
laboratoire d'informatique (LIFO) et du laboratoire de mathématiques (MAPMO). Heureuse 
coïncidence, tant la Classification est devenue tributaire de ces deux grandes disciplines qu'on 
aurait tort de vouloir dissocier.

Les membres du comité de programme de SFC'11 ont voulu, par la qualité et la diversité 
des travaux des trois conférenciers invités ainsi que par le choix des sessions, continuer à 
souligner  les  liens  entre  la  Classification  et  divers  autres  domaines  :  apprentissage, 
bioinformatique,  co-clustering,  dissimilarités,  données  temporelles,  données  symboliques, 
fouille de données, flux de données, images et textes, optimisation, réseaux sociaux, treillis, 
visualisation des données.

Je remercie vivement:

• le comité d'administration de la SFC pour leur très important support scientifique et 
matériel;

• les organismes qui ont aidé, par un apport financier, à la réalisation de SFC'11 : le 
CNRS INS2I, l'Université d'Orléans, la Région Centre, le Conseil Général du Loiret, 
la Ville d'Orléans;

• tous les membres du comité de programme et tous les relecteurs supplémentaires 
pour la qualité de leur travail et leur contribution à l'élaboration de ces actes;

• tous les membres du comité d'organisation pour l'important travail qu'ils ont 
accompli.

Je remercie vivement et tout particulièrement Guillaume Cleuziou du LIFO, Président du 
comité d'organisation, pour son extraordinaire travail dans les deux comités de SFC'11.

                                                                                  Richard Emilion

                                                                                  MAPMO

                                                                                  Université d'Orléans
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Theory of k-means clustering

Christian Sohler

Department of Computer Science
Technische Universität Dortmund
christian.sohler@tu-dortmund.de

The k-means algorithm is a simple, yet effective clustering heuristic to optimize the sum
of squared error (SSE) clustering criterion, i.e. to find a set of k centers such that the sum of
squared distances from the input points to the nearest center is minimized. It is well known
that the k-means algorithm converges to a local optimum. However, the ratio between the local
optimum and the global optimum can be arbitrarily large. Since the k-means algorithm is so
prominent, we also call the problem to minimize the SSE the k-means clustering problem.
In my talk I will survey recent developments in theoretical computer science to analyze the
performance of the k-means algorithm as well as other approaches to the k-means problem.

In particular, I will address new ways to give performance guarantees that can be achieved
by clever seeding algorithms (algorithm that compute the starting solution for the k-means
algorithm). These seeding procedures guarantee a bounded ratio between the cost of the local
optimum computed by the k-means algorithm and the cost of the global optimum. Furthermore,
I will survey some approaches to make k-means scalable to massive data sets using so-called
core-sets, i.e. small weighted subsets of the input data the approximate the input data with
respect to the k-means clustering problem.
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Computing factors in binary and ordinal data

Radim Belohlavek

Palacky University
Olomouc, Czech Republic

radim.belohlavek@acm.org

The talk will provide an overview of recent developments in computing decompositions of
binary matrices and, more generally, matrices with entries from residuated lattices such as the
real unit interval [0, 1]. The problem that will be discussed consists in finding a decomposition
of an n × m matrix I into a product (Boolean, or more generally, sup-t-norm product) of an
n × k matrix A and a k × m matrix B. I represents a relationship between n objects and
m attributes, the entry Iij represents a degree (such as 0, 1, 0.8, etc.) to which attribute j
applies to object i. Matrices A and B represent relationships between the objects and k new
attributes, called factors, discovered by finding the decomposition and between the k factors
and the attributes.

We show how the structures coming from formal concept analysis, namely Galois connec-
tions, closure operators, and concept lattices, may be used to compute optimal decompositions,
i.e. decompositions with the least number of factors possible. Furthermore, we present illus-
trative examples and a greedy approximation algorithm for computing suboptimal decomposi-
tions.

The talk will also include open problems and possible research directions.
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Classification croisée à base de modèles

Gérard Govaert

HEUDIASYC, UMR CNRS 6599
Université de Technologie de Compiègne

gerard.govaert@utc.fr

Ces dernières années, la classification croisée ou classification par blocs, c’est-à-dire la
recherche simultanée d’une partition des lignes et d’une partition des colonnes d’un tableau de
données, est devenue un outil très utilisé en fouille de données. Dans cette présentation, nous
étudions le problème de la classification croisée en nous appuyant sur un modèle de mélange
probabiliste. Différents types de données et de modèles sont envisagés et plusieurs algorithmes
de classification sont développés. Des résultats sur des données simulées et des données réelles
illustrent et confirment l’efficacité et l’intérêt de cette approche.
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Comparaison des partitions par la distance de transfert pour
la coloration de graphes

Daniel Cosmin Porumbel∗

∗Univ. Lille-Nord de France, UArtois, LGI2A, Rue de l’Université, 62400 Béthune, France

La distance de transfert, étudiée initialement par S. Régnier [5] est bien connue en clas-
sification pour comparer des partitions [3, 4]. Rappelons brièvement, qu’étant données deux
partitions P1 et P2 d’un ensemble S, la distance de transfert d (P1, P2) est définie comme le
nombre minimal d’éléments qui doivent être transférés entre les classes de P1 pour obtenir une
partition égale à P2. En classification, elle est souvent utilisée pour valider un algorithme en
mesurant l’écart entre le résultat de l’algorithme et une solution connue, ou pour comparer les
résultats de différentes approches. Dans cette communication, nous l’utilisons dans un contexte
différent : celui de l’analyse d’espaces de recherche (“fitness landscapes”) pour un problème
d’optimisation combinatoire classique : la k-coloration de graphes.

L’objectif général est d’utiliser des informations sur les espaces de recherche pour amélio-
rer les performances des algorithmes méta-heuristiques en optimisation combinatoire. En effet,
il est bien connu que les performances des méta-heuristiques dépendent étroitement du choix
de paramètres qui est souvent effectué de façon ad-hoc. Une meilleure compréhension des
comportements des processus de recherche et des structures des espaces de recherche associés
reste nécessaire pour rendre leurs stratégies “mieux informées”. L’intérêt de l’apprentissage
et de la fouille de données en optimisation combinatoire est en plein essor comme l’attestent
outre des publications (e.g. [2, 1]) la récente conférence LION (Learning and Intelligent Opti-
mization).

Dans cette présentation, nous allons insister sur trois points :
– La classification de solutions candidates pour le problème de coloration de graphe ;
– Sa mise en oeuvre via le calcul de la distance de transfert entre colorations (partitions) ;
– Des différentes stratégies d’optimisation et des résultats expérimentaux sur des instances

du benchmark DIMACS de coloration de graphe.
Remerciements
Ce travail a été mené en collaboration avec Jin-Kao Hao (LERIA, Angers) et Pascale Kuntz
(LINA, Nantes).
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[1] R. Battiti, R Brunato, and F. Mascia. Reactive Search and Intelligent Optimization. Sprin-

ger, 2008.
[2] J. Boyan, W. Buntine, and A. Jagota. Statistical machine learning for large-scale optimi-

zation. Neural Computing Surveys, 3(1) :1–58, 2000.
[3] W.H.E. Day. The complexity of computing metric distances between partitions. Mathe-

matical Social Sciences, 1 :269–287, 1981.
[4] L. Denœud and A. Guénoche. Comparison of distance indices between partitions. In

V. Batagelj et al., editors, Data Science and Classification, pages 21–28. Springer, Berlin,
Germany, 2006.

[5] S. Régnier. Sur quelques aspects mathématiques des problèmes de classification auto-
matique. Mathématiques et Sciences Humaines, 82 :20, 1983 et 1965. (reprint of ICC
Bulletin, 4, 175- 191, Rome, 1965).
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Recherche de classes dans des réseaux sociaux

Amine Louati∗∗,∗∗∗

, Rania Soussi ∗, Marie-Aude Aufaure∗ Hajer Baazaoui∗∗,Yves Lechevallier∗∗∗

∗Laboratoire MAS Ecole Centrale de Paris, Grande Voie des Vignes

Chatenay-Malabry, France

Rania.Soussi,Marie-Aude.Aufaure@ecp.fr,
∗∗Laboratoire RIADI-GDL, Ecole Nationale des Sciences de l’Informatique,

Campus Universitaire de la manouba,La Manouba 2010

Amine.louati,hajer.baazaouizghal@riadi.rnu.tn,
∗∗∗INRIA-Rocquencourt,Domaine de Voluceau 78150 Rocquencourt

Amine.Louati,Yves.Lechevallier@inria.fr

Résumé. Les réseaux sociaux permettent d’avoir une vision globale des acteurs

et de leurs interactions, facilitant ainsi l’analyse et la recherche d’information.

Le réseau a souvent une taille importante ce qui rend son analyse et sa visualisa-

tion difficiles ainsi l’étape d’agrégation est une tâche nécessaire. Dans ce travail,

nous proposons une méthode d’agrégation basée sur l’algorithme k-SNAP qui

produit un graphe résumé en fonction des attributs et des relations sélectionnés

par l’utilisateur.

1 Introduction

Les réseaux sociaux jouent un rôle important dans le partage et la recherche d’information.

Un réseau social est un ensemble d’entités reliées entre elles par des liens ou des interactions,

il est généralement modélisé par une structure de graphe. Les sommets désignent les individus

ou les organisations, ces sommets sont reliés entre eux par des relations qui forment les arêtes

de ce graphe.

Le réseau construit peut avoir une taille très importante, aussi il devient difficile d’exploi-

ter et surtout d’interpréter l’information de son graphe par une simple visualisation. D’où la

nécessité de disposer de méthodes efficaces d’agrégation produisant un graphe résumé qui

conserve non seulement les principales caractéristiques structurelles mais surtout améliore les

performances d’analyse et d’interprétation.

2 Agrégation des réseaux sociaux

L’agrégation des graphes est une méthode qui permet de mettre en évidence les commu-

nautés présentes dans le réseau, facilitant ainsi l’interprétation et allégeant sa visualisation.

La plupart des travaux existants utilisent des procédés statistiques, tels que degree distribu-

tions (Newman, 2003), hop-plots (Chakrabarti et al., 2007) et clustering coefficients (Watts
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et Strogatz, 1998) ; les résultats obtenus sont souvent utiles mais difficiles à exploiter, d’autres

emploient des algorithmes de partitionnement hiérarchique de graphe comme superGraph (Ro-

drigues Jr. et al., 2006) pour visualiser les graphes larges, cependant ces techniques ignorent

totalement la description du contenu des nœuds (attributs) dans leurs processus d’agrégation

ce qui rend l’interprétation délicate.

Enfin, certains algorithmes tel que SNAP ou k-SNAP (Tian et al., 2008) utilisent un en-

semble de variables qualitatives, appelées "attributs", associé aux nœuds et les relations entre

ces nœuds pour agréger le graphe. Cet algorithme est basé sur la notion Groupement A-

compatible d’attributs et la notion de Groupement (A,R) compatible d’attributs et de relations.

A partir d’un ensemble V de sommets et un ensemble de relations R = {R1, R2, ..., Rr}
sur V , on défini G = (V,E) le graphe où E = {E1, E2, ..., Er} est l’ensemble des arêtes tel

que (u, v) ∈ Ei si uRiv.
Les éléments de V sont caractérisés par un ensemble d’attributs (variables qualitatives)

Λ(G). Pour un ensemble d’attributs A ⊆Λ(G), une fonction Φ sur V est dite groupement

A-compatible si elle vérifie la condition suivante : ∀u, v ∈ V, siΦ(v) = Φ(u), alors ∀ai ∈
A, ai(u) = ai(v), elle sera notéeΦA. Cette fonctionΦA induit une partitionP = (C1, C2, ..., Ck)
sur V où chacune de ses classes Ci est formée par l’ensemble de nœuds qui ont exactement les

mêmes valeurs sur toutes les variables de A.

Sur chaque relation Ri, on note NRi
(v) = {u ∈ V |(u, v) ∈ Ei} l’ensemble des nœuds

voisins de v et NGΦA,Ri
(v) = {C ∈ P |∃u ∈ C ∩NRi

(v)} l’ensemble des classes associées

à ΦA voisines de v, i.e au moins un des individus de chaque classe est voisin de v.
Cette fonction ΦA sur V est dite groupement (A,R)-compatible si elle vérifie la condition

suivante ∀u, v ∈ V, siΦA(u) = ΦA(v), alors ∀Ri ∈ R, on a NGΦA,Ri
(u) ≡ NGΦA,Ri

(v).
Dans chaque classe d’un groupement (A,R) compatible, les nœuds sont homogènes aussi bien

en termes d’attributs de A que de relations de R. En d’autre termes, tous les nœuds d’une

même classe ont les même valeurs d’attributs A et sont en relation avec les même classes.

L’objectif de SNAP est de construire tous les groupements (A,R)-compatibles. k-SNAP

a été introduit pour améliorer SNAP en relaxant le critère d’homogénéité des relations ; pour

chaque relation entre deux classes, on n’exige plus que tous les nœuds de ces deux classes

y participent. Cependant, on maximise le taux de participation, tout en maintenant le critère

A-compatible. Pour cela, k-SNAP utilise une mesure d’évaluation notée ∆ qui permet à déter-

miner à chaque itération la meilleure classe à diviser jusqu’à ce que le nombre de classes soit

égal à K.

3 Notre approche

Nous allons utiliser le principe de k-SNAP en maintenant l’étape A-compatible mais en

modifiant la nouvelle mesure d’évaluation ∆ relative à l’(A,R)-compatibilité et le principe de

découpage. En fait, la division de la classe sélectionnée est réalisée en utilisant la notion de

sommet central d’une classe.

Cette nouvelle mesure d’évaluation ∆ d’une partition P sera basée sur la distance de Jac-

card définie sur les voisins communs. Elle est définie comme suit :

∆(P ) =
∑

Rt∈R

∆t(P ) =
∑

Rt∈R

∑

1≤i≤|P |

δti avec δ
t
i =

∑

m∈Ci

∑

n∈Ci

dt(m,n)

10
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où dt(m,n) = (b + c)/(a + b + c) est la distance de Jaccard sur la relation Rt avec

a = |NRt
(m) ∩NRt

(n)|, b = |NRt
(m)| − a et c = |NRt

(n)| − a.

La fonction Φp étant la fonction d’affection d’un sommet v de V dans la partition P ,

le degré du sommet v associé à la relation Rt et à la partition P est égal à DRt,P (v) =
|NRt

(v) ∩ Cφp(v)|. Le sommet central vd d’une classe Ci de la partition P est défini par :

d = argmaxv∈Ci
DRt,P (v)

Partant d’un groupement A-compatible, notre procédure consiste à chercher à chaque itéra-

tion la relation Rt et la classe à diviser Ci qui maximisent la mesure d’évaluation δti jusqu’à ce

que le cardinal de la partition soit égal àK. Le mécanisme de division consiste à déterminer le

sommet central vd de la classe Cd à diviser dont le degréDRt,P est le plus élevé, on la découpe

en deux sous-classes selon la stratégie suivante : l’une contient les voisins du sommet central,

l’autre le reste de la classe.

Algorithm 1

Entrée : G un graphe ; K le nombre de classes ; A ⊆ Λ(G) un ensemble de variables ; R =
{R1, R2, ...., Rr} un ensemble de relations. Sortie : un graphe agrégé en K classes.

1 : P est la partition A− compatible basée sur les valeurs des attributs de A ; ∆ = 0.
2 : tant que |P | < K faire

3 : pour chaque Rj ∈ R faire ; pour chaque Ci ∈ P faire

5 : calculer δji valuation de la classe Ci pour la relation Rj .

7 : fin pour ; fin pour

8 : calculer δtd = max1≤i≤|P | max1≤l≤r δ
j
i et sélectionner la relation Rt et la classe Cd.

9 : rechercher le sommet vd vérifiant DRt,P (vd) = maxv∈Cd
DRt,P (v).

10 : conserver tous les sommets de l’ensemble v ∈ NRt
(vd) ∪ {vd} dans la classe Cd

11 : mettre les autres dans la nouvelle classe C|P |+1.

12 : fin tant que.

Nous allons appliquer l’algorithme 1 sur le graphe extrait à partir du réseau social classique

connu sous le nom du réseau karaté club (Donetti et Munoz, 2004). Au cours d’une étude réa-

lisée par le Sociologue Wayne Zachary, le club a traversé une période de turbulences due à une

controverse entre l’administrateur du club et son entraîneur sur la question de l’augmentation

des honoraires des adhérants du club conduisant à la création de deux classes et qui constitue

une décomposition a priori des sommets.

La classe 1 (points noirs) du graphe (Fig 1.a) représente les individus soutenant l’entraineur

(le sommet 1) qui est le sommet central de cette classe, la classe 2 (points blancs) représente

les individus soutenant l’administrateur (sommet 34) sommet central de la classe. Au bout de

deux itérations (Fig 1.b), l’opération de division donne naissance à deux nouvelles classes :

la classe 3 est constituée d’un individu supportant l’entraineur sans interagir directement avec

lui ; la classe 4 est formée par deux individus qui soutiennent l’administrateur sans être en

relation directe avec lui. Les deux sommets centraux des classes 1 et 2 sont l’entraineur et

l’administrateur ce qui est naturel. L’intérêt de l’introduction du concept du sommet central,

est de pouvoir résumer une classe en un seul sommet représentant ce qui facilite énormément

la visualisation. Concernant l’agrégation au niveau des arêtes, on peut évaluer le graphe pour

construire une relation entre deux sommets autrement dit, uRiv si la liaison entre eux est

supérieure à un seuil donné.
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FIG. 1 – Graphes de départ (a) et final (b) de Karaté
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Summary

Social networks can have a global vision of different actors and different interactions be-

tween them, thus facilitating the analysis and information retrieval. The network has in general

a huge size which makes it difficult to analyze and visualize. An aggregation step is needed in

order to have more understandable graphs. In this work, we propose an aggregation algorithm

based on k-SNAP that produces a summary graph according to user-selected node attributes

and relationships.
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Résumé. Afin de partitionner un réseau en communautés disjointes, un cri-
tère, appelé mesure de modularité, a été proposé en 2004. Dans cet article,
nous proposons d’optimiser ce critère grâce à un nouvel algorithme: le Mul-
tistepDCA. Cet algorithme est basé sur la programmation DC (Différence de
fonctions Convexes) et DCA (Algorithmes DC). Les expériences numériques
montrent que le MultistepDCA est rapide et fournit des solutions de qualité.

1 Introduction

La détection de communautés dans les réseaux complexes est une problématique impor-
tante dans beaucoup de disciplines, dont les sciences de l’information (World Wide Web),
la biologie (réseaux métaboliques), ou encore les sciences sociales (réseaux sociaux). Elle
s’appuie sur le principe qu’un réseau peut être partitionné en sous-réseaux disjoints, appelés
communautés ou modules. Les sommets composant une communauté doivent être densément
connectés entre eux (liens intra), alors que le nombre de liens entre communautés doit être
faible (liens inter).

En 2004, Newman et Girvan (Newman et Girvan, 2004) ont proposé une nouvelle mesure
permettant d’évaluer la qualité du partitionnement d’un réseau en communautés : la mesure de
modularité Q. Grâce à cette mesure, la détection de communautés peut être formulée comme un
problème d’optimisation : en maximisant la fonction objectif Q, on obtient une décomposition
du réseau en communautés disjointes de bonne qualité.

Dans ce travail nous proposons de maximiser la mesure de modularité grâce à la program-
mation DC (Différence de fonctions Convexes) et DCA (Algorithmes DC) (voir (Pham Dinh
et Le Thi, 1997)). La programmation DC est une approche générale permettant de résoudre
une classe très large de problèmes non convexes. Les algorithmes DC ont été appliqués avec
succès à de nombreux problèmes appartenant à des domaines variés (voir http://lita.
sciences.univ-metz.fr/~lethi/DCA.html).

13
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2 Mesure de modularité
Comme expliqué dans l’introduction, la mesure de modularité Q est un critère quantitatif,

qui évalue la qualité du partitionnement d’un réseau en communautés. La définition de cette
mesure est la suivante : c’est la proportion de liens qui relient des sommets appartenant à une
même communauté (liens intra) moins l’espérance de cette même quantité obtenue dans le
cas d’un réseau où les liens sont générés aléatoirement mais en préservant le degré de chaque
sommet (le nombre de voisins). La mesure de modularité est à valeurs dans l’intervalle [−1, 1].
Une valeur proche de 1 indique que la structure de communautés est très marquée.

Définissons à présent la mesure Q de manière plus formelle. On considère un graphe non
orienté G = (S,A) avec n sommets (S = {1, . . . , n}), et m arêtes (m = Card(A)). La
matrice d’adjacence est notéeA. Le degré du sommet i, le nombre de voisins, est noté di (di =∑

j Aij). On note ~d = (d1, . . . , dn). On définit la matrice de modularité : B = A − 1
2m

~d~dT .
B est une matrice constante qui ne dépend que du graphe G.

On considère une partition P de S en c communautés. P peut être représentée par une
matrice binaire d’affectation U de dimensions n × c. La composante Uik prend la valeur 1
si le sommet i appartient à la communauté k et 0 sinon. La mesure de modularité a alors
l’expression suivante :

Q(U) =
1

2m

n∑
i,j=1

(
Aij −

didj
2m

)
< Ui., Uj. >=

1

2m
Tr(UTBU)

où Ui. est la ième ligne de U , <,> est le produit scalaire de Rc et Tr est la trace d’une matrice.

3 Un algorithme DC pour la détection de communautés

3.1 Programmation DC
La programmation DC et les algorithmes DC (DCA) (Pham Dinh et Le Thi, 1997) per-

mettent de minimiser une fonction objectif f qui peut s’écrire comme la différence de deux
fonctions convexes : f ≡ g − h. g et h sont des fonctions convexes propres semi-continues
inférieurement, et sont appelées des composantes DC. Un programme DC prend la forme :
α = inf{f(x) := g(x)− h(x) : x ∈ Rp}.

Une contrainte convexe x ∈ ∆ peut être ajoutée au problème d’optimisation de la manière
suivante : on considère la fonction indicatrice χ∆, qui est définie par χ∆(x) = 0 si x ∈ ∆,
et +∞ sinon. En additionnant la fonction χ∆ à la première composante DC g, on obtient un
nouveau programme DC sans contraintes équivalent au programme contraint initial.

On définit la sous-différentielle de la fonction h en x0, notée ∂h(x0), par ∂h(x0) ≡ {y ∈
Rp : h(x) ≥ h(x0)+〈x−x0, y〉,∀x ∈ Rp}. Si h est différentiable, on a ∂h(x0) = {∇h(x0)}.

L’idée principale de DCA est simple : chaque itération k de DCA approxime la seconde
composante convexe h par sa minorante affine et résoud le programme convexe résultant. Si
yk ∈ ∂h(xk), l’équation de remise à jour de DCA est :

xk+1 ∈ arg min{g(x)− (h(xk)+ < x− xk, yk >) : x ∈ Rp}.
On montre que la fonction objectif f décroit à chaque itération. Un des avantages de DCA

est que cette méthode ne nécessite pas la minimisation de la fonction objectif sur une direction
(linesearch), contrairement aux algorithmes classiques de descente de gradient.
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3.2 Le MultistepDCA

Soit µ un scalaire, on a alors Q(U) = 1
2mTr(U

T (B+µId)U)− 1
2mµn. On pose h(U) =

1
2Tr(U

T (B+µId)U). Maximiser Q est équivalent à maximiser h. Si l’on choisit µ > −λ1(B),
où λ1(B) est la plus petite valeur propre de B, h(U) est une fonction convexe. Le problème
d’optimisation combinatoire initial est alors équivalent au problème d’optimisation continue
suivant : α = inf{χ∆c(U) − h(U) : U ∈ Rn×c}, où ∆c = {U ∈ [0, 1]n×c |

∑c
k=1 Uik =

1 ∀i}. On obtient donc une formulation DC du problème initial. Lors de l’itération k, la mino-
rante affine de h en Uk est lk(U) = h(Uk) +Tr((U −Uk)T (B+µId)Uk). Chaque itération
de DCA doit donc résoudre le problème sans contraintes : Uk+1 ∈ arg min{χ∆c

(U)− lk(U) :
U ∈ Rn×c}. On a alors la formulation équivalente : Uk+1 ∈ arg max{Tr(UT (B+µId)Uk) :
U ∈ ∆c}. Ce problème est séparable en les lignes de U . On note Y k = (B + µId)Uk. La
solution à l’itération k est alors la suivante : chaque ligne Uk+1

i. prend la valeur 1 pour la com-
posante de valeur maximale de la ligne Y k

i. , et 0 sinon. Plus précisément, Uk+1
i. = ~earg maxj Y k

ij

où ~ej est un vecteur de la base canonique. L’algorithme DC est alors le suivant :

Algorithm 1 L’algorithme DC pour la maximisation de la modularité
1: choisir une valeur initiale pour U0

2: calculer µ = −λ1(B) + ε {où ε est une petite valeur}
3: k ← 0
4: repeat
5: calculer Y k = (B + µId)Uk

6: calculer Uk+1
i. = ~earg maxj Y k

ij
,∀i ∈ {1, . . . , n}

7: k ← k + 1
8: until convergence de Uk

Dans la pratique, ce premier schéma d’optimisation ne permet pas d’atteindre des résultats
comparables à ceux fournis par les meilleures méthodes concurrentes. En effet, si le paramètre
µ, qui assure la stricte convexité, prend une valeur trop importante, les changements d’af-
fectation à chaque itération sont rares, l’algorithme s’arrête prématurément après un nombre
restreint d’itérations.

Pour résoudre ce problème, nous proposons une amélioration de ce premier schéma d’op-
timisation : le MultistepDCA. Afin de comprendre son fonctionnement, il faut tout d’abord
noter que la mesure de modularité ainsi que l’algorithme DC proposé ci-dessus peuvent être
appliqués à des graphes valués. Il suffit pour cela de remplacer la matrice d’adjacence binaire
par une matrice d’adjacence qui représente les valuations des arêtes. Le principe du Multis-
tepDCA est alors simple : on considère une suite indicée par le scalaire t de matrices d’ad-
jacence At = A + tA2. On rappelle que la matrice A2 contient le nombre de chemins de
longueur 2 dans le graphe. On note Bt et µt les quantités associées à At.

MultistepDCA consiste à appliquer l’algorithme DC à At pour une valeur de t suffisam-
ment grande (t = 0.5 par exemple). On réapplique alors l’algorithme DC pour une valeur
de t plus petite (t = 0.25 par exemple). Cependant, la solution trouvée à l’étape précédente
(t = 0.5) est utilisée comme point d’initialisation pour cette étape (t = 0.25). Ce shéma
est réappliqué pour des valeurs de t de plus en plus petites. Dans la pratique, la séquence
(0.5, 0.25, 0) pour le paramètre t donne de bons résultats.
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Ce nouveau schéma est efficace pour les raisons suivantes : premièrement l’ajout du terme
tA2 ne modifie pas trop la structure du problème d’optimisation (les communautés sont préser-
vées). Deuxièmement, le paramètre t permet de contrôler µt : µt est une fonction décroissante
de t. A t = 0.5, µ0.5 est proche de zéro, ce qui favorise les changements d’affectation.

4 Expériences
Nous comparons le MultistepDCA avec deux algorithmes de référence : une approche di-

visive Bissection (Newman, 2006), et une approche agglomérative Fast-Clauset (Clauset et al.,
2004). Pour le MultistepDCA, les valeurs 5,10,20,40,80 sont testées pour le nombre de classes
(avec un arrêt prématuré si le critère ne s’améliore pas). Le MultistepDCA est lancé 25 fois par
valeur. Le tableau 1 indique les valeurs de la modularité pour 4 jeux de données de référence.

Réseaux Sommets Arêtes MDCA Bissection Fast-Clauset
Karate 34 78 0.419 (0s) 0.393 (0s) 0.381 (0s)

Football 115 613 0.602 (0s) 0.513 (0s) 0.577 (0s)
Email 1 133 5 451 0.556 (1s) 0.498 (4s) 0.512 (5s)
PAP 10 617 127 564 0.417 (62s) 0.370 (264s) 0.386 (59s)

TAB. 1 – Modularité et temps de calcul global (en secondes)

En conclusion, on constate que le MultistepDCA obtient des solutions de qualité avec un
temps de calcul réduit. Parmi les perspectives, nous souhaitons comparer le MultistepDCA à
d’autres algorithmes, comme le recuit simulé ou l’algorithme extremal optimization.
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Summary
In order to cluster a network in separate communities, a criterion, called modularity mea-

sure, has been proposed in 2004. In this article, we propose to optimize this criterion thanks
to a new algorithm: the MultistepDCA. This algorithm is based on DC (Difference of Convex
function) programming and DCA (DC Algorithms). Numerical results show that the Multi-
stepDCA is fast and has a high accuracy.
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Résumé. Nous montrons dans cette communication un exemple de représenta-
tion graphique des systèmes de classes parcimonieux via leur interprétation sous
forme de table individus/attributs.

1 Introduction
Dans le domaine de la classification, les données sont souvent décrites soit par des attributs

soit par une distance. Dans le premier cas, les correspondances de Galois (voir Birkhoff (1967)
par exemple) permettent d’associer un treillis aux données ou aux attributs de celles-ci, ces
deux treillis étant duaux. On parle alors de treillis de concepts (Ganter et Wille (1996)), chaque
classe d’éléments étant une classe d’attributs (le concept) dans son treillis dual.

Dans le second cas, on a coutume d’associer un système de fermeture aux classes de la
dissimilarité (ou d’une dissimilarité approchée). On retrouve ainsi un treillis (Brucker et Bar-
thélemy (2007)) sur lequel on peut définir un ensemble d’attributs.

Nous montrons dans cette communication que lorsque le système de classes à représenter
est parcimonieux (Brucker et Gély (2009), Brucker et Gély (2010)) ce qui inclut de nom-
breux systèmes classiques comme les hiérarchies, les hypergraphes d’intervalles ou les classes
formées par un X-arbre, on peut le représenter sous sa forme de table tout en conservant la
représentation de ses classes associées.

2 Systèmes de classes parcimonieux
Les systèmes de classes parcimonieux sont un cas particulier de hiérarchies faibles. Ils

correspondent aux treillis sans couronne (Brucker et Gély (2010)), c’est à dire aux treillis
n’admettant pas de "cycles" (la figure 1 montre une couronne pour les éléments x1, . . ., xn, y1,
. . ., yn d’un treillis). Ils peuvent donc être vu, du point de vu des treillis, comme une structure
minimale liant les éléments entre eux (d’ou le terme de parcimonieux) : ils sont aux treillis ce
que les arbres sont aux graphes.

D’un point de vu classificatoire, ces structures peuvent donc être vues comme une façon
d’ordonner les données en admettant l’empiétance des classes de façon minimale.
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x1 x2 x3 xn

yn−1 yny1 y2

FIG. 1 – Une couronne

Pour obtenir la table individus/attributs à partir de données décrites par une distance (ou
plus généralement une dissimilarité) on commence par approximer la distance originale par
une distance dont les classes forment un treillis sans couronne (Brucker et Gély (2009)). On
peut ensuite générer facilement le treillis car le nombre de classes d’une hiérarchie faible est
borné par le carré du nombre d’individus.

Par exemple, les données de la table 1 sont décrites par une dissimilarité. Celle-ci est ap-
proximée par un système de de classes parcimonieux (Brucker et Gély (2009)) dont le treillis
associé forme la table individus/attributs de la table 2.

homme bonobo chimpanzé gorille orang-outang gibbon
homme 0
bonobo 0,19 0
chimpanzé 0,18 0,07 0
gorille 0,24 0,23 0,21 0
orang-outang 0,36 0,37 0,37 0,38 0
gibbon 0,52 0,56 0,51 0,54 0,51 0

TAB. 1 – Distance d’évolution entre six primates (matrice triangulaire inférieure)

0 1 2 3 4 5 6 7 8 9 10
homme X X X X X
bonobo X X X X X
chimpanzé X X X X X X
gorille X X X X X
orang-outang X X X X
gibbon X X

TAB. 2 – Attributs/valeurs du système de classes parcimonieux associé à la table 1.

3 Représentation graphique
Les systèmes de classes parcimionieux étant des hiérarchies faibles, l’intersection de trois

classes est toujours l’intersection de deux d’entres elles (Bandelt et dress (1989)). Ceci se
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FIG. 3 – Représentations graphiques la table 2.

traduit sur la table individus/attributs par le fait que l’intersection de 3 colonnes sera toujours
l’intersection de deux d’entres elles et donc que les éléments du treillis (ie. les classes) sont
exactement formées des colonnes de la table et de leurs intersections deux à deux. La figure 2
montre le sup demi-treillis associé à la table 2. Les numéros de classes correspondent soit aux
attributs (numéros de 0 à 10), soit à l’intersection de deux classes (de 11 à 15), soit à l’ensemble
tout entier (16). Par exemple, la classe {bonobo, chimpanzé, home} (numéro 14) correspond à
l’intersection des colonnes numéro 9 et 10.

Nous avons montré que l’on peut toujours réordonner des lignes et les colonnes pour que
tous les éléments du treillis puissent être représenter comme dans la figure 3 (gauche). Cette
figure correspond à un ordonnancement des lignes et des colonnes de la table 2 correspondant
à la table 3 et chaque classe se lit de haut en bas. Ainsi la classe numéro 14 correspond à
{bonobo, chimpanzé, home} et la classe 3 est, composée de toutes les classe plus basses (ici 1
et 12), correspond aux individus {gorille, bonobo, chimpanzé}.
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0 6 5 7 1 3 2 4 8 9 10
gibbon X X
orang-outang X X X X
gorille X X X X X
bonobo X X X X X
chimpanzé X X X X X X
homme X X X X X

TAB. 3 – Réordonancement de la table 1.

Cette représentation permet de représenter en un unique graphique et la table individus/attri-
buts et les classes du treillis correspondant. La représentation graphique des classes selon cet
ordre est donnée en figure 3 (droite). Elle permet de plus de montrer que tout treillis sans cou-
ronne s’organise autour de deux "hiérarchies", l’une en lignes (les traits en tirets), l’autre en
colonnes (les traits pleins).

Plus la table à représenter est grande, plus cette représentation est préférable à la représen-
tation classique car il n’y a pas de problèmes de visualisations liés aux chevauchements des
arêtes : elles sont soit verticales, soient horizontales.

Enfin, les structures sans couronne étant auto-duales, la transposée de la table 3 est exac-
tement un réordonnancement de la transposée de la table 2 : que l’on s’intéresse aux individus
ou aux attributs le même ordonancement est utilisé.
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Summary
We show in this communication how to graphically represent parsimonious clustering sys-

tems through their attributes/values table.
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Résumé. Les treillis de Galois ont été identifiés dans les années soixante
comme structures pertinentes en analyse de données et classification, pour co-
der, manier, représenter … toute dualité par exemple les extensions / intensions
de systèmes de concepts. Ils généralisent les arbres, généralisation qui se paye
par la complexité de leur représentation graphique. L’objet de cette note est de
montrer que l’on peut tirer profit de théorèmes classiques pour en clarifier la
structure et en simplifier voire standardiser la représentation graphique.

1 Introduction

Les treillis de Galois ont été identifiés d’un point de vue mathémathique par Ore (1944),
puis dans les années soixante par Barbut (1965), Barbut et Monjardet (1970) comme structu-
res pertinentes en analyse de données et en classification. La raison principale de cet intérêt
est qu’ils permettent de coder, manier, représenter … toute dualité extensions / intensions de
systèmes de concepts, ce qui a été développé si ce n’est martelé depuis par Wille (1982),
Ganter et Wille (1999). Ils ont reçu beaucoup d’attention sur le plan algorithmique dans le
cadre de la fouille de données, notamment pour les bases de données de grandes tailles.

Les treillis généralisent les arbres (qui sont des semi-treillis particuliers), du fait aussi
qu’un parcourt de la relation de couverture (voisins immédiats) d’un treillis suivant la rela-
tion d’ordre « déplie » un arbre (avec répétition des éléments rencontrés plusieurs fois…).
Maintenant, cette généralité est souvent un handicap, car les treillis sont difficiles à repré-
senter graphiquement, surtout de manière qui soit canonique et ne souffre pas d’arbitraire.

2 Un exemple de pédagogie mathématique

Les données viennent de la Thèse de Camilio Charon (1998), et concernent la pédagogie
des mathématiques dans l’enseignement élémentaire (pour des élèves de moyenne / grande
sections maternelles et cours préparatoire). Les enfants sont évalués pour leur maîtrise de
propriétés des nombres entiers (ordre, égalité, addition, … voir Fig. 1). Elles ont alors été
analysées par un treillis de Galois global, mélangeant les groupes, et en termes
« intensionels » par la base canonique d’implications (Guigues et Duquenne 1986, Duquenne
1999) qui en résume de manière exhaustive et canonique les implications entre « propriétés »
(voir aussi Kuznetsov et Obiedkov (2008) pour la complexité du calcul de cette base).
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Plus récemment (Duquenne 2007) ces analyses ont été raffinées par groupe d’âge, et en
terme de développement par l’introduction d’une base relative d’implications exprimant
spécifiquement quelles sont les implications invalidées pour les trois groupes d’âges mélan-
gés et qui étaient valides pour les deux groupes de moyenne et grande section maternelles.

Nous prendrons ici un point de vue « extensionel » -classification oblige…- en posant la
question suivante : comment tirer profit du treillis de Galois et des propriétés classiques des
treillis pour structurer / hiérarchiser les élèves par la maîtrise des « propriétés » concernées ?

Traiter pleinement cette question nécessite de réels progrès pour la représentation graphi-
que des treillis de Galois, vu d’une part leur complexité et d’autre part leur explosion combi-
natoire. Des propositions existent dans la littérature, basées sur des propriétés structurelles
(dessins respectant des règles de parallélisme, utilisation de produit de semi-treillis…), soit
sur des algorithmes dynamiques mais non structuraux (« spring embedder » Freese (2004)).

Nous suivrons ici une voie plus structurelle encore basée sur les notions de congruen-
ces / homomorphismes et sur les éléments inf-irréductibles (générateurs) du treillis, et surtout
sur la combinaison de deux théorèmes classiques et fondamentaux (cf. Birkhoff (1970)) :

• Le treillis des filtres (parties héréditaire supérieures) F(P) d’un ensemble ordonné (P, ≤)
est distributif. Réciproquement, un treillis distributif (D, ≤, ∧, ∨) est dualement isomorphe au
treillis des filtres de l’ensembles ordonné de ses éléments inf-irreductibles (M(D), ≤).

• Une congruence sur un treillis est une relation d’équivalence qui respecte sa relation
d’ordre ≤ et ses deux opérations ∧ et ∨, et est la préimage d’un homomorphisme de treillis.
Pour tout treillis fini (L, ≤, ∧, ∨), le treillis de ses congruences Con(L) est distributif, et peut
donc être résumé exhaustivement par ses congruences inf-irreductibles (M(Con(L)), ≤).

L’idée simple (introduite et décrite plus en détail dans Duquenne (2010)) est de repré-
senter le treillis L quotienté par sa congruence de Frattini, qui est l’intersection des
congruences maximales de (M(Con(L)), ≤) (ou plus généralement par une série de congruen-
ces emboitées correspondant à un « shelling » descendant -ou ascendant- de (M(Con(L)), ≤),
ce qui n’est pas sans rappeler les analyses hiérarchiques descendantes, ou ascendantes…).

3 Conclusion

Maintenant la question légitime en miroir, qui intéresse plus les spécialistes du domaine
ou de l’analyse de donnée est bien sûr : qu’est-ce qu’on y gagne ? Quelles sont les interroga-
tions et les réponses que peuvent porter un tel treillis de Galois étiqueté et ainsi quotienté ?

• Ici, pour cet exemple, la congruence de Frattini quotiente le treillis en un treillis distri-
butif de classes (le cas n’est pas rare dans la pratique, voir Duquenne 2010), engendré par les
« propriétés » A,D,E,F,J, et les deux relation d’ordre F,J<A, voir Fig. 1. Ces cinq propriétés
sont chacune complètement indépendantes entre elles et de toutes les autres vis à vis de la
structure globale du treillis / groupe d’élèves observés, mais indiquent que F:différence et
J:commutativité supposent que l’élève a déjà acquis A:order.

• Par contre les propriétés B,C,G,I sont complètement et symétriquement dépendantes les
unes des autres, et dépendantes des propriétés précédentes, alors que la propriété H:counting
est dépendante de toutes les autres propriétés. Ce shelling descendant (ou montant, les deux
ici coïncident) définit un préordre de dépendances sur M(L) : H < (B~C~G~I) < A,D,E,F,J,
dont il faudrait tenir compte dans l’ordre ultérieur de présentation des exercices. Faire en
sorte que tous les élèves dominent H:counting (ce qui identifiera H:counting et sa couverture
supérieure) « bouscule » moins le treillis que çà n’est le cas pour les propriétés A,D,E…
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FIG. 1- Trois groupes d’élèves sont décrits par des variables sur la maîtrise de propriétés
des nombres entiers. La congruence de Frattini utilisée pour quotienter le treillis de Galois
définit un treillis de classes (reliées par des double traits) qui est ici distributif, ce qui révèle
une hiérarchie simple entre les propriétés indépendantes vis–à-vis de la structure globale des
données, et qui est « contrôlée » par l’implication : Commutativité, Différence → Ordre.

• Sur le plan du spécialiste du domaine et de la pédagogie, cela donne l’idée de constituer
des groupes de travail –ordonnés hiérarchiquement- mélangeant les élèves des trois âges
« tombant » dans la même classe, et où l’on ferait travailler d’abord toutes les propriétés (H,
et B,C,G,I), puis les propriétés du premier groupe (A,D,E,F,J) –dans un ordre quelconque
puisqu’elles sont globalement indépendantes les unes des autres-, de telle sorte que les élèves
progressent de façon constante et certaine, le long de la relation de couverture du treillis de
Galois, le but étant que tous arrivent, après apprentissage, « à tout savoir » au 0 du treillis...

• Le treillis de Galois dont la structure a ainsi été clarifiée par la congruence de Frattini
acquiert ici un statut de « modèle de groupe » multidimensionnel, séparant nettement les
propriétés complètement indépendantes et celles qui sont complètement dépendantes entre
elles (et dépendantes des précédentes), même s’il est toujours possible sur le même treillis
étiqueté d’y restaurer la performance individuelle des élèves, et de les situer dans le groupe.
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Summary

By the end of the sixties Galois lattices have been identified as pertinent structures of
data analysis and classification methods, due to their potentialities to code, manipulate, re-
present … any duality, such as the duality between extensions / intensions of concept sys-
tems. As semi-lattices, they generalize trees, which often involves a complexity of their
graphic representation. The goal of this note is to illustrate that classical theorems can be put
together to become instrumental in clarifying and standardizing their graphic representation.
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Abstract. Many algorithms and techniques have been proposed to address the 

problem of protein classification. In this context, HMM have been used for ag-

es and are known to be good modeling tool. In this paper we detail the setup of 

an HMM based classifier. Then, we compare its results with those of other 

classifiers and techniques used in literature. Moreover, we evaluate the effect 

of data characteristics on HMM accuracy. 

1 Introduction 

Generally speaking, proteins do everything in the living cell. All functions of the living 

organisms are related to proteins. Hence, the task of protein classification is very important 

in bioinformatics since it reveals important information such as the function it plays in the 

living cell. This has been a main concern for many researchers, therefore, several techniques 

have been proposed in literature dealing with this task. In Saidi et al. (2010), authors were 

combining different encoding methods with some well-known machine learning classifiers 

then compared the results with those of the alignment based classification (supervised classi-

fication) using Blast (Altschul et al. 1990). They also used in their experiments five datasets 

of protein sequences with very dissimilar characteristics in term of size, number of classes, 

sequences identity, etc… Thus, these datasets can represent a good benchmark for our work. 

In this paper, we are trying to extend Saidi et al. (2010) by establishing a Hidden Markov 

Models (HMM) based classifier and using it to classify the same datasets. Then we will 

compare its results with those of other classification techniques already cited in the same 

paper. Furthermore, we are evaluating the effect of the dataset characteristics variation on 

HMM accuracy. 

2 Protein classification techniques 

Generally, the proposed protein classification techniques in literature can be divided in 

two main categories namely the alignment based approach and the machine learning based 
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approach. In the alignment based approach, we use a group of proteins called the reference 

sequences which we already know their classes to predict the class of an unknown protein. In 

other words, a query protein sequence takes the same class of the reference sequence having 

the best hit score. The machine learning based approach is based on the use of panoply of 

well-known classifiers (Cornuéjols et al. 2010) for instance naïve bayes (NB), support vector 

machine (SVM), decision trees (DT) and nearest neighbour (NN) which have proven their 

efficiency in many fields (such as economy). In fact, it is not evident to directly use these 

classifiers with protein sequences, since they operate on inputs in relational format however 

the latter are represented by strings of characters (Saidi et al. 2010). For that reason, it is 

required to perform a preprocessing step to enable the use of these classifiers in protein clas-

sification. 

3 Experimentations 

3.1 Datasets 

As mentioned before, we used five datasets (DS) in our experiments. Each of these da-

tasets represents a different challenge since they have dissimilar characteristics. DS1 com-

prises three distinct and distant protein families (classes), whereas DS2 contains two big size 

families that make part of the Rhodopsin Like/Peptide family. DS3 is supposed to be the 

most challenging dataset since it is composed of seven unbalanced classes having low se-

quence identity and regrouped based on their quaternary structure, so here we are trying to 

recognize the quaternary protein structure from its primary structure. DS4 contains two fami-

lies namely the human Toll-like Receptors (TLR) protein sequences and the non-human 

ones. The challenge here is due to the structural and functional similarity of the two groups. 

DS5 consists of 277 domains. This dataset was mostly used for structural class prediction. 

For a full description of the datasets, refer to Saidi et al. (2010). 

Moreover, we measured some features of each dataset, for instance intra-class and intra-

class identity, and tried to investigate the relation between their variation and the variation of 

HMM results. Table 1 illustrates the measured values of datasets features. 

 

Dataset Total size Class size stand-

ard deviation  

Average intra-

class identity 

Average inter-

class identity 

DS1 60 1 41,57 33,98 

DS2 510 0 48,28 36,36 

DS3 717 124,73 25,02 26,74 

DS4 40 8,48 28,23 28,27 

DS5 277 8,65 88,31 36,29 

 

TAB. 1 – Dataset characteristics 

3.2 Experimental setup 

In (Saidi et al 2010), each classifier was executed multiple runs then compared them later 

with Blast’s results. As for our experiments, we programed an HMM classifier based on 

HMMER (John-son et al. 2010). The key idea very similar to the alignment based approach 
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and the machine learning based approach. In the alignment based approach, we first create an 

HMM-profile for each protein group (class), then we score the query sequence against all the 

created pro-files, and the query protein sequence takes the class of the HMM-profile having 

the best hit score. We performed multiple runs varying its parameters such as the weighting 

algorithm and the effective sequence number. Experiments were run under Linux using 2 GB 

Intel core 2 duo processor and 4 GB RAM DDR3. We used the leave one out (LOO) tech-

nique for evaluation as in (Saidi et al 2010). Blast and Weka (Bouckaert et al. 2010) classifi-

ers were used with default values. Figure 1 illustrates the process for our HMM based protein 

classifi-cation. For the whole, we only considered the highest obtained accuracies. 

 

 
 

FIG. 1 –  Experimental process 

4 Results and discussion 

Dataset HMM Blast C4.5 SVM NB NN 

DS1 100 100 96,7 96,7 90 78,3 

DS2 99,21 100 99,8 100 100 100 

DS3 28,73 69.60 79,2 78,94 59,4 77 

DS4 70 78.57 82,5 87,5 95 80 

DS5 82,67 78.3 75,5 84,1 85,9 80,5 

 

TAB. 2 –Classification accuracies 

 

The obtained results are illustrated in table 2. In DS1, DS2 and DS5 all classifiers includ-

ing HMM scored very high since these datasets presented good inter-class and intra-class 

identity and close class sizes. DS3 was a real challenge since it comprised seven unbalanced 

classes with low intra-class identity. Therefore, HMM did not score as well as in the other 

datasets and its accuracy decreased significantly in DS3, since the generated profiles were 
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poor with very low discrimination power. As well, DS4 classification was not an easy task, 

the intra-class identity was low too but class sizes were close, though no full accuracy was 

reached however HMM and all the other classifiers performed well. 

5 Conclusion 

To conclude, this study shows that using HMM as classifier represents a competitive ap-

proach since it even rich full accuracy in some cases. However, it may fail especially with 

datasets having unbalanced classes, low intra-class, and/or high inter-class identity. This 

yields generating poor profiles and decreases the discrimination power of the classifier. 

Therefore, studying the data characteristics before choosing the classifier would be a wise 

decision. 
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Résumé 

Plusieurs algorithmes et techniques ont été proposés pour traiter le problème de classifi-

cation des séquences protéiques. Dans ce contexte, les HMM sont connus en tant qu’un bon 

outil de modélisation. Dans cet article, nous présentons la mise en œuvre d’un classifieur 

HMM et ses résultats sur la classification des séquences protéiques, et nous comparons avec 

celles d’autres méthodes de la littérature. En plus, nous évaluons l’effet des caractéristiques 

des données sur le taux de classification du classifieur HMM. 
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Résumé. La méthode proposée permet de segmenter une série temporelle en 
deux phases. La première consiste à exhiber la variabilité de la série à l'aide 
d'une première segmentation sur un signal adéquat, puis de tenir compte de la 
structure de dispersion dans la seconde phase qui offrira une segmentation à 
l'aide d'un modèle linéaire gaussien hétéroscédastique. 

1 Problématique 

Les séries temporelles se décomposent généralement en plusieurs types d'évolution : ten-
dance, saisonnalité, volatilité et bruit. Elles peuvent être plus ou moins régulières selon le 
domaine d'application. Les changements de comportements qui caractérisent principalement 
ces séries sont de plusieurs types : pics,  sauts en niveau, en tendance, en variabilité. La mo-
délisation de ces séries est donc très délicate et demande beaucoup d'expérience. Il peut alors 
être intéressant de détecter des ruptures de comportement pour la construction de sous-
modèles, la stationnarisation de la série, la construction de courbes symboliques pour la 
classification de courbes. De nombreuses méthodes de segmentation dans Guédon (2008), 
Lavielle (2009), Perron et al (2006) ont été et sont développées pour répondre à ces différen-
tes problématiques en économie, en finance, en séquençage humain, en météorologie, en 
management de l'énergie, etc. La plupart de ces méthodes reposent sur l'utilisation de la pro-
grammation dynamique pour diminuer drastiquement le nombre de segmentations possible. 
Ces méthodes de détection de points de rupture ont pour vocation de résoudre trois problè-
mes, voir Lavielle (2009) : (i) la détection de changement de la moyenne, avec une variance 
constante, (ii) la détection de changement de variance avec une moyenne constante et (iii) la 
détection de changements dans l'ensemble de la distribution du phénomène étudié. La mé-
thode introduite par Derquenne (2011A) permet non seulement de réduire la complexité par 
rapport à d'autres méthodes, mais surtout de proposer des solutions de segmentation de la 
série contenant des segments croissants, décroissants, constants et des dispersions différents. 
Notre méthode est originale dans son approche car elle propose, par étapes successives, une 
aide à la décision pour la segmentation des données. Cependant, il s’avère, pour l'ensemble 
des méthodes issues d’approches par programmation dynamique ou exploratoire comme la 
nôtre, que la qualité de la segmentation peut faire défaut lors de la détection de segments 
contigus quand les niveaux (constants ou pentes) sont proches statistiquement mais ont des 
variances différentes. Dans ce cas un seul segment sera détecté, alors qu'il y en a deux struc-
turellement. Par conséquent, nous proposons une nouvelle méthode améliorant la précédente. 
Cette nouvelle approche permet d’estimer préalablement la dispersion par segmentation, puis 
l’intègre dans une seconde phase de segmentation pour obtenir le résultat final. Afin de tester 
notre approche, nous avons alors réalisé une étude comparative avec des algorithmes de 
programmation dynamique proposés dans Lavielle (2009). 
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2 Proposition de la nouvelle approche 

Soit une série temporelle (Yt)t=1,T, nous supposons qu'elle se décompose selon le modèle 
linéaire gaussien hétéroscédastique (MLGH) en S segments tel que : 

 

[ ]stts
S
s

ss
t tY τεσββ ∈=

++= ∑ 1)(1
)(

1
)(

0        (1) 

où , et σs>0 sont respectivement les paramètres de niveau, de pente et de dispersion 
pour le segment τs, et εt ~> N(0,1). Il y a 3S paramètres à estimer et S est inconnu. Pour 
estimer le MLGH, nous avons utilisé le maximum de vraisemblance restreint (REML).  

)(
0
sβ )(

1
sβ

L'approche introduite par Derquenne (2011A) contient deux phases : préparation des 
données, puis modélisations successives fondées sur le modèle (1). La première phase se 
décompose en trois étapes pour obtenir une première segmentation : lissage, différenciation 
et comptage. Celle-ci peut contenir beaucoup trop de segments, alors pour la résumer au 
mieux nous utilisons (1) à l’aide de la phase de modélisation.  

La nouvelle approche contient trois phases. La première consiste à établir une trans-
formation adéquate des données afin d'obtenir une nouvelle série caractérisant l'évolution 
temporelle de la dispersion des observations, la deuxième revient à segmenter cette nouvelle 
série avec le même principe que notre précédente méthode pour obtenir des segments de 
dispersion, enfin la troisième applique à nouveau notre précédente méthode en tenant compte 
de la distribution des segments de dispersion, notamment lors de la construction du MLGH. 

Phases 1 et 2 : Transformation des données et première segmentation. Nous construi-
sons une nouvelle série temporelle exhibant la volatilité des observations de Yt dont on sup-
pose qu'elles sont régies par le modèle (1). La transformation la plus naturelle est telle que : 
Zt = (1-B)2Yt, où Yt est la série temporelle originale. Nous appliquons sur Zt, l’opérateur : Ut = 
|Zt|. Le théorème suivant permet alors d'exhiber la dispersion σ associée. 

Théorème 1 : Soit Yt un processus gaussien i.i.d. indicé dans le temps de moyenne β0+β1t 
et de variance σ2, tel que Yt = β0+β1t+ σεt, où εt, est la loi Normale standard, alors 

( ) ( 212)32( −− +−= ttt YYYEπσ ) . Ce théorème1 fournit un estimateur de σ tel que : 

( )∑ = −− +−−=
T
t tttU yyyT 3 212))2(32(ˆ πσ . Les résultats obtenus à l'aide de ce théorème 

est essentiel pour la phase 2 car ils permettent de faire apparaitre dans la série observée ut, les 
niveaux de dispersion des segments candidats. En effet, la démarche de segmentation (Der-
quenne, 2011A) est alors appliquée sur ut. A la fin du processus, la segmentation sélection-
née offrira un ensemble de segments caractérisés par le modèle (1). Soient , 
les S1 segments de dispersion obtenus précédemment sur la série ut. Alors le segment  
fournira une estimation des Ts valeurs ut, telle que : 

σσσ τττ
1

,...,,...,1 Ss

στ s

tut 10 ˆˆˆ αα +=  pour  στ st ∈
Phase 3 : Seconde segmentation en tenant compte de la dispersion. Cette phase a pour 

objectif de fournir une segmentation finale de Yt en tenant compte de la dispersion a priori 
des données estimée lors de la phase 2. Les t sont intégrés dans la matrice de dispersion du 
MLGH (1). En d’autres termes, cela revient à utiliser une matrice diagonale de poids lors de 
l'estimation des paramètres du modèle à l'aide de l'estimateur REML. 

û

                                                 
1 La démonstration de ce théorème est donnée dans (Derquenne, 2011B) 
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3 Application 

Nous avons appliqué la nouvelle méthode proposée sur le même jeu de données simulées 
que nous avions utilisé dans (Derquenne, 2011A) afin de comparer les résultats. Nous avons 
choisi 10 segments, selon le modèle (1). Pour chacun des 10 segments, le nombre d'observa-
tions, les valeurs des coefficients β0 et β1, et la dispersion σ associés sont générés aléatoire-
ment. La figure 1a affiche simultanément la série simulée yt (en bleu) et la série ut associée 
(en rouge) issue de la phase 1. La figure 1b fournit la segmentation des ut en rouge (phase 2) 
sur laquelle 12 segments de dispersion ont été détectés. Nous pouvons constater que tous les 
segments ne sont pas constants, en effet les deuxième et neuvième segments sont croissants. 
La figure 1d donne la segmentation finale (phase 3) qui comporte 18 segments sur laquelle 
l'ensemble des ruptures semble être détecté. Il en été de même pour l’ancienne méthode de 
segmentation dans laquelle 12 segments avait été identifiés (fig. 1c). Visuellement les quali-
tés respectives des deux segmentations sont comparables. Cependant, bien que cela soit peu 
visible, les segments supplémentaires de la nouvelle approche permettent de mieux découper 
la variation. Par exemple, le quatrième segment de l’ancienne méthode qui est découpé en 
deux sous-segments grâce à la nouvelle approche, faisait apparaitre effectivement une varia-
tion hétérogène de la série (plus de variabilité dans le premier sous-segment que dans le 
second). Par ailleurs, nous avons comparé nos résultats à ceux obtenus à l'aide d'algorithmes 
de programmation dynamique développés par Lavielle (2009). Ces dernières manquent des 
ruptures (fig. 2a, b, c et d) alors que ce n’est pas le cas pour nos deux méthodes. Nous avons 
alors évaluer la qualité de reconstitution du signal brut et l'adéquation des segmentations 
estimées par les six méthodes à la segmentation générée. Par exemple, les MAPE de nos 
ancienne et nouvelle méthodes sont très proches de celle de la segmentation générée (11,1% 
et 10,2% vs 9,9%), alors que le MAPE varie entre 12,4% et 75,8% pour les quatre méthodes 
de programmation dynamique. De plus, nous avons calculé le pourcentage d'erreurs inférieu-
res à 10%, sur laquelle notre nouvelle méthode apparait à  nouveau la plus performante (87% 
contre 70% en moyenne pour les quatre méthodes et 86,2% pour notre ancienne méthode). 
Le nombre de segments identifiés au même endroit que ceux de la segmentation générée 
montrent également que nos deux approches sont plus performantes sur ce jeu de données 
que les quatre autres, avec 6 segments retrouvés, contre 0, 2 ou 3. Ces résultats sont complé-
tés par l'erreur d'éloignement des segments estimés par rapport aux segments générés. La 
méthode proposée obtient un pourcentage d'erreur relativement faible (16,3%) comparé à 
l'ancienne (24,3%) et surtout par rapport à ceux des quatre autres (35% à 52%). 

 

   
  FIG. 1 a,b,c,d : Nouvelle et ancienne approches      FIG. 2 a,b,c,d : Programmation dynamique 
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4 Apports, critiques, applications et voies futures 

La méthode proposée ici, qui permet de segmenter une série temporelle, a pour objectif 
d'améliorer une démarche que nous avions introduite (Derquenne, 2011A). Celle-ci avait 
obtenu des résultats encourageants sur des données simulées et sur des données réelles. Elle 
concurrence fortement les approches fondées sur la programmation dynamique. L'améliora-
tion proposée consiste à exhiber un signal à partir des données brutes représentant leur dis-
persion grâce à un théorème permettant d’exhiber l’écart-type d’un signal gaussien, puis de 
réaliser une première segmentation de celui-ci afin de tirer des segments de dispersion, et 
enfin d'inclure ces derniers comme des poids dans une seconde segmentation lors de la phase 
de modélisations successives. Sur des exemples simulés, cette nouvelle approche permet à la 
fois d'améliorer l'ancienne méthode, mais aussi de montrer qu'elle est plus performante que 
des approches par programmation dynamique. Cette méthode est notamment très intéressante 
pour des applications dans lesquelles les signaux changent de processus (non stationnarité). 
En perspective, nous comparerons notre méthode à celle développée dans Arlot et al. (2010) 
qui utilise une approche par validation croisée. Enfin, le théorème introduit pour un signal 
gaussien sera généralisé à d'autres lois dans nos futures recherches. 
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Summary 

The proposed method allows to segment a time series into two phases. The first is to ex-
hibit the variability of the series with an initial segmentation on a proper signal, then con-
sider the structure of dispersion in the second phase which will provide a segmentation using 
an heteroskedastic linear model. 
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Résumé. Dans cet article nous proposons une stratégie de classification dyna-
mique pour la partition d’un ensemble de données géostatistiques fonctionnelles.
L’idée est de découvrir une différent structures de variabilité spatiales entre les
classes. Nous utilisons comment représentants des classes des fonctions vario-
grammes. L’approche proposé est validé sur données réelles.

1 Introduction

Spatial interdependence of phenomena is a common future of many environmental applica-
tions such as oceanography, geochemistry, geometallurgy, geography, forestry, environmental
control, landscape ecology, soil science, and agriculture. We can think, for instance, of daily
patterns of geophysical and environmental phenomena where data (from temperature to sound)
are instantaneously recorded over large areas by sensor networks. In these applications, expla-
natory variables are functions of the time essentially continuous but that are observed and
recorded discretely and that have a certain degree of spatial correlation each other.

In the last years the analysis of such data is performed by Spatial Functional Data Analysis
(SFDA) (Delicado et al., 2010) which is a branch of Functional data analysis (Ramsay et al.,
2005).

In this paper we focus on a clustering strategy based on the Dynamic Clustering Algorithm
(DCA) in (Celeux et al., 1988). Differently from other approaches for clustering spatial func-
tional data (Giraldo et al., 2010), the proposed method allows to discover a partition of the
curves into clusters and a representation of the spatial variability structure of each cluster.

The Dynamic Clustering Algorithm is a general clustering approach which optimizes a
criterion of fitting between the partition of a set of objects and the representative elements
of the clusters. According to our objective, the representative element of each cluster is a
variogram function for functional data and the clusters are groups of functions similar to each
other in terms of spatial functional variability.
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2 Variogram based Dynamic Clustering approach for spa-
tially dependent functional data

Spatially dependent functional data may be defined as realizations of a continuous Spatial
Functional process

{
χs(t) : t ∈ T, s ∈ D ⊆ Rd

}
, where s is a generic data location in the

d−dimensional Euclidean space.
We assume to observe a sample of curves (χs1(t), . . . , χsi(t), . . . , χsn(t)) for t ∈ T where

si is a generic data location in D.
For each t we have a second order stationary and isotropic random process, with mean and

variance functions constant and covariance depending only on the distance between sampling
sites : E(χs(t)) = m(t), for all t ∈ T, s ∈ D, V (χs(t)) = σ2(t), for all t ∈ T, s ∈ D, and
Cov(χsi(t), χsj (t)) = C(h, t) where h = ‖si − sj‖ and all si, sj ∈ D

This implies that exists a variogram function for functional data γ(h, t), also called trace-
variogram function (Delicado et al., 2010), such that :

γ(h, t) = γsisj (t) =
1

2
V (χsi(t)− χsj (t)) =

1

2
E
[
(χsi(t)− χsj (t))2

]
(1)

where h = ‖si − sj‖ and all si, sj ∈ D.
By using Fubini’s theorem, the previous becomes γ(h) =

∫
T
γsisj (t)dt for ‖si − sj‖ = h.

This variogram function can be estimated by the classical methods of the moments by means
of :

γ̂(h) =
1

2 |N(h)|
∑

i,j∈N(h)

∫
T

(
χsi(t)− χsj (t)

)2
dt (2)

where N(h) = {(si; sj) :‖si − sj‖ = h} for regular spaced data and |N(h)| is the number of
distinct elements in N(h).

The empirical variograms cannot be computed at every lag distance h and due to variation
in the estimation it is not ensured that it is a valid variogram.

Such as in applied geostatistics the empirical variograms are thus approximated (by or-
dinary least squares (OLS) or weighted least squares (WLS)) by model functions ensuring
validity. Some widely used models are : Spherical, Gaussian, exponential or Mathern.

The variogram, as defined before, is used to describe the spatial variability among functio-
nal data across a spatial domain.

In order to describe the spatial variability substructures we introduce the concept of the
spatial variability components regard to a specific location, defining the centered variogram
function.

Coherently with the definition above, given a curve χsi(t), the centered variogram can be
expressed by

γsi(h, t) =
1

2
E[(χsi(t)− χsj (t))2] (3)

for each sj 6= si ∈ D.
Similarly to the variogram function, the centered variogram of the curve χsi(t), as a func-

tion of the lag h, can be estimated through the method of moments :

γ̂si(h) =
1

2 |Nsi(h)|
∑

j∈Nsi (h)

∫
T

(
χsi(t)− χsj (t)

)2
dt (4)
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whereNsi(h) ⊂ N(h) = {(si; sj) :‖si − sj‖ = h} and it is such that |N(h)| =
∑
i |Nsi(h)|.

Consistently with the DCA schema, we propose to optimize a fitting criterion between the
centered variogram function γsik (h) and a theoretical variogram function γ∗k(h) for each cluster
Ck (with k= 1,. . .,K) as follows :

∆ =
K∑
k=1

∑
χsi
∈Ck

(γsik (h)− γ∗k(h))2 (5)

where γsik is the centered variogram which describes the spatial dependence between a
curve χsi at the site si and all the other curves χsj at different spatial lag h.

In order to optimize the criterion ∆, starting from a random partitioning of the curves,
the algorithm alternates a representation and an allocation step until the convergence to a
stationary value of the criterion.

In the representation step the theoretical variogram γ∗k(h) of the set of curves χsi ∈ Ck,
for each cluster Ck is estimated. This involves the computation of the empirical vatiogram ,
and its model fitting by the Ordinary Least Square method.

In the allocation step, the function γsik is computed for each curve χsi . Then a curve χsi is
allocated to a cluster Ck by evaluating its matching with the spatial variability structure of the
clusters.

3 Main results

In order to evaluate the performance of the proposed strategy on real data, we use a dataset
provided by the Institute for Mathematics Applied to Geosciences 1.

The dataset reports the average monthly temperatures recorded by approximately 8000
stations located in US, in the period 1895 to 1997.

Our tests have been performed taking the data in the period 1993 − 1997, thus for each
station we have a time series made by at most 60 observations.

In order to run the clustering algorithm we need to select the number of clusters K and the
theoretical variogram model to fit the empirical variogram estimated for each cluster. Since we
do not have any information on the true number of spatial variability structures, we apply the
algorithm for K = 2, . . . , 6 and then we select K according to the maximum decreasing of the
value of the optimized criterion ∆. For the tested dataset the best choice is K = 3.

The choice of the the theoretical variogram model is performed evaluating the value of
the criterion ∆ for several well known parametric models : Esponential, Spherical, Gaussian.
According to this test, the best model for the dataset is the exponential variogram.

Starting from the chosen input parameters, the algorithm run on the dataset, detects the
spatial regions available in Fig. 1. The value of the optimized criterion is ∆ = 2.9e+4, the
number of iterations until convergence has been 9.

It is possible to note that the three discovered clusters split the studied area into three spatial
regions having three different spatial variability structures. The regions include : most of the
East end West coasts, North, South.

1. http ://www.image.ucar.edu/Data/US.monthly.met/
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FIG. 1 – Clusters plotted on the geographic map.

4 Conclusions
In this paper we have introduced a clustering strategy which partitions the set of spatially

located curves into groups which are homogeneous in terms of spatial variability. The spatial
variability of each cluster is defined by a variogram function for functional data which repre-
sents the prototype of the cluster. The method has been tested on real data in order to evaluate
its capability to discover spatial regions characterized by different spatial variability structures.
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Summary
In this paper we propose a dynamic clustering algorithm for partitioning a set of geosta-

tistical functional data. The aim is to detect clusters of curves that are homogeneous in terms
of the spatial functional variability. Each cluster is represented by a variogram function for
functional data which allows to summarize its spatial variability structure. The effectiveness of
the proposed method is evaluated on real data.
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Résumé. Un nouvel indice de comparaison de deux partitions est proposé, éten-
dant aux partitions non strictes l’indice de Rand. Il repose à la fois sur des outils
de la théorie des ensembles flous pour la construction des matrices de coïn-
cidence de chaque partition et sur une nouvelle mesure de similarité entre les
colonnes des deux matrices de partition.

1 Introduction
Une partition d’un ensemble X = {x1, ..., xn} de n objets en c groupes peut être re-

présentée par une matrice de partition U de taille (c × n) dont le terme général uik indique
le degré d’appartenance du kème objet au ième groupe. Ces matrices sont de nature différente
selon que les groupes sont mutuellement exclusifs ou non et selon que les objets appartiennent
totalement ou partiellement aux groupes. On distingue en général les partitions :
• possibilistes à valeurs dansMpcn = {U ∈ Rc n : uik ∈ [0, 1]},
• floues/probabilistes à valeurs dansMfcn = {U ∈Mpcn :

∑c
i=1 uik = 1}, et

• strictes à valeurs dansMhcn = {U ∈Mfcn : uik ∈ {0, 1}}.
Anderson et al. (2010) y ont ajouté l’ensemble des partitions doucesMscn = Mpcn\Mhcn.
Les algorithmes de partitonnement étant nombreux et leur paramétrage quasi-infini, il est es-
sentiel de pouvoir comparer les partitions qu’ils fournissent à l’aide de mesures de concor-
dance ou indices de comparaison I(U, V ) qui mesurent l’accord (généralement entre 0 et 1)
entre deux partitions U et V (Borgelt, 2005). La littérature récente montre un regain d’intérêt
pour la définition de nouveaux indices dédiés aux partitions non strictes, soit par approche di-
recte (Di Nuovo et Catania, 2007), soit par extension des indices dits stricts dans le sens où
l’on retrouve les indices stricts si U et V sont dansMhcn. On trouve dans cette catégorie les
indices reposant sur l’extension de la matrice de contingence croisant U et V (Ceccarelli et
Maratea, 2008; Anderson et al., 2010) et ceux reposant sur l’aggrégation des deux matrices de
coïncidence croisant chaque partition avec elle-même (Borgelt, 2005; Quéré et al., 2010). Les
deux constructions ne sont en général équivalentes que dans le cas strict. Nous nous intéressons
dans cet article aux indices fondés sur les matrices de coïncidence qui présentent les avantages
suivants : aucune mise en correspondance des groupes de U et V n’est nécessaire, les nombres
de groupes de U et V peuvent être différents, et ils étendent les indices bien connus de Rand,
Jaccard, Fowlkes-Mallow (Albatineh et al., 2006). La plupart de ces indices non stricts utilisent
des outils de la théorie des ensembles flous (essentiellement des normes triangulaires (Klement
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et al., 2000)) qui étendent ceux de la théorie classique des ensembles (Borgelt, 2005; Brouwer,
2009; Quéré et al., 2010). Une alternative possible, introduite dans Hüllermeier et Rifqi (2009)
pour le cas des partitions deMfcn, consiste à utiliser une mesure de similarité entre les co-
lonnes de U et V , vues comme des vecteurs d’appartenance non stricte uk et vk des objets xk
aux partitions. Nous avons récemment proposé un cadre unifiant la plupart des indices I(U, V )
des deux approches dans Quéré et Frélicot (2011) sous la forme d’un triplet (f, g,N) :

I(U, V ) =
1

N

n∑
k=2

k−1∑
l=1

g(f(uk,ul), f(vk,vl)) (1)

où f est la fonction génératrice des matrices de coïncidence non strictes, g celle de la mesure
de concordance et N un facteur de normalisation permettant de retrouver les indices stricts.
Ce cadre permet d’une part de montrer les conditions aux bornes et les propriétés d’unité,
de symétrie et de maximalité que f et g vérifient ou non selon les indices, d’autre part de
bien mettre en évidence le partage du même f , g ou N par certains indices. Enfin, il met
en perspective la possibilité de définir de nouveaux indices de comparaison de partitions non
strictes hybrides, tirant profit des avantages des deux alternatives, définis par un triplet où f
reposerait sur la théorie des ensembles flous et g serait une mesure de similarité entre les termes
des matrices de coïncidence non strictes, f et g vérifiant toutes les conditions et propriétés
répertoriées. Nous présentons dans cet article une telle proposition pour l’indice de Rand.

2 Un indice de comparaison étendant l’indice de Rand
Pour étendre l’indice de Rand aux partitions deMfcn, il est usuel d’utiliser, comme fonc-

tion génératrice du terme général de la matrice de coïncidence d’une partition U , la fonction
f>R (uk,ul) =

∑c
i=1>(uik, uil) où > est une t-norme 1. Il a été montré que pour les parti-

tions deMscn, il faut procéder à une normalisation de sorte que f reste à valeurs dans [0, 1]
et satisfasse la propriété d’unité : f(uk,uk) = 1. Quéré et al. (2010) ont proposé une solution
générique à l’aide de fonctions 2 K> telles que >

(
K>(a),K>(a)

)
= a. Nous suivons cette

idée et utilisons pour f , la fonction R+ × R+ → [0, 1] :

f>K,R(uk,ul) =

∑c
i=1>(uik, uil)

> (K> (
∑c
i=1>(uik, uik)) ,K> (

∑c
i=1>(uil, uil)))

. (2)

La fonction g que nous proposons dans cet article, dont le but est d’aggréger les termes des
matrices de coïncidence de U et V , repose sur :

1. une transformation géométrique par rapport à un point O′ = (o, o) de la première bis-
sectrice ∆ : (x, y) 7→ (x′, y′), comme montré à la figure 1-(gauche)

2. une fonction de poids w à valeurs dans [0, 1], paire, telle que w(0) = 1, qui fait diminuer
g(x, y) lorsque (x′, y′) s’écarte de ∆ ; des exemples classiques sont donnés à la figure 1

3. une fonction-profil p à valeurs dans ]0, 1] qui modifie g(x, y) selon que (x′, y′) est proche
ou non deO′ ; parmi les profils possibles, nous proposons la fonction : p(x′) = t+ρ x′2,
où t ∈]0,

√
2] et ρ ∈ R+ sont des paramètres utilisateur 3.

1. exemples de t-normes basiques : le minimum >M (a, b) = min(a, b), le produit >P (a, b) = ab et la t-norme
de Łukasiewicz >L(a, b) = max(a+ b− 1, 0)

2. les fonctions de normalisation de la coïncidence sont données dans l’article cité pour la plupart des t-normes
3. il est facile de voir que O′ n’a pas d’influence si ρ = 0, de sorte que o est inutile
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FIG. 1 – Transformation géométrique et exemples de fonctions w.

Étant donné l’ensemble de paramètres Q = {w, t, c, o}, nous proposons de prendre pour g, la
fonction [0, 1]2 → [0, 1] :

gQ(x, y) = w

(
y′

p(x′)

)
. (3)

Il est aisé de montrer qu’ainsi définie, gQ satisfait les conditions et propriétés requises détaillées
dans (Quéré et Frélicot, 2011), et qu’associée à f>K,R et au nombre de paires différentes d’objets

N = n(n−1)
2 dans (1), elle permet de retrouver l’indice de Rand original si les partitions sont

strictes, quels que soient les paramètresQ = {w, t, ρ, o} de g et la t-norme> de f . De plus, cet
indice fondé sur le triplet (f>K,R, gQ, N ), que nous appellerons Normalized Soft Window-based
similarity Rand Index (NSWRI), atteint sa valeur maximum (un) lorsque U ≡ V , quelle que
soit leur nature (strictes, floues ou possibilistes). La figure 2 illustre, par quelques exemples,
l’influence des paramètres Q sur la fonction de similarité gQ.

FIG. 2 – Isosurfaces de gQ sur [0, 1]2 pour divers ensembles de paramètres Q.

3 Résultats et conclusion
Des résultats sur la comparaison de partitions floues et possibilistes (nombre de groupes

différents) fournies par des algorithmes de partitionnement (Fuzzy/Possibilistic C-Means) à
la partition de référence de nombreux benchmarks seront présentés lors de la conférence 4.
Ils montrent l’intérêt de l’approche par rapport aux indices étendus de la littérature cités ici,
en particulier parce qu’elle permet de comparer des partitions de nature différente. Illustrons
brièvement 5 la flexibilité que le paramétrage confère à l’indice proposé sur quatre partitions :

U1=

0 0 1 1
0 1 0 0
1 0 0 0

,U2=

0.1 0.1 0.8 0.9
0.0 0.9 0.2 0.0
0.9 0.0 0.0 0.1

,U3=

0.2 0.3 0.6 0.7
0.1 0.6 0.3 0.1
0.7 0.1 0.1 0.2

 et U4=

0.33 0.33 0.34 0.34
0.33 0.34 0.33 0.33
0.34 0.33 0.33 0.33

,

où U1 ∈ Mh34, Uα+1 ∈ Mf34, α ∈ {1, 2, 3} est plus floue que Uα (au sens de l’entropie de
partition), et telles que les partitions floues se réduisent à U1 par binarisation. Intuitivement,
ces partitions s’ordonnent par similarité décroissante. La figure 3 montre les dissimilarités de
toutes les paires (Uα, Uα′) obtenues avec les indices SERI (Soft Equivalence Rand Index,

4. le format de soumission est trop court
5. la combinaison des différents paramètres étant infinie, l’incidence de > et w est omise ici
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(Hüllermeier et Rifqi, 2009)) et NSWRI pour les jeux de paramètres indiqués. Plus la cellule
est claire, plus la valeur de l’indice de Rand étendu est élevée et par conséquent la concordance.
On voit clairement, parmi d’autres choses, que :
• NSWRI peut être paramétré afin de se comporter comme SERI – (b) vs (a),
• diminuer t permet de rendre NSWRI plus drastique – (b) vs (c)(d)(e),
• o peut être choisi afin de favoriser – (c) vs (d) – ou défavoriser – (c) vs (e) – plus ou

moins la concordance entre les partitions les plus floues, selon la valeur de ρ.

FIG. 3 – Dissimilarités entre partitions avec SERI (a) et NSWRI pour divers paramètres.
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Résumé. La distance de transfert est utilisée classiquement en classification
pour comparer des partitions. Nous montrons ici comment elle peut servir à
mesurer la proximité entre des solutions issues de méta-heuristiques pour le pro-
blème de coloration de graphes pour améliorer les stratégies de recherche.

1 Introduction

La distance de transfert, étudiée initialement par S. Régnier (Régnier (1965)) est bien
connue en classification pour comparer des partitions (Day (1981); Denœud et Guénoche
(2006)). Rappelons brièvement, qu’étant données deux partitions P1 et P2 d’un ensemble S, la
distance de transfert d (P1, P2) est définie comme le nombre minimal d’éléments qui doivent
être transférés entre les classes de P1 pour obtenir une partition égale à P2. En classification,
elle est souvent utilisée pour valider un algorithme en mesurant l’écart entre le résultat de l’al-
gorithme et une solution connue, ou pour comparer les résultats de différentes approches. Dans
cette communication, nous l’utilisons dans un contexte différent : celui de l’analyse d’espaces
de recherche (“fitness landscapes”) pour un problème de k-coloration de graphes.

D’une façon générale, il est bien connu en optimisation combinatoire que les performances
des méta-heuristiques dépendent du choix de plusieurs paramètres qui sont souvent laborieu-
sement déterminés de façon ad hoc. De plus, ces paramètres sont la plupart du temps réglés
initialement au début de l’algorithme alors que le comportement de ce dernier est étroitement
lié aux propriétés de l’espace de recherche en cours d’exploration. Une meilleure compré-
hension des comportements des méta-heuristiques et des structures des espaces de recherche
associés reste nécessaire pour rendre leurs stratégies “mieux informées”.

Dans cet objectif, l’intérêt de l’apprentissage et de la fouille de données en optimisation
combinatoire est en plein essor comme l’attestent outre des publications (e.g. Boyan et al.

45



Classification et extraction de structures en optimisation combinatoire

(2000); Battiti et al. (2008)) la récente conférence LION (Learning and Intelligent Optimiza-
tion). Ces approches d’apprentissage en optimisation peuvent être classées en deux catégories :
les méthodes “hors ligne” ou “en ligne”. Les approches “hors ligne” s’appuient sur une ana-
lyse préalable des espaces de recherche dont les résultats sont exploités dans la phase d’opti-
misation. Et, les approches “en ligne” recueillent de l’information tout au long du processus
d’optimisation afin de prendre des décisions en temps réel telles que notamment un réglage
réactif des paramètres.

Dans cette communication, nous nous intéressons à ces deux approches. Nous montrons
en particulier comment une analyse de l’espace de recherche basée sur la comparaison de
solutions via la distance de transfert nous a permis d’améliorer une recherche Tabou et un
algorithme évolutionnaire pour la k-coloration de graphes.

2 Classification des solutions
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Afin de mieux cerner la structure d’un espace de recherche as-
sociée à une méta-heuristique -ici une méthode Tabou-, nous avons
calculé la distance entre les meilleures solutions candidates trouvées
(k colorations ayant le plus petit nombre d’arêtes avec les deux ex-
trémités de la même couleur). A titre illustratif, la figure ci-contre
montre le résultat d’une approche de type Multidimensional Scaling
pour une instance du problème de coloration avec 250 sommets. Ici,
350 solutions ont été retenues. On observe que les minima locaux
se regroupent en quelques classes qui correspondent à des bassins
d’attractions dans l’espace de recherche.

Ce type de configuration a été retrouvé dans une série de tests
expérimentaux à grande échelle. En particulier, en considérant les
meilleures solutions candidates (ici 40000) visitées par une recherche locale en quelques
heures, l’histogramme des distances indique une distribution bimodale qui confirme la pré-
sence de classes (avec des valeurs petites -resp. grandes- correspondant aux distances intra-
classes -resp. inter-classes). Et, nous avons pu même en déduire une valeur approximative du
rayon des classes : 0.1 × |V |, où |V | est le cardinal de l’ensemble des sommets du graphe.
Nous avons pu ainsi établir une hypothèse de classification selon laquelle les meilleures solu-
tions potentielles eu égard à l’heuristique utilisée sont classifiables dans des classes sphériques
dont le rayon peut être estimé expérimentalement assez précisément : la sphère S (C) d’une
coloration C est l’ensemble des solutions situées à une distance inférieure à 0.1× |C|.

3 Application : amélioration de méta-heuristiques

3.1 Principe

En se basant sur l’hypothèse de classification des meilleurs solutions (optima locaux) dans
l’espace de recherche, nous avons proposé une amélioration de la recherche Tabou, appelée
TS–Div (Tabu Search Diversified). Elle introduit une fonction de mémorisation à “gros grain“ :
le processus mémorise un ensemble restreint de sphères couvrant la trajectoire de la recherche
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dans l’espace de recherche. Cette mémorisation permet à la recherche de ne pas re-visiter
inutilement un même sous-espace, et de mieux gérer ainsi les sorties de bassins d’attraction
d’optima locaux. Plus précisément, TS–Div est basé sur un processus de recherche Tabou au-
quel est ajouté un processus d’apprentissage avec deux objectifs : (i) enregistrer toutes les
sphères S (C1) , S (C2) , ... visitées (où Ci /∈ S (Cj)), et (ii) si la coloration à l’itération cou-
rante fait partie d’une sphere S (Cj) déjà visitée, déclencher une phase de diversification qui a
pour objectif de dévier la recherche hors S (Cj) (Porumbel et al. (2010)).

Nous avons également récemment intégré des informations du même ordre dans un al-
gorithme évolutionnaire de coloration de graphes. Ce travail a été d’ailleurs généralisé pour
proposer un algorithme évolutionnaire à base de distances applicable à une classe plus large de
problèmes d’optimisation (Porumbel et al. (2011b)).

3.2 Mise en oeuvre : calcul de la distance de transfert

La mise en oeuvre opérationnelle de ces approches nécessite des calculs intensifs de la
distance de transfert entre des colorations de graphes qui sont des partitions de l’ensemble des
sommets. Or, la méthodologie de calcul communément utilisée repose sur une modélisation
du calcul par un problème d’affectation linéaire (Day (1981)) dont la résolution se fait par
une méthode hongroise (Kühn (1955)) de complexité en O

(
k3

)
où k est le nombre de classes

(couleurs dans notre cas). Or, cette complexité est trop élevée pour notre contexte applicatif qui
nécessite des millions de calculs. Afin de surmonter ces limites, nous avons récemment proposé
un nouvel algorithme de calcul de la distance de transfert en complexité linéaire en nombre de
sommets dans des cas bien adaptés à l’analyse de l’espace de recherche du problème de k-
coloration. Nous présentons ci-dessous un exemple de propriété que nous avons démontré.

Théorème (Porumbel et al. (2011a)). Soient P1 et P2 deux partitions en k classes d’un

ensemble S. Si pour tout i ∈ {1, 2, ...k}, il existe j ∈ {1, 2, ...k} tel que
∣∣∣P i

1 ∩ P j
2

∣∣∣ ≥ |P i
1∪P j

2 |
2 ,

alors la distance de transferts peut être calculée en O (|S|) étapes.
En pratique, si ce type de condition de proximité entre partitions est vérifiée, alors le calcul

est en complexité linéaire ; sinon, on exécute un algorithme hongrois classique. Pour véri-
fier expérimentalement que cette condition est effectivement bien souvent vérifiée dans notre
contexte, nous avons calculé un million de distances entre des colorations trouvées par l’heu-
ristique ci-dessus sur deux graphes (1000 sommets avec respectivement k = 20 et k = 86)
extraits de la base DIMACS qui sert de référence pour la coloration. Nous avons observé que
la condition de proximité requise par la propriété ci-dessus est vérifiée dans 99, 99% des cas.

3.3 Résultats et perspectives

D’un point de vue expérimental, nous avons comparé TS–Div avec d’autres heuristiques
locales de la littérature sur 12 instances variées de la base DIMACS connues pour être difficiles
et où le k optimal n’est pas toujours connu. Nous avons montré que dans tous les cas, TS-Div
est plus efficace qu’un algorithme Tabou classique, et qu’en moyenne il obtenait des résultats
compétitifs avec les meilleurs algorithmes connus de la littérature. Nous avons même trouvé
une meilleure borne -depuis 1991- pour une des instances. Pour l’algorithme évolutionnaire,
nous avons pu à nouveau trouver de nouvelles bornes inférieures ; ainsi, nous avons ensuite gé-

47



Classification et extraction de structures en optimisation combinatoire

néralisé notre algorithme à d’autres problèmes d’optimisation combinatoires (Porumbel et al.
(2011b)).

Si ces résultats confirment que notre approche est prometteuse, différentes pistes com-
plémentaires sont à explorer. Pour la distance de transfert, une analyse fine des distributions
avait montré que les valeurs n’étaient véritablement discriminantes que dans un intervalle res-
treint (Denœud et Guénoche (2006)) ; nous devons ainsi approfondir notre première analyse
des distributions évoquées dans la Section 2. De plus, nous nous sommes focalisés ici sur la
distance de transfert mais d’autres distances de comparaison de partitions pourraient être utili-
sées ; la seule contrainte d’application étant leur complexité de calcul. Enfin, d’un point de vue
méthodologique en optimisation, notre approche pourrait être étendue à d’autres problèmes
d’optimisation pour lesquels il est possible de calculer efficacement une dissimilarité entre
solutions.

Références
Battiti, R., R. Brunato, et F. Mascia (2008). Reactive Search and Intelligent Optimization.

Springer.
Boyan, J., W. Buntine, et A. Jagota (2000). Statistical machine learning for large-scale optimi-

zation. Neural Computing Surveys 3(1), 1–58.
Day, W. (1981). The complexity of computing metric distances between partitions. Mathema-

tical Social Sciences 1, 269–287.
Denœud, L. et A. Guénoche (2006). Comparison of distance indices between partitions. In

V. Batagelj et al. (Eds.), Data Science and Classification, pp. 21–28. Berlin, Germany :
Springer.

Kühn, H. (1955). The hungarian method for the assignment problem. Naval Research Logistics
Quarterly 2, 83–97.

Porumbel, C., J. Hao, et P. Kuntz (2010). A search space “cartography” for guiding graph
coloring heuristics. Computers & Operations Research 37, 769–778.

Porumbel, D. C., J.-K. Hao, et P. Kuntz (2011a). An efficient algorithm for computing the
distance between close partitions. Discrete Applied Mathematics 159(1), 53–59.

Porumbel, D. C., J.-K. Hao, et P. Kuntz (2011b). Spacing memetic algorithms. In Genetic and
Evolutionary Computation Conference (GA Track), pp. 1061–1068. ACM.

Régnier, S. (1983 et 1965). Sur quelques aspects mathématiques des problèmes de classifica-
tion automatique. Mathématiques et Sciences Humaines 82, 20. (reprint of ICC Bulletin, 4,
175- 191, Rome, 1965).

Summary
The transfer distance is typically used in classification to compare partitions. This paper

shows how it can be used to measure the proximity between the best candidate solutions gen-
erated by graph coloring meta-heuristics. The objective is to discover certain structures in the
spatial distribution of these best candidate solutions, so as to improve the search algorithms.
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Résumé. Nous proposons un indice permettant de mesurer le degré auquel un
sous-ensemble d’un ensemble donné est éparpillé dans une partition de cet en-
semble. Nous donnons alors une condition nécessaire pour que pour un sous-
ensemble et une partition donnés, il existe une classe de la partition, qui contienne
au moins une proportion donnée des éléments du sous-ensemble. De plus, nous
montrons comment le degré d’éparpillement peut être utilisé pour construire des
indices de comparaison de partitions.

1 Introduction
Le nombre élevé d’indices de comparaison de partitions, introduits dans littérature, té-

moigne, s’il en est besoin, de l’intérêt et de l’importance de comparer des partitions. A titre
indicatif, nous mentionnons, par exemple, le populaire indice de Rand (Rand, 1971), ses ver-
sions ajustée proposée par Hubert et Arabie (1971) et asymétrique proposée par Chavent et al.
(2001), l’indice de Mirkin (Mirkin, 1996) qui est une autre version corrigée de l’indice de
Rand, l’indice de Jaccard (Jaccard, 1908), l’indice de Fowlkes-Mallows (Fowlkes et Mallows,
1983), l’indice de Meilǎ-Heckerman (Meilǎ et Heckerman, 2001), la distance de transferts de
Régnier (Charon et al., 2006).

Dans cette note, nous proposons un indice permettant de mesurer le degré auquel un sous-
ensemble d’un ensemble donné est éparpillé dans une partition de cet ensemble. Nous donnons
alors une condition nécessaire pour que pour un sous-ensemble et une partition donnés, il existe
une classe de la partition, qui contienne au moins une proportion donnée des éléments du sous-
ensemble. De plus, nous montrons comment le degré d’éparpillement peut être utilisé pour
construire des indices de comparaison de partitions.

Dans tout ce qui suit, E désigne un ensemble fini ayant au moins 2 éléments. Par ailleurs,
les sous-ensembles de E que nous considérons sont tous non vides.

2 Degré d’emboîtement de deux sous-ensembles
Soient S1, S2 deux sous-ensembles non vides de E. Nous définissons le degré auquel S1

est contenu dans S2 par :

η(S1, S2) =
|S1 ∩ S2|
|S1|

,
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où |X| désigne le nombre d’éléments de X . L’indice η est clairement non symétrique. Plus
précisément, η(S1, S2) est la proportion d’éléments de S1 qui appartiennent à S2. Il atteint son
minimum, à savoir 0, lorsque S1 et S2 sont disjoints et, son maximum, à savoir 1, est atteint
lorsque S1 est contenu dans S2. De même, le degré auquel S1 est en dehors de S2 peut être
défini par :

δ(S1, S2) =
|S1 \ S2|
|S1|

.

Le minimum de δ(S1, S2), à savoir 0, est atteint lorsque S1 est contenu dans S2, alors que son
maximum, à savoir 1, est atteint lorsque S1 et S2 sont disjoints ou, de manière équivalente,
lorsqu’aucun élément de S1 n’appartient à S2.

3 Degré d’éparpillement d’un sous-ensemble dans une par-
tition

Une partition de E est une collection C = {C1, . . . , CK} de sous-ensembles non vides de
E tels que :

– pour i 6= j, Ci ∩ Cj = ∅ ;
– ∪Kk=1Ck = E.

Soient C une partition de E et S ⊆ E un sous-ensemble de E. Supposons que S a au moins
2 éléments. Alors chaque élément de S appartient à exactement une classe de C. Ainsi, nous
définissons le degré ζ(S,C) auquel S est éparpillé dans C par :

ζ(S,C) =
|{X ∈ C : S ∩X 6= ∅}| − 1

|S| − 1
.

En d’autres termes, ζ(S,C) est le nombre, normalisé, de classes de C qui recoupent S. L’intui-
tion de la formule de normalisation est fondée sur le fait que chaque sous-ensemble non vide
S recoupe au moins une (et au plus |S|) classe(s) d’une partition C. On notera que ζ(S,C)
est minimum (i.e. égal à 0) lorsque tous les éléments de S appartiennent à une seule et même
classe de C. Cela correspond au cas où S n’est pas éparpillé dans C. Par ailleurs, ζ(S,C) est
maximum (i.e. égal à 1) lorsque chaque classe de C contient au plus un élément de S. Cela
correspond au cas où S est totalement éparpillé dans C.

Exemple 1 Désignons par CD(E) la partition discrète de E, consistant en l’ensemble des
singletons de E, et par CG(E) la partition grossière {E} de E.

1. Pour tout sous-ensemble S de E, ζ(S,CD(E)) = 1 et ζ(S,CG(E)) = 0.
2. Soit E = {1, 2, . . . , 7}, C = {{1}, {2, 3}, {4, 5, 6, 7}}, et soient S1 = {1, 2}, S2 =
{1, 2, 3} et S3 = {1, 2, 3, 4}. Alors

(a) ζ(S1,C) = 1,
(b) ζ(S2,C) = 1

2 ,
(c) ζ(S3,C) = 2

3 .

Le résultat suivant donne une condition nécessaire pour que pour un sous-ensemble et une
partition donnés, il existe une classe de la partition, qui contienne au moins une proportion
donnée des éléments du sous-ensemble.
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Proposition 1 Soient C une partition de E et S un sous-ensemble de E ayant au moins deux
éléments. Soient q et r deux entiers tels que 1 ≤ q ≤ r. Alors ζ(S,C) ≤ |S|(r−q)r(|S|−1) dès lors qu’il
existe une classe de C contenant au moins la proportion q

r des éléments de S.

En conséquence, le résultat suivant donne une condition nécessaire pour que pour un sous-
ensemble et une partition donnés, il existe une classe de la partition, qui contienne plus de la
moitié des éléments du sous-ensemble.

Proposition 2 Soient C une partition de E et S un sous-ensemble de E ayant au moins deux
éléments. Alors ζ(S,C) ≤ 1

2 s’il existe une classe de C contenant plus de la moitié des éléments
de S.

La condition de la proposition 1 n’est pas suffisante, sauf lorsque |S| ≤ r
q . En effet, on

vérifie le résultat suivant sans difficulté.

Proposition 3 Soient C une partition de E et S un sous-ensemble de E ayant au moins deux
éléments. Soient q et r deux entiers tels que 1 ≤ q ≤ r. Alors il existe une classe de C contenant
au moins la proportion q

r des éléments de S si ζ(S,C) ≤ r−q
q(|S|−1) .

4 Comparaison de deux partitions
Dans cette section, nous montrons comment le degré d’éparpillement peut être utilisé pour

comparer deux partitions. Soit à cet effet deux partitions C et C′ avec C = {Ck}1≤k≤K . Dési-
gnons par SC,C′ = (ζ(Ck,C′))1≤k≤K le vecteur dont le kème terme est le degré d’éparpille-
ment de Ck dans C′. Le vecteur SC′,C serait défini de manière similaire.

Un indice pour comparer C et C′ peut avoir une expression de la forme g(f(SC,C′), f(SC′,C)),
où f et g sont des fonctions. Des exemples de valeur de f(SC,C′) pourraient être :

– une transformation de Minskowski pondérée

(
K∑
k=1

wk(ζ(Ck,C′))p)
1
p ,

où p > 0 est un réel strictement positif et les wk des poids ;
– la proportion de termes de SC′,C situés en dessous ou au dessus d’un certains seuil.
Des exemples de valeur de g(f(SC,C′), f(SC′,C)) pourraient être :
– une combinaison convexe βf(SC,C′) + γf(SC′,C) ;
– la moyenne géométrique

√
f(SC,C′) f(SC′,C).

Ces indices pourront faire l’objet d’une étude plus détaillée et être comparés aux indices
connus.

Soient C et C′ deux partitions de E et α ∈ [0, 1[. Nous considérons la proportion να(C,C′)
des classes de C, de cardinalité au moins 2, éparpillées dans C′ à un degré inférieur ou égal à
α. Formellement :

να(C,C′) =

{
1 si C≥2 = ∅
|{C∈C≥2:ζ(C,C

′)≤α}|
|C≥2| sinon
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où, pour une partition C, C≥2 désigne l’ensemble des classes de C ayant au moins 2 éléments.
Pour α proche de 0, plus να(C,C′) est proche de 1, plus C est en accord avec C′. En fait,
ν0(C,C′) = 1 si et seulement si C est plus fine que C′, i.e., toute classe de C est contenue
dans une classe de C′. Ainsi, ν0(C,C′) peut être interprété comme le degré de finesse de C par
rapport à C′.
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Summary
We define an index capturing the degree to which a subset of a given set is scattered in a

partition of this set. Then, we provide a necessary condition for a given proprortion of elements
of a subset to be contained in some cluster of a partition. Moreover, we show how the scattering
degree can be used to design indices for comparing partitions.
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Résumé. Pour valider un partitionnement, une approche empirique fréquem-
ment appliquée consiste à évaluer la stabilité des classes obtenues. Partant du
principe qu’un manque de stabilité est dû à un défaut de cohésion et/ou d’iso-
lation des classes, nous proposons d’interpréter l’indice de Rand par les degrés
d’isolation et de cohésion de la partition. Nous illustrons notre approche sur des
jeux de données réels et simulés, et nous la comparons à d’autres méthodes de
validation pour la détermination du bon nombre de classes.

1 Introduction
La stabilité est une propriété naturelle et nécessaire pour valider une classification. Pour

évaluer la stabilité de leurs résultats, les utilisateurs de méthodes de classification ont souvent
recours au rééchantillonnage des données. Cependant, Ben-David et von Luxburg (2008) ont
montré l’existence de cas où la meilleure valeur de stabilité, mesurée après rééchantillonnage,
n’est pas suffisante pour garantir la validité d’une partition et du nombre de classes associé. Il
est ainsi préférable non seulement de vérifier la stabilité d’une partition après rééchantillonnage
des données, mais aussi de calculer différentes mesures de validité (cf. Guénoche et Grandcolas
(2002)). Dans ce qui suit, nous proposons de décomposer l’indice de Rand qui est une mesure
de stabilité fréquemment utilisée. Plus précisément, nous montrons que la valeur de l’indice de
Rand est une moyenne pondérée de contributions mesurant différents critères de classification,
i. e. isolation, cohésion et stabilité (globale) de chaque classe de la partition examinée. Cette
décomposition qui, dans son principe général, est analogue à la décomposition introduite par
Bertrand et Bel Mufti (2006) à l’aide de l’indice de Loevinger, permet d’interpréter les va-
leurs de l’indice de Rand avec plus de fiabilité. Dans la dernière section, nous évaluons notre
approche de validation par des expérimentations sur des jeux de données réels et simulés.

2 Décomposition de l’indice de Rand
Considérons un ensemble X de n objets à classer. Si P est une partition de X et S un sous-
ensemble de X , nous notons PS la restriction de P à S. De plus, pour tous x, y ∈ X , notons
P (x, y) = 1 si x et y sont classés ensemble selon P , et P (x, y) = 0 sinon. Rappelons que si
P et Q sont deux partitions de X , alors il est usuel de mesurer l’écart entre P et Q à l’aide de
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l’indice de Rand, notéR(P,Q) qui, avec nos notations, s’écrit :

R(P,Q) =
1

n (n− 1)

∑
x,y∈X, x6=y

[
P (x, y)Q(x, y) + (1− P (x, y))(1−Q(x, y))

]
.

Notons P = A(X) la partition de X obtenue par une méthode de partionnement arbitraire, no-
téeA. Pour évaluer la stabilité de P , on mesure les écarts entre P et chaque partitionA(Sj), où
S1, . . . , SN sont des ensembles X perturbés : pour simplifier notre présentation, les ensembles
S1, . . . , SN , sont des échantillons i.i.d. de X qui, de plus, sont stratifiés selon la partition P (cf.
Bertrand et Bel Mufti (2006) pour plus de détails). Une estimation de la stabilité de la partition

P est alors donnée par la moyenne Ra(P ) =
1
N

∑N
j=1R(PSj ,A(Sj)), appelée par la suite

indice de Rand de P . Nous proposons d’évaluer la contribution de chacune des classes C ∈ P
à la mesure de stabilité Ra(P ) de P , selon les deux critères suivants :

Critère d’isolation : Si x ∈ C et si P (x, y) = 0, alors A(Sj)(x, y) = 0.

Critère de cohésion : Si x ∈ C et si P (x, y) = 1, alors A(Sj)(x, y) = 1.

Le critère d’isolation s’interprète de la façon suivante : "Si l’on considère deux objets, un
seul appartenant à C, alors les deux objets ne sont pas classés ensemble par la partition A(S)
obtenue sur les données perturbées". Le critère de cohésion s’interprète de manière similaire.
Chaque critère se présente donc sous la forme d’une règle de la forme C1 → C2, où C1 et C2
sont des conditions portant sur les couples d’objets de Sj . On peut donc mesurer le degré de
satisfaction de chaque critère à l’aide de l’indice de confiance P(C1|C2). On estime ainsi le
degré d’isolation de la classe C à l’aide de l’indice R i(C; S) défini par :

R i(C; S) =
1

nCS (n′ − nCS)

∑
x∈C∩S, y∈S\C

[
1−A(S)(x, y)

]
, où nCS = |C∩S| et n′ = |S|.

De même, le degré de cohésion de C est estimé par l’indice R c(C; S) défini par :

R c(C; S) =
1

nCS (nCS − 1)

∑
x,y∈C∩S, x6=y

A(S)(x, y). Pour une estimation fiable, on utilise

la moyenne de ces indicateurs sur un grand nombre, noté N , d’échantillons S1, . . . , SN de X .
Nous choisissons N , à l’aide du théorème Central Limite, en fonction de la précision souhaitée
sur la valeur de l’indice : en général N = 100 est suffisant. Ainsi les estimations des degrés
d’isolation et de cohésion, notées Rai(C) et Rac(C), sont respectivement :

Rai(C) =
1
N

N∑
j=1

R i(C; Sj) et Rac(C) =
1
N

N∑
j=1

R c(C; Sj).

En définissant l’indice de Rand de la classe C, noté Ra(C), comme étant le pourcentage de
paires {x, y} vérifiant à la fois les critères d’isolation et de cohésion, on montre que :

Ra(C) =
nCS − 1
n′ − 1

Rac(C) +
n′ − nCS

n′ − 1
Rai(C) et Ra(P ) =

∑
C∈P

nCS

n′
Ra(C).

Ces deux dernières relations indiquent une double décomposition de l’indice Ra(P ) : selon les
classes, puis selon l’isolation et la cohésion de chaque classe. Remarquons que l’on peut, de
façon similaire, décomposer Ra(P ), additivement, selon deux indices globaux l’un portant sur
l’isolation de P et l’autre sur la cohésion de P .
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3 Expérimentations
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FIG. 1 – Jeu de données artificiel

Considérons d’abord le jeu de données
artificiel, présenté dans la figure 1, qui
est structuré en 5 classes "naturelles" non
convexes de taille 50 chacune. La mé-
thode de partitionnement pam fournit 5
classes (cf. FIG 1). Les mesures de sta-
bilité (cf. TAB 1), définies en section 2,
montrent que la classe centrale, notée C4,
manque à la fois de cohésion (0.603)
et d’isolation (0.909), ces valeurs étant
les plus faibles du tableau. L’indice de
Rand de C4 est faible aussi (0.883). L’in-
dice d’isolation de C3 (0.971) montre une
faible isolation et l’indice de cohésion de
C1 (0.892) confirme le manque de cohé-
sion de cette classe.

C1 C2 C3 C4 C5 Partition
Rac 0.892 0.990 0.922 0.603 0.937 0.891
Rai 0.982 0.985 0.971 0.909 0.987 0.969
Ra 0.969 0.986 0.966 0.883 0.982 0.953

TAB. 1 – Mesures de stabilité des 5 classes.

Par ailleurs, nous avons testé notre approche sur 7 bases de données réelles issues du UCI Ma-
chine Learning Repository et nous l’avons comparée aux 8 méthodes de validation suivantes :
CH (Caliǹski et Harabasz, 1974), KL (Krzanowski et Lai, 1985), Gap statistique (Tibshirani
et al., 2001), Silhouette (Rousseeuw, 1987), In−Group Proportion (Kapp et Tibshirani,
2007), Jump (Sugar et James, 2003), Prediction strength (Tibshirani et Walther, 2005) et
Clest (Dudoit et Fridlyand, 2002). Pour déterminer la meilleure partition d’un ensemble de
données selon notre approche nous avons procédé de la manière suivante :

a) nous avons identifié l’ensemble des partitions valides en sélectionnant celles telles que le
minimum des indices d’isolation et de cohésion de leurs classes est supérieur à 0.95. Si aucune
partition ne vérifie cette condition, nous avons considéré qu’il y a absence de structure (i. e. le
meilleure nombre de classe est égal à 1) ;

b) parmi les partitions de cet ensemble, nous avons choisi celle ayant le plus grand nombre
de classes.
Les résultats montrent que notre approche est avec la méthode Silhouette, la meilleure mé-
thode : elle identifie le bon nombre de classes de 4 bases de données parmi les 7 étudiées. Par
ailleurs, et même si la base de données Glass compte réellement 6 classes, la partition en 2
classes retenue par notre méthode ainsi que par les méthodes CH et Gap Statistique a un sens
dans la mesure où cette base de données est constituée de 2 types de verres : ceux qui sont
utilisés pour les fenêtres et ceux qui ne le sont pas.
Nous avons aussi comparé notre approche aux 8 méthodes de validation citées plus haut sur
1000 jeux de données simulées selon 10 modèles dans lesquels nous avons tenu compte de
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plusieurs facteurs (i. e. nombre de classes générées, taille et forme des classes, méthode de
classification utilisée, dimension des données). Les résultats montrent que notre approche,
avec un pourcentage de succès global supérieur à 0.8, a été la méthode la plus performante
(cf. El Moubarki (2009) pour une présentation des résultats plus détaillée).
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Summary
Several stability measures have been proposed with the aim to assess partitions obtained from
clustering algorithms. We consider the well known Rand index as a measure of stability, and
observe that this index can be expressed as a weighted mean of two indices that estimate,
respectively, the isolation and the cohesion of the clusters. We compare our approach with the
most successful methods for predicting the number of clusters reported in recent surveys.
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Résumé. Cet article étudie la possibilité d’obtenir une classifications des don-
nées issues de la marée noire de l’Érika en mettant en valeur l’impact de celle-ci.
Un intérêt particulier est porté au classement des espèces collectées selon leur
abondance dans les zones sinistrées ou non.

1 Introduction
En décembre 1999, se déroulait dans le Finistère le naufrage du pétrolier Érika provoquant

une marée noire qui a touché le littoral français du Sud Finistère à la Vendée. Avant cet acci-
dent, il n’y a précédemment aucune étude de référence concernant le milieu marin de ces zones
qui permettrait de faire le bilan de l’impact de la catastrophe. Afin de tenter d’évaluer malgré
tout les effets de la marée noire, pendant trois ans de 2000 à 2002, un inventaire des espèces
a été effectué sur 10 sites (dont 5 impactés par la marée noire cf. la figure 1). Les premiers
résultats obtenus par Jacques Grall (cf. Chauvaud et al. (2004)) ne permettent pas de conclure
à un impact fort de la marée noire sur l’ensemble des peuplements étudiés.

Il nous a paru intéressant de reprendre ces données et de procéder à différentes classifi-
cations afin de vérifier les résultats statistiques. Nous avons ensuite entrepris d’ordonner les
variables explicatives afin de visualiser les espèces susceptibles d’avoir été affectées par la
catastrophe.

2 Présentation des données
Les données récupérées par Jacques Grall se présentent sous la forme d’une base de don-

nées que l’on peut transformer en une simple table individu-variable (cf. Tab 1) où les indivi-
dus sont les 10 sites étudiés sur les trois années c’est-à-dire 30 sites-annuels et les variables
correspondent aux espèces collectées (environ 400). Il faut savoir qu’un certain nombre de
paramètres influent de façon importante sur le peuplement des estrans 1 :

– les différents types de substrat (Roches, sédiments,. . .) influent énormément sur la com-
position de la faune rencontrée ;

– les échantillonnages des espèces sont pratiqués dans diverses zones de l’estran du fait de
sa stratification en ceintures algales (cf. Le Hir (2002)) ;

1. L’estran est la partie du littoral située entre les limites hautes et basses des marées
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FIG. 1 – Localisation géographique des 10 sites étudiés avec leur code

– l’influence du temps d’immersion provoque lui aussi un étagement vertical de la faune ;
– la diversité entre les sites est aussi un facteur sensible, non seulement la diversité inter-

îles, mais aussi la diversité intra-îles (Ex : la différence de l’habitat entre Belle-Île et les
îles plus proches du continent) ;

– la variabilité du peuplement entre les différentes années est importante.
Enfin, les espèces n’étant pas représentées de façon égale (les études distinguent souvent

la richesse spécifique, l’abondance, les espèces rares et les espèces uniques 2) , nous avons
« normalisé » leur quantité afin que les distances ne se focalisent pas uniquement sur les espèces
les plus nombreuses.

BE1-0 BE1-1 BE1-2 BE3-0 BE3-1 BE3-2 · · ·
Modiolus adriaticus 0 0 0 0 0 0

Triphora adversa 2 0 2 0 0 0
Abra alba 0 0 0 0 2 0

Melanella alba 0 0 0 0 0 0
Ophiura albida 255 64 69 0 1 1
Jaera albifrons 0 0 0 0 0 0

Natica alderi 0 0 0 0 0 2
Sabellaria alveolata 0 0 0 0 0 0

Syllis amica 14 0 39 3 1 2
Balanus amphitrite 0 0 0 0 0 0

...

TAB. 1 – Extrait de la table site-annuel croisée par les espèces inventoriées

2. Voici quelques définitions :
– Richesse spécifiques : nombre total d’espèces.
– Abondances : nombres d’individus.
– Espèces rares : ce sont des espèces qui sont trouvées dans un seul échantillon.
– Espèces uniques : ce sont des espèces qui sont trouvées dans moins de 5 échantillons.
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3 Ensemble des classifications réalisées
L’Analyse Factorielle des Correspondances de Benzécri (1973) est l’une des méthodes

d’analyse factorielle les plus utilisées lorsque l’on dispose d’un tableau de données quantita-
tives dans lequel les observations (ici, les sites-annuels) sont décrits par un assez grand nombre
de variables (ici, les espèces). L’AFC (cf. Fig 2) fait ressortir sur son premier axe (18% de
l’inertie) la différence entre l’habitat de Belle-Île et celui des îles plus proches du continent.
L’axe deux (16% d’inertie) discrimine quant à lui plutôt les années (il oppose l’année 2000 aux
années 2001 et 2002). On peut constater que les sites impactés (en rouge) et non impactés (en
vert) sont répartis uniformément sur le plan. L’analyse des autres axes représentant également
chacun plus de 10% de l’inertie ainsi que celles réalisées sur des données réduites (espèces
rares, espèces nombreuses,. . .) ne font pas non plus apparaître de discrimination entre les sites
impactés et les autres.

La classification hiérarchique de la Figure 3 est réalisée sur les données complètes normali-
sées avec la distance de Ward (1963). Elle semble opposer les années 2000 aux autres ainsi que
les sites ayant un grand nombre d’espèces rares aux autres. Les nombreuses C.A.H. obtenues
ne permettent pas de discriminer les sites touchés par la marée noire des autres.

Pour terminer, nous avons utilisé l’algorithme des K-means de MacQueen (1967). Cet al-
gorithme a été exécuté sur les données complètes en construisant deux classes avec la distance
euclidienne. Sur la Figure 4, les deux classes obtenues ne discriminent pas les zones impactées.
On n’obtient pas non plus de séparation entre les sites impactés en utilisant plus de classes ou
des données réduites.

Finalement, l’impact de la marée noire ne semble pas suffisamment important pour que
les différentes classifications obtenues le mettent en valeur. Les phénomènes listés dans le pa-
ragraphe précédent, comme la diversité entre les sites, ou la variabilité temporelle, semblent
suffisamment prégnants pour apparaître dans les classifications et masquer l’impact de la ma-
rée noire. Il semble néanmoins intéressant de supposer que cet impact existe, c’est-à-dire de
considérer une classification pour laquelle les données se divisent en deux groupes, celles
concernant les sites impactés et celles concernant les sites non-impactés. Nous pouvons alors
tenter d’orienter les variables (ici, les espèces) pour voir celles qui semblent le plus touchées
par la catastrophe.

4 Classement des espèces
Pour réaliser le classement des espèces dont les effectifs semblent avoir été les plus affectés

par la marée noire, nous avons établi une méthode intuitive sachant que le nombre de sites
considérés est trop petit pour pouvoir utiliser l’arsenal des indices statistiques classiques. La
méthode proposée consiste à comparer les effectifs des 15 sites-annuels impactés avec les
15 non-impactés. On obtient alors 225 différences (effectifs des sites-annuels non-impactés -
effectifs des sites-annuels impactés) dont le signe permet de savoir pour chaque espèce si l’on a
une diminution ou une augmentation de l’effectif. On peut alors supposer que les espèces dont
le nombre de signes positifs est nettement plus important que celui des négatifs ont subi les
effets toxiques de la catastrophe. Á l’opposé, on trouve probablement des groupes d’espèces
opportunistes et tolérantes qui profitent du manque de prédateurs ou d’autres effets induits.
Sur le Tableau 2, les 5 premières espèces listées ont plus de 86% des effectifs des sites-annuels
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qui augmentent dans les zones impactées, probablement des espèces résistantes à la présence
d’hydrocarbures qui se substituent à la faune normale. Au contraire, les 4 dernières espèces
listées ont plus de 78% des effectifs des sites-annuels qui diminuent dans les zones impactées,
celles-ci semblant être des espèces victimes de la catastrophe.

Espèce Nb Signe + Nb Signe - Nb Zéro diff Nb Signe
Lysidice ninetta 6 200 20 -194

Hyale nilssoni 23 202 1 -179
Hiatella arctica 38 184 4 -146

Idotea granulosa 38 183 5 -145
Patella ullysiponensis 28 173 25 -145

Nucella lapillus 41 181 4 -140
...

Trivia arctica 27 27 172 0
...

Aonides oxycephala 144 65 17 79
Amphitrite gracilis 133 31 62 102

Aora gracilis 153 42 31 111
Gibbula pennanti 166 52 8 114

Scolelepis fuliginosa 175 23 28 152

TAB. 2 – Extrait du classement des espèces selon l’importance de la variation entre les zones
impactées ou non-impactées

5 Conclusion

Les classifications obtenues ne permettent pas de visualiser les perturbations provoquées
par la catastrophe de l’Érika à partir du tableau des espèces collectées sur l’Estran. La méthode
utilisée pour classer les espèces selon l’impact qu’elles ont subies semble intéressante et permet
d’obtenir une liste d’espèces à étudier plus en détail.
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6 Annexe, Figures réalisées avec le logiciel R

FIGURE 2 – AFC réalisée sur les données complètes normalisées

FIGURE 3 – CAH sur les données complètes normalisées avec la distance de Ward
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FIGURE 4 – K-means sur données complètes normalisées avec la distance euclienne

Summary
This article studies the clustering of the data obtained from the Érika oil spill. A partic-

ular interest is carried to the species for which the abundance greatly varies according to the
pollution degree of the collecting area.
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Résumé. Nous confrontons une typologie des usages d’une plate-forme de TCAO
proposée par un expert à celle obtenue par les méthodes d’Analyse des Données.

1. Introduction. Depuis 2005, les professeurs stagiaires (PE2) de l’IUFM de La Réunion
utilisent une plate-forme de travail collaboratif assisté par ordinateur (TCAO) pour se former.
Stagiaires (et formateurs) y créent et partagent des dossiers où ils déposent et puisent diverses
ressources qui doivent les aider à faire classe. Comprendre ce qui se passe sur la plate-forme
doit permettre d’améliorer leur formation et pour cela nous analysons les traces qu’ils ont
laissées sur celle-ci. Parmi ces traces, on distingue celles d’objets (dossier, document, utilisa-
teur,...) et d’événements relatifs à ces objets (création, modification, lecture,...). Nous avons
relié chaque trace à l’individu qui l’a laissée et au groupe auquel il appartenait par le biais
des Dossiers Partagés de Plus Haut Niveau (dpphn) (Simon (2009)). Un dpphn regroupe donc
toutes les traces laissées par un groupe d’utilisateurs. En 2006-2007, 1050 utilisateurs ont gé-
néré 509819 traces. Parmi ces utilisateurs, les 277 PE2 ont partagé 77 dpphn avec une vingtaine
de formateurs. Dans (Simon (2009)), nous avons proposé une première catégorisation de ces
dossiers (figure 1). Celle-ci s’est faite de manière empirique au travers d’analyses successives
des données recueillies :1ère étape volume des échanges, 2ème étape nombre de producteurs,
3ème étape type de producteur (formateur ou stagiaire), 4ème étape analyse des titres des dos-
siers. Le côté empirique de cette approche nous pousse maintenant à développer une démarche
plus formelle par l’utilisation de méthodes multidimensionnelles de classification. La stratégie
suivie est celle d’une Analyse Factorielle suivie d’une Classification Ascendante Hiérarchique
de Ward sur les dix premières coordonnées factorielles. Une partition est ensuite déterminée
par coupure optimale de la hiérarchie, elle est consolidée par la méthode de classification "k-
means" (logiciel SPAD).
2. Classification sur les données quantitatives. Pour décrire chaque dossier, nous avions 14
variables : nombre de membres, de stagiaires (PE2), de formateurs, total de producteurs, de
producteurs formateurs, de producteurs PE2, de lecteurs formateurs, de lecteurs PE2, total de
documents, de documents produits par les formateurs, de documents produits par les PE2, to-
tal de lectures, de lectures faites par les formateurs, de lectures faites par les PE2. Comme
on l’a dit, le nombre de dossiers était de 77. Une première analyse quantitative des données a
fait apparaître une partition à 6 classes. Sur les 6 classes, 5 sont pertinentes du point de vue
TCAO. De plus, on repère immédiatement un certain recouvrement entre certaines classes de
la partition et certaines catégories de la figure 1. Mais cette partition est aussi composée de
deux autres classes que notre catégorisation n’avait pas fait apparaître et qui pourtant sont tout

63



Typologie des usages d’une plateforme de TCAO

FIG. 1 – Catégorisation des usages d’une plate-forme de TCAO dans le cadre de la formation

à fait justifiées du point de vue de la formation car elles correspondent à un travail sur plu-
sieurs groupes de la promotion. Leur objectif était soit de la diffusion de l’information par
un seul formateur, soit une mutualisation des ressources. Cependant, ces 5 classes ne repré-
sentaient que 28 dossiers, la classe 1 de 49 éléments, trop disparate, non interprétable, a été
l’objet d’une nouvelle classification. Cette deuxième analyse quantitative sur les 49 dossiers a
permis de faire émerger de nouveaux profils et de mettre l’accent sur d’autres caractéristiques :
un seul formateur producteur, un seul formateur lecteur, un nombre important de documents
déposés par formateur, ou des dossiers très peu actifs. Cette première étude a ainsi permis de
faire émerger les valeurs saillantes pour chaque variable. Certaines avaient déjà été repérées
par l’analyse empirique mais d’autres non, par exemple, la taille des groupes. Elle a permis des
codages des variables qualitatives dont l’analyse a mis en évidence des liaisons non linéaires.
Pour chacune des 14 variables, nous avons défini les modalités en nous basant sur les critères
qui étaient apparus grâce aux classifications continues précédentes. Chaque variable s’est vue
attribuer entre 3 et 5 modalités. Pour toutes les variables, la modalité 1 était le nombre d’élé-
ments minimum possible. Puis, pour les modalités suivantes, nous nous sommes basés sur les
moyennes proposées dans les classifications précédentes en prenant comme intervalle cette
moyenne plus ou moins l’écart type indiqué.
3. Classification sur les données qualitatives. La classification a été refaite sur ces nouvelles
données qualitatives. La partition obtenue comporte 7 classes, dans ce qui suit, nous les com-
parons aux 6 catégories de la figure 1. La classe 1 (7 éléments) est celle des "dossiers vides"
qui se caractérise par une valeur nulle sur toutes les variables hors membres. Cette classe re-
couvre exactement la catégorie 1 de la figure 1. Elle correspond à des erreurs ou des essais :
des dossiers qui sont créés mais non utilisés. La classe 7 (2 éléments) "Accompagnement en
stage" recouvre exactement la catégorie 6 de la figure 1. L’objectif des dossiers est l’accom-
pagnement des PE2 lorsqu’ils sont en stage et qu’ils ont une classe en charge. Ces dossiers
indiquent une très grande activité : plus de 1800 lectures, plus de 200 documents déposés. Une
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autre des caractéristiques est que le nombre de formateurs impliqués est de 8 ou 9 alors qu’il ne
dépasse pas 2 dans les autres dossiers. Enfin ce sont les seuls dossiers où tout le monde produit
et tout le monde lit. Les classes 2,3,4,5 et 6 recouvrent donc exactement les catégories 2,3, 4
et 5. La classe 2 (11 éléments) "Accompagnement individualisé" se caractérise par le fait
qu’il n’y a que deux membres par dossier, un formateur et un stagiaire, et un seul producteur,
le PE2. Ces dossiers correspondent à un travail demandé par le formateur au stagiaire ou une
demande d’aide du stagiaire vers le formateur. Ceci est confirmé par le titre des dossiers qui
indiquent que ce sont soit des mémoires soit des séances ou des séquences de classe. Cette
classe est totalement incluse dans la catégorie 2 mais ne la recouvre pas. C’est en fait une sous
catégorie qui indique un travail d’accompagnement personnalisé d’un PE2 par un formateur.
A l’opposé, la classe 5 (4 éléments) "Diffusion à plusieurs groupes" contient les dossiers
qui concernent une partie de la promotion de PE2. Les dossiers se caractérisent par un nombre
élevé de membres et de PE2. Pour 3 dossiers, il n’y a qu’un seul producteur. Il s’agit donc
de dossiers destinés à diffuser de l’information à plusieurs groupes de la promotion. Ces trois
dossiers relèvent des catégories 2 ou 3 de la figure 1 "un seul producteur" mais sont cependant
totalement différents en termes d’objectifs de ceux de la classe 2. La distinction entre classe
2 et 5 est donc pertinente ( "accompagnement d’un seul" vs "diffusion à plusieurs groupes").
Cependant, le quatrième dossier de la classe 4 est un individu atypique vu le nombre très grand
de producteurs PE2 (72). La classe 4 (22 éléments) "Diffusion à un groupe" comprend en
moyenne 1 producteur (seuls 4 dossiers ont deux producteurs). La plupart du temps ce produc-
teur est un formateur (16 éléments). Cette classe recouvre donc une bonne partie de la catégorie
3 et une partie de la catégorie 2 (figure 1). Les dossiers de la classe 4 servent à diffuser de l’in-
formation aux autres stagiaires du groupe. Cependant le nombre moyen de documents étant de
5, le nombre moyen de PE2 étant de 18 et le nombre de moyen de lectures étant de 18, on peut
s’interroger sur l’efficacité de cette diffusion. La classe 6 (19 éléments) "Coopération forte"
est composée essentiellement de dossiers TICE (15 sur 19), elle recouvre donc une partie des
caractéristiques de la catégorie 5 (15 dossiers sur 20). Ces dossiers doivent permettre de vali-
der le c2i2e du PE2 ce qui implique un certain nombre d’échanges et notamment une certaine
homogénéité dans le nombre de lectures par les formateurs, dans le nombre de producteurs
PE2 et dans le nombre documents que ceux-ci déposent. Il s’agit d’une classe où il y a réelle-
ment production et lecture et donc coopération forte mais de façon cependant nettement moins
intensive que dans la classe 7. La classe 3 (12 éléments) "Coopération faible" est plus dis-
parate. Elle se caractérise uniquement par un nombre homogène et assez faible de documents
déposés dans les dossiers. Comme elle comporte majoritairement plusieurs producteurs (10
dossiers sur 12), les dossiers ne relèvent pas de la diffusion mais si on parle de coopération il
convient de préciser qu’il s’agit de coopération faible. La figure 2 présente la projection des
classes dans le premier plan factoriel, les modalités actives n’ont pas été représentées pour des
raisons de clarté.
4. En conclusion, notre démarche a consisté à utiliser des méthodes d’analyse de données dans
un premier temps pour repérer des caractéristiques qui ont pu échapper à une analyse davan-
tage empirique et dans un deuxième temps pour utiliser ces caractéristiques afin de définir des
variables qualitatives et obtenir une classification moins dispersée. Cela a permis de mettre
en évidence des profils intéressants comme la classe 2 "Accompagnement individualisé" et la
classe 5 "diffusion à plusieurs groupes" absentes de la catégorisation de la figure 1. Cela a
aussi montré que certains dossiers qui auraient dû être en "coopération forte" se retrouvent en
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FIG. 2 – Représentation des classes de la partition dans le premier plan factoriel

"coopération faible"et ne remplissent donc pas le contrat attendu. Ainsi, sans s’appuyer sur
l’étude des titres, les méthodes d’analyse de données ont permis d’obtenir une classification
aussi pertinente du point de vue de la formation des stagiaires que l’analyse empirique.
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Résumé. Nous nous intéressons dans cet article à la classification non super-
visée interactive. Nous proposons une approche permettant la recherche d’un
résultat d’une classification non supervisée de façon interactive, sur des données
où la perception visuelle est, bien souvent, plus efficace que les outils classiques
de classification non supervisée. L’approche proposée, développée sous R, a été
testée et comparée sur plusieurs jeux de données artificiels (données qui se che-
vauchent, les anneaux, . . .).

1 Introduction

Dans le processus d’extraction de connaissances à partir de données, il y a au moins deux
moyens de faire collaborer les méthodes automatiques avec des méthodes visuelles interac-
tives. Il est possible d’utiliser les méthodes de visualisation en prétraitement de l’algorithme
automatique ou en post-traitement de ce même algorithme. En prétraitement de données, on
s’aperçoit que, bien souvent, une intuition initiale des concepts cachés peut être acquise de
façon visuelle dans les très grandes quantités d’information. On peut trouver des tendances ou
corrélations dans ces données grâce à la visualisation des données initiales. Cette étape peut
également guider l’utilisateur dans le choix des algorithmes de fouille les plus pertinents ou
de leurs paramètres. En post-traitement des connaissances, les méthodes de visualisation sont
plutôt utilisées pour interpréter et évaluer des résultats en se basant sur des représentations gra-
phiques plus accessibles que des colonnes de chiffres ou un ensemble de règles. Ces différentes
interactions illustrent l’intérêt de faire coopérer des méthodes automatiques et des méthodes
visuelles interactives. La compréhension des résultats est ainsi accrue et la précision des al-
gorithmes automatiques peut être facilement améliorée. Une des possibilités pour augmenter
la part de la visualisation dans les algorithmes de fouille de données est de remplacer l’algo-
rithme automatique de fouille de données par un algorithme visuel interactif. On parle alors de
fouille visuelle de données qui se distingue de la visualisation d’information et consiste donc,
en l’utilisation de la visualisation comme outil pour la fouille. L’utilisateur d’un tel système
peut être le spécialiste des données (pas forcément un expert en fouille ou analyse de données).
Les utilisateurs peuvent, par exemple, construire de façon interactive des arbres de décision en
effectuant des coupes successives sur les projections de données (Poulet (2004)). L’approche
proposée dans cet article s’inscrit dans cette direction, nous nous basons sur les projections des
données en petites dimensions pour sélectionner des groupes d’individus homogènes. L’ap-
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proche est efficace sur des ensembles de données (anneaux, demi cercles, . . .) où la perception
visuelle est, bien souvent, plus efficace que les méthodes classiques.

2 Approche interactive

Par son caractère perceptif extrêmement puissant, la vision de l’analyste, ou du spécialiste
des données, est un composant essentiel dans le processus d’identification des groupes. Il s’agit
dans notre cas de construire une classification non supervisée de façon interactive. L’objectif
est d’utiliser la perception visuelle pour identifier les groupes homogènes pouvant former un
cluster à partir de plusieurs visualisations. Ces visualisations représentent des projections des
données sur un espace réduit (2D ou 3D), le spécialiste des données, ou l’utilisateur de l’outil,
peut ainsi sélectionner, ou désélectionner, avec la souris les points individuellement, un à un,
ou par petits groupes, à partir d’une ou plusieurs visualisations. L’identification d’un groupe
(cluster) peut nécessiter plusieurs opérations de sélection (ou désélection) sur une ou plusieurs
projections (visualisations). Les différents groupes de points sélectionnés sont ensuite combi-
nés par des opérations logiques (xor, nand, . . .) ou ensemblistes (union, intersection, différence,
. . .) pour former un ensemble de données représentant le cluster. L’outil permet également, des
manipulations sur ces groupes de points sélectionnés, par exemple, changement de cluster pour
une donnée en particulier, identification des données atypiques et étiquetage des clusters. Dans
le cas de données multidimensionnelles (de dimension supérieure ou égale à 3), la classifica-
tion non supervisée interactive nécessite une étape préalable de réduction de dimension (de
type ACP (aPearson (1901))), de sélection de dimensions (Boudjeloud et Poulet (2005)) ou
de projections 2D multiple (Scatterplot (Carr et al. (1987))), les différents groupes de points
sélectionnés sur les projections sont ensuite combinés, de la même façon par des opérations
ensemblistes, pour former le cluster.

3 Expérimentation et visualisations

L’approche proposée utilise la librairie iPlots (Urbanek et Theus (2003)) de R
(http ://www.r-project.org). Cette librairie développée en Java, permet de visualiser et d’in-
teragir avec les graphiques en utilisant des méthodes classiques de visualisation (nuage de
points, histogramme, coordonnées parallèles (Inselberg (1985)), . . .). Elle permet de sélection-
ner un ensemble de données à partir de plusieurs graphiques représentants les mêmes données
tout en répercutant la sélection sur les différentes vues. Nous nous basons sur cette interac-
tion pour sélectionner les données qui semblent appartenir à un groupe homogène (formant un
cluster) en rajoutant des fonctionalités classiques de classification non supervisée en particulier
et de fouille de données en général (comparaison avec des algorithmes classiques (K-means
(McQueen (1967))), régression (figure 2), modélisation des données). Nous présentons notre
approche sur 2 ensembles de données artificiels tels que les anneaux (Ring, figure 1-(a)) et
les demi-cercles (figure 1-(b)), présentant la particularité de chevauchement. Nous projetons
également les résultats obtenus (figures 1-(a) et 1-(b)) en utilisant l’algorithme des K-means
(McQueen (1967)). On voit clairement sur les figures 1-(a) et 1-(b), résultats des K-means, que
certaines données sont mal classées, le clsuter 1 représenté en bleu par des petits cercles re-
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prend tous les points sur la partie supérieure de la projection et le clsuter 2 en rouge représenté
par des étoiles, reprend tous les autres points.

(a) (b)

(c) (d)

FIG. 1 – Visualisation des résultats des K-means sur l’ensemble de données Ring (a) et sur
l’ensemble de données demi-cercle (b). Les figures (c et d) représentent les visualisations des
résultats de l’approche interactive de classification non supervisée sur l’ensemble de données
Ring et demi-cercle respectivement.

4 Conclusion et travaux futurs
Nous avons présenté dans cet article une approche interactive de classification non supervi-

sée. L’approche est basée sur des projections des données en petites dimensions pour sélection-
ner les groupes d’individus homogènes. L’approche est efficace sur des ensembles de données
(anneaux, demi cercles, . . .) où la perception visuelle est, bien souvent, plus efficace que les ou-
tils classiques de classification. L’approche proposée a été testée et comparée sur plusieurs jeux
de données adaptés (données qui se chevauchent, les anneaux, . . .) ; les visualisations montrent
l’efficacité de l’approche et de l’outil proposé. Ces expérimentations préliminaires sont encou-
rageantes et plusieurs perspectives peuvent se découler de ce travail. Notre objectif, à moyen
terme, est de proposer une combinaison avec des méthodes de sélection ou de réduction de di-
mensions pour pouvoir traiter les données multidimensionnelles et rendre ainsi l’interprétation
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FIG. 2 – Modélisation par régréssion d’un cluster.

plus facile par l’utilisateur ou le spécialiste des données. Nous pensons, également, proposer
une étape interactive, coopérative, avec les méthodes classiques, afin d’assister les procédures
de classification non supervisée dans les étapes d’initialisation par exemple.
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Summary
We are interested in this paper by interactive clustering. We propose an approach allow
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clustering methods. Experiments and comparisons on artificial data sets show the effectiveness
of the proposed approach.
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Résumé. Nous nous intéressons dans cet article au problème d’automatisation
du processus de choix et de paramétrage des visualisations en fouille de données.
Pour résoudre ce problème, nous avons développé un assistant utilisateur qui ef-
fectue 2 étapes : le système commence par proposer aux utilisateurs différents
appariements entre la base de données à visualiser et les visualisations qu’il gère.
Ces appariements sont générés par une heuristique utilisant une base de connais-
sances sur les visualisation et la perception visuelle. Ensuite, afin d’affiner les
différents paramétrages suggérés par le système, nous utilisons un algorithme
génétique interactif qui permet aux utilisateurs d’évaluer et d’ajuster visuelle-
ment ces paramétrages.

1 Introduction

Les assistants utilisateur en fouille visuelle de données ont pour but d’aider l’utilisateur
à trouver une représentation visuelle de ses données qui soit la plus adaptée et la plus infor-
mative possible. Si l’on se limite strictement au domaine de la fouille visuelle de données, il
existe peu d’assistants utilisateur cités dans la littérature qui utilisent un processus automa-
tisé pour aider les utilisateurs dans le choix et le paramétrage des visualisations. Mackinlay
(1986) a développé un outil de présentation graphique (APT) s’appuyant sur un système à base
de règles (règles d’expressivité et d’efficacité) pour automatiser le processus de visualisation.
Cependant, APT est limité dans le nombre d’appariements qu’il suggère entre les attributs de
données et les attributs visuels, et il n’utilise pas d’étape interactive pour permettre à l’utili-
sateur de modifier les paramétrages proposés. ViA est un autre assistant visuel (Healey et al.,
1999) plus récent qui utilise un ensemble de moteurs d’évaluation dont chacun permet d’éva-
luer un attribut visuel dans les appariements générés. Bien qu’il se base sur les caractéristiques
des attributs de données à visualiser et un ensemble de règles de perception visuelles (Healey
et al., 2008), ViA est limité à une seule visualisation (une carte bidimensionnelle).
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Les motivations qui nous ont poussés à développer notre assistant portent donc (1) sur
la capacité à gérer des visualisations différentes ainsi que de nouvelles visualisations, (2) sur
le fait de proposer une étape visuelle et interactive pour permettre à l’utilisateur d’optimiser
le paramétrage mais aussi d’explorer ses données. Nous présentons dans la section 2 notre
assistant utilisateur qui permet d’une part d’aiguiller des utilisateurs novices pour le choix
et le paramétrage automatique de visualisations, et d’autre part d’ajuster interactivement le
paramétrage initialement suggéré avec un algorithme génétique interactif. La section 3 conclut
par les premiers résultats que nous avons obtenus et les perspectives possibles faisant suite à
ce travail.

2 Modèle proposé

2.1 Modèle des données, des visualisations et des objectifs utilisateur
Nous avons défini un modèle pour représenter formellement les caractéristiques des don-

nées utilisateur. Notons D = {d1, ..., dn} la base de n données à visualiser. Chaque donnée
di est définie par k attributs de données A1, .., Ak dont chacun est caractérisé par un type ti
et une importance ui. Notre système gère différents types de données (numérique/quantitative,
symbolique/ordinal ou nominal, temporel, image et son, lien Web). La valeur de ui est définie
dans l’intervalle [0, 100]. Elle représente l’intérêt que porte l’utilisateur à l’attribut Ai, et peut
être déterminée manuellement par l’utilisateur en fonction de ses connaissances a priori ou
automatiquement via des méthodes de sélection de variables.

En s’inspirant principalement des travaux de Bertin (1983) et Card et al. (1999), nous avons
développé une base de connaissances qui nous permet de modéliser les différentes visualisa-
tions ainsi que les règles de perception visuelle. Nous définissons une visualisation Vi par ses
éléments graphiques (points, lignes, formes 2D ou 3D). Chaque élément graphique de Vi est
caractérisé par ses attributs visuels Ai1, .., Aim. A chaque attribut visuel est associé un type vi-
suel tij (position, taille, couleur, etc.), un type d’attribut de données dont la valeur sera utilisée
pour renseigner l’attribut visuel, et un degré d’importance vij . Les valeurs vij sont déterminées
selon une matrice d’importance "type d’attribut visuel × type d’attribut de données" dont les
valeurs sont déterminées par des études comme (Mackinlay, 1986). De plus, pour chacune des
visualisations de la base de connaissances, nous décrivons quels sont les objectifs utilisateurs
qu’elle pourra atteindre (découvrir des classes, avoir une vue d’ensemble, etc.), sa dimension
visuelle (1D, 2D, 3D) et aussi sa catégorie visuelle (temporelle, relationnelle, etc.).

2.2 Algorithme d’appariement et choix d’une visualisation
La phase d’appariement entre les visualisations et les données commence par la sélection

des visualisations qui sont compatibles avec les objectifs de l’utilisateur. Ensuite, pour chaque
visualisation compatible, un appariement est tenté avec les données. Pour une visualisation Vi,
cela consiste à sélectionner, pour chaque attribut visuel Aij , un attribut de données Ai. Pour
cela, l’assistant utilise une heuristique qui trie les attributs de données par type puis par ordre
décroissant de leur importance. Les attributs visuels sont triés de la même manière. Ensuite,
l’appariement consiste à établir des correspondances dans l’ordre indiqué par les deux tris. A
la fin de cette phase, plusieurs visualisations avec chacune un paramétrage sont proposées à
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l’utilisateur. Pour l’aider à choisir une visualisation, l’assistant prévisualise chacune d’elles
avec les données D en ordonnant les visualisations de manière décroissante selon un score
d’appariement (produit scalaire entre les importances).

2.3 Algorithme génétique interactif
Une fois que l’utilisateur a choisi une visualisation, il peut améliorer encore celle-ci grâce

à une étape interactive. Cette étape a deux objectifs : tout d’abord, le paramétrage d’une vi-
sualisation ayant une dimension subjective importante, il peut être intéressant pour l’utilisateur
d’améliorer encore la visualisation de manière à ce qu’elle soit encore plus informative à ses
yeux. Ensuite, l’utilisateur peut ne pas connaître l’importance réelle des attributs de données,
cette importance pouvant se réveler au cours d’une exploration interactive des données. Pour
cette étape, nous avons défini un algorithme génétique interactif (AGI) (Dawkins, 1986). Dans
cet AGI, chaque individu Ii=1..8 de la population P représente un nouveau vecteur de poids
d’attributs de données, ce vecteur venant influencer directement l’appariement avec les attri-
buts visuels. L’utilisateur peut sélectionner les paramétrages qui lui semblent être les meilleurs
sur la base d’une représentation visuelle de ses derniers, appliquée sur ses données D (voir
figure 1). Les individus sélectionnés servent alors à générer une nouvelle population de para-
métrages par le biais d’opérateurs de croisement et de mutation s’appliquant sur des vecteurs
de poids. Cet AGI permet aussi à l’utilisateur d’explorer les données en combinant de manière
différentes les attributs de données.

3 Résultats et conclusions
Toutes les étapes décrites précédemment ont été implémentées dans notre plateforme de

visualisation VRMiner2. A titre d’exemple, avec la base de données Wine (13 attributs numé-
rique et 1 attribut classe) à laquelle nous avons ajouté 1 attribut image (une image associée
à chaque classe), le système suggère intialement 9 visualisations avec comme qualité d’ap-
pariement (64%, 60%, 61%, 56%, 56%, 51%, 56%, 51%, 51%). En choisissant la première
visualisation, l’AGI génère 8 paramétrages potentiels qui sont alors visualisés (voir figure 1) et
évalués par l’utilisateur en sélectionnant ceux qui traduisent le mieux ses objectifs. L’utilisateur
peut affiner encore les paramétrages ou les enregistrer pour une utilisation ultérieure.

Nous avons présenté les premiers résultats d’un assistant utilisateur qui intègre une base
de connaissances et utilise une méthode d’évaluation qui favorise la participation des utilisa-
teurs dans le processus de choix et de paramétrage de leurs visualisations. Nous allons ensuite
compléter ce travail en augmentant le nombre de visualisations représentées dans la base, en
réalisant une évaluation utilisateur et en effectuant un retour de l’utilisateur vers la base de
connaissances (mise à jour des poids en fonction des expériences).
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FIG. 1 – Interface d’optimisation génétique du paramétrage.
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Summary
We deal in this paper with the problem of automating the process of choosing a visual-

ization and its parameters in data mining. To solve this problem, we have developed a user
assistant that performs 2 steps: the system starts by suggesting to users different matchings be-
tween their database and the possible visualizations. These matchings are generated by using a
knowledge-based heuristic. Then, in order to refine the different parameter settings suggested
by the system, we use an interactive genetic algorithm which allows users to visually evaluate
and adjust these parameters.
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Résumé. La classification spectrale consiste à créer à partir des éléments spec-
traux de la matrice affinité gaussienne, un espace de dimension réduite dans
lequel les données seront classées. Cette méthode non supervisée est principa-
lement basée sur la mesure d’affinité gaussienne, son paramètre et ses élements
spectraux. Cependant, les questions sur la séparabilité des classes dans l’espace
de projection spectrale et sur le choix de ce paramètre restent ouvertes. Une nou-
velle interprétation sur le fonctionnement de la classification spectrale pour un
ensemble fini de données est proposée via les Equations aux Dérivées Partielles
et les Eléments Finis.

1 Introduction
La classification spectrale, introduite par Ng et al. (2002), consiste à créer à partir de la

similarité entre les points un espace de dimension réduite dans lequel les données sont regrou-
pées en classes. Cet espace est défini en sélectionnant les plus grands vecteurs propres issus
d’une matrice gaussienne normalisée dépendante d’un paramètre σ. Les problèmes inhérents
à cette méthode consistent à expliquer comment la classification dans l’espace de projection
spectrale caractérise la classification dans l’espace d’origine et à étudier le rôle de σ dans
le partitionnement. Initialement formulée comme un problème de maximisation de trace via
le critère de coupe de graphe normalisée Shi et Malik (2000), plusieurs travaux ont été, par
ailleurs, menés pour expliquer le fonctionnement de la classification spectrale. Diverses défini-
tions pour σ issues d’interprétations physiques Von Luxburg (2007) ont été suggérées. Comme
le but est de regrouper des points par le biais de leur proximité, Belkin et Niyogi (2002) ont
exploité cette propriété de voisinage en introduisant une étape préalable de graphe d’adjacence.
Ils aboutissent ainsi à considérer l’équation de la chaleur sur des variétés et à interpréter la ma-
trice affinité gaussienne comme une discrétisation de l’opérateur de Laplace-Beltrami. Nadler
et al. (2005) donnent une interprétation probabiliste basée sur un modèle de diffusion. Tous
ces résultats sont établis asymptotiquement pour un grand nombre de points. Cependant, d’un
point de vue numérique, la classification spectrale partitionne correctement un ensemble fini
de points.

Nous proposons donc une nouvelle interprétation où les données représenteront la discré-
tisation de sous-ensembles. Ainsi, les vecteurs propres de la matrice gaussienne seront, pour
une bonne valeur de σ, la représentation discrète de fonctions à support sur un seul de ces
sous-ensembles.
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2 Interprétation

Comme les éléments spectraux de la classification spectrale ne fournissent pas explicite-
ment de critère topologique pour un ensemble discret de données, nous revenons à une formu-
lation continue où les classes sont des sous-ensembles disjoints comme le montre la figure 1.
Ainsi on propose de relier la classification d’un ensemble fini de points à une partition d’ou-
verts de l’espace Rp par la définition suivante.

Définition 1 (Classification compatible) Soit un ouvert Ω formé de k composantes connexes
distinctes Ωi, i ∈ {1, .., k} tel que : Ω =

⋃k
i=1 Ωi. Soit P un ensemble de points {xi}Ni=1

de l’ouvert Ω. On note par Pj , pour j = {1, .., k}, l’ensemble non vide des points de P
appartenant à la composante connexe Ωj de Ω : Pj = Ωj ∩ P,∀j ∈ {1, .., k}.
Soit C = {C1, .., Ck′} un partitionnement de l’ensemble P , c’est-à-dire ∀i 6= j, Ci∩Cj = ∅ et
P =

⋃k′
i=1 Ci. Alors C est appelé classification compatible si k′ = k et ∀j = {1, .., k′},∃i ∈

{1, .., k}, Cj = Pi.

FIG. 1 – Principe de l’interprétation de la classification spectrale via les éléments finis

Rappelons que le coefficient de l’affinité gaussienne entre deux points xi et xj de Rp, notéAij ,

est défini par Aij = exp
(
−‖xi − xj‖2/2σ2

)
. Une relation entre l’affinité Aij et le noyau de

GreenKH de l’équation de la chaleur sur R∗+×Rp, défini parKH(t, x) = (4πt)−
p
2 exp

(
−‖x‖2/4t

)
,

peut être directement établie comme suit :

Aij = (2πσ2)
p
2KH

(
σ2/2, xi − xj

)
, ∀(i, j) ∈ {1, .., N}. (1)

Ce retour à une formulation continue est effectué à l’aide des Elements Finis (figure 1) in-
troduisant ainsi un pas de discrétisation, noté h, et un opérateur d’interpolation de Lagrange
Πh permettant le passage de C0(

⋃k
i=1 Ōi) à l’espace d’approximation Vh de dimension fi-

nie. Ainsi, les vecteurs propres de la matrice affinité A sont interprétés comme des fonctions
propres d’un opérateur. En effet, avec les Elements Finis dont les noeuds correspondent aux
données d’origines, une représentation d’une fonction L2 est donnée par sa valeur nodale.
Donc on peut interpréter la matrice d’affinité gaussienne A et ses vecteurs propres comme les
représentations respectives d’un opérateur L2 et d’une fonction L2. L’opérateur dont la re-
présentation en Eléments Finis concorde avec la définition de A est, d’après (1), le noyau de
l’équation de la chaleur sur R∗+ × Rp. A partir de cette équation (1), la propriété géométrique
suivante peut être démontrée.
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Proposition 1 (Propriété géométrique) Soit vni
une fonction propre de SD(t) associée à la

valeur propre λni
telle que SD(t)vni

= λni
vni

pour i ∈ {1, ..k}. Pour Wni
= Πhvni

∈ Vh
et tout h(3p+2)/2 < t < δ2, il existe α > 0 tel que Wni verifie :

α(A+ IN )Wni
= e−λni

tWni
+ ψ(t, h),

où h > 0 pas de discrétisation, ‖ψ(t, h)‖2 → 0 quand (h, t)→ 0 et δ → 0.

Comme le spectre de l’opérateur SH (convolution par KH ) est essentiel, on ne peut pas direc-
tement interpréter les vecteurs propres de A comme une représentation des fonctions propres
de SH . Cependant, en introduisant KD, le noyau de Green de l’équation de la chaleur suivante
sur un domaine borné Ω avec conditions de Dirichlet sur ∂Ω et f ∈ L2(Ω) :

(PΩ)


∂tu−∆u = 0 in R+ × Ω,

u(t = 0) = f, in Ω,

u = 0, on R+ × ∂Ω,

une estimation de la différence entre KH et KD peut être établie sur un domaine borné O où
Ω contient strictement O. Maintenant, l’opérateur SD (convolution par KD : (SD(t)f)(x) =
(KD(t, ·) ∗x f)(x)) admet des fonctions propres (vni) dans H1

0 (Ω). Ces vni ont la propriété
d’avoir leurs supports inclus sur une seule des composantes connexes. Ensuite, on montre
que l’opérateur SH admet les vni

comme fonctions propres plus un résidu. Enfin, en utilisant
l’approximation par les Eléments Finis (projection par Πh dans l’espace d’approximation Vh)
et une condensation de masse, on montre (proposition 1) que les vecteurs propres de A sont
une représentation de ces fonctions propres Wni plus un residu (noté ψ) fonction du paramètre
t et du pas de discrétisation h.

3 Expérimentations numériques
On considère sur la figure 2 (a) un exemple représentant deux couronnes où les classes ne

sont pas séparables par hyperplans. Les figures 2 (b)-(c) représentent la propriété géométrique
des fonctions propres de l’opérateur SD associées à la première valeur propre sur chaque com-
posante connexe. Pour montrer la propriété d’invariance géométrique, la corrélation ω entre
les fonctions propres discrétisées vni

et les vecteurs propres de A est représentée sur la figure
2 (d) en fonction du paramètre t. Les bornes de définition du paramètre t, indiquées par les
lignes verticales noires, indiquent un intervalle où le coefficient de corrélation ω est maximal
respectivement pour les deux composantes connexes. Enfin, pour une valeur de t appartenant
à cet intervalle, les vecteurs propres de la matrice affinité pour lesquels le coefficient de pro-
jection avec les fonctions propres de SD (b)-(c) respectives est maximal sont représentés sur
la figure 2 (e)-(f) montrant la conservation de la propriété géométrique.

4 Conclusion
En interprétant la matrice d’affinité gaussienne comme la discrétisation du noyau de la

chaleur définie sur l’espace entier et en utilisant les éléments finis, les vecteurs propres de
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(a) (b) (c)

(d) (e) (f)

FIG. 2 – (a) Ensemble de données (N = 669), (b)-(c) Fonctions propres discrétisées de SD,
(d) Corrélation ω en fonction de t, (e)-(f) Vecteurs propres issus de A.

la matrice affinité sont la représentation asymptotique de fonctions dont le support est inclus
dans une seule composante connexe. Cette interprétation a permis de définir un intervalle de
valeurs pour le paramètre de l’affinité gaussienne dans lesquel les propriétés de classification
sont vérifiées.
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Summary
The Spectral Clustering consists in creating, from the spectral elements of a Gaussian affinity matrix,

a low-dimension space in which data are grouped into clusters. This unsupervised method is mainly
based on Gaussian affinity measure, its parameter and its spectral elements. However, questions about
the separability of clusters in the projection space and the spectral parameter choices remain open. We
propose a new interpretation of spectral clustering for a finite discrete data set via Partial Differential
Equations and Finite Elements theory.
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Résumé. Le choix d’une mesure de proximité entre objets a un impact direct sur
les résultats de toute opération de classification, de comparaison, d’évaluation ou
de structuration d’un ensemble d’objets. Pour un problème donné, l’utilisateur
est amené à choisir une parmi les nombreuses mesures de proximité existantes.
Or, selon la notion d’équivalence choisie, comme celle basée sur les préordon-
nances, certaines sont plus ou moins équivalentes. Nous proposons une nouvelle
approche de comparaison de mesures de proximité, basée sur l’équivalence topo-
logique. Ce nouveau concept d’équivalence fait appel à la structure de voisinage
local. Nous illustrons le principe de cette approche sur un exemple simple.

1 Introduction

On fait souvent appel aux mesures de proximité lorsqu’on veut comparer, évaluer ou struc-
turer un ensemble d’objets. Ces mesures sont-elles toutes équivalentes ? Cette problématique
est importante, en effet, est-ce que, par exemple, la façon dont on mesure la similarité ou la dis-
similarité entre objets affecte les résultats d’une classification en groupes ? La comparaison de
mesures de proximité permet de vérifier si elles ont des propriétés communes Lerman (1967),
Lesot et al. (2009). Pour comparer deux mesures de proximité, l’approche consiste jusque-là,
à comparer les valeurs des matrices de proximité induites Batagelj et Bren (1995).

Dans Lerman (1967), l’auteur s’intéresse aux préordres induits par deux mesures de proxi-
mité et évalue leur degré de ressemblance par la concordance entre les préordres induits sur
l’ensemble des couples d’objets. D’autres auteurs, Schneider et Borlund (2007) évaluent l’équi-
valence entre deux mesures par un test statistique entre les matrices de proximité.

Nous proposons d’évaluer statistiquement l’équivalence entre deux mesures de proximité
à partir des matrices d’adjacence associées et de regrouper ces mesures de proximité en classes
selon leurs similitudes . Si la structure de voisinage entre objets, induite par une mesure de
proximité ne change pas par rapport à celle d’une autre mesure de proximité, cela signifie que
les ressemblances locales entre individus n’ont pas changé. Dans ce cas, on dira que les deux
mesures de proximité sont en équivalence topologique.
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2 Graphe topologique
Considérons un ensemble E = {x, y, z, . . .} de n = |E| objets plongés dans Rp. On peut,

au moyen d’une mesure de proximité u définir une relation binaire de voisinage Vu sur E×E.
Pour construire cette relation de voisinage, on peut, par exemple, construire l’Arbre de

Longueur Minimum (ALM), le Graphe de Gabriel (GG) ou encore le Graphe des Voisins Re-
latifs (GVR) Toussaint (1980), dont tous les couples de points voisins vérifient la propriété
suivante : u(x, y) ≤ max(u(x, z), u(y, z)) ; ∀z ∈ E − {x, y}. Dans ce cas, Vu(x, y) = 1
sinon Vu(x, y) = 0. Où, Vu est la matrice d’adjacence associée au graphe GVR, formée de
0 et de 1. Ce qui signifie, sur le plan géométrique, que l’hyper-Lunule (intersection des deux
hypersphères centrées sur les deux points) est vide.

Mesure Formule

u1 - Euclidean uE(x, y) =

√∑p

j=1
(xj − yj)2

u2 - Mahalanobis uMah(x, y) =
√

(x − y)t
∑−1

(x − y)

u3 - Manhattan uMan(x, y) =
∑p

j=1
|xj − yj |

u4 - Chi-square uχ2 (x, y) =
∑p

j=1

(xj−mj)
2

mj

u5 - Minkowski uMinγ (x, y) = (
∑p

j=1
|xj − yj |γ)

1
γ

u6 - Tchebytchev uTch(x, y) = max1≤j≤p |xj − yj |
u7 - Cosine Dissimilarity uCos(x, y) = 1 − <x,y>

∥x∥∥y∥
u8 - Pearson’s Correlation uρ(x, y) = 1 − |ρ(x, y)|
u9 - Canberra uCan(x, y) =

∑p

j=1

|xj−yj |
|xj |+|yj |

u10 - Squared Chord uSC(x, y) =
∑p

j=1
(
√
xj − √

yj)
2

u11 - Weighted Euclidean uWE(x, y) =

√∑p

j=1
αj(xj − yj)2

u12 - Jeffrey Divergence uJD(x, y) =
∑p

j=1
(xj log

xj
mj

+ yj log
yj
mj

)

u13 - Normalized Euclidean uNE(x, y) =

√∑p

j=1

(xj−yj)
2

σ2
j


Vu .. x y z ..
.. .. .. .. .. ..
x .. 1 1 0 ..
y .. 1 1 1 ..
z .. 0 1 1 ..
t .. 0 1 0 ..
u .. 0 0 1 ..
.. .. .. .. .. ..



TAB. 1 – Mesures de proximité - Exemple de GVR et de sa matrice d’adjacence.

Pour toute propriété de voisinage (ALM, GG, GVR, etc.), chaque mesure de proximité
u génère une structure topologique sur les objets dans E qui est totalement décrite par une
matrice d’ajacence Vu. Nous limitons ce travail à la comparaison des mesures de proximité
dans Rp, présentées dans le Tableau 1, avec la structure topologique GVR.

- Comparaison de deux mesures de proximité
Soient Vui et Vuj les matrices d’adjacence associées à deux mesures de proximité ui et

uj . Pour comparer le degré d’équivalence topologique entre deux mesures de proximité, nous
proposons de tester si les matrices d’adjacence associées sont statistiquement différentes ou
pas, en utilisant un test non paramétrique sur données appariées. Ces matrices, binaires et sy-
métriques d’ordre n, sont dépliées selon deux vecteurs de composantes appariées, formées des
n(n− 1)/2 valeurs supérieures (ou inférieures) de la diagonale. Le degré d’équivalence topo-
logique entre deux mesures de proximité est évalué à partir du coefficient de concordance de
Kappa Cohen (1960), calculé sur le tableau 2× 2 de contingence formé par les deux vecteurs :

κ = κ(Vui , Vuj ) =
Πo−Πe

1−Πe
avec

{ Πo : proportion observée
Πe : proportion aléatoire
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Nous formulons ensuite, l’hypothèse nulle H0 : κ = 0, d’indépendance d’accord ou de
concordance. La concordance est d’autant plus élevée que sa valeur tend vers +1, parfaite ou
maximale si κ = 1. Il est égal à −1 dans le cas d’une discordance parfaite.

- Classification de mesures de proximité
Soient Dui(E × E) et Duj (E × E) les tableaux de distances associés aux mesures de

proximité ui et uj . Chacune de ces distances engendre une structure topologique sur les objets
E. Une telle structure est parfaitement décrite par sa matrice d’adjacence. Pour mesurer le
degré de ressemblance entre les graphes, il suffit de compter le nombre de discordances entre
les deux matrices d’adjacence Vui et Vuj associées aux deux structures toplogiques :

S(Vui , Vuj ) =
1
n2

∑
x

∑
y δij(x, y) avec δij(x, y) =

{ 1 si Vui(x, y) = Vuj (x, y)
0 sinon

La valeur 1 de la mesure de similarité S signifie que les deux matrices d’adjacence sont
identiques et par conséquent, la structure topologique induite par les deux mesures est la même.
Dans ce cas, on parle d’équivalence topologique entre les deux mesures de proximité. La valeur
0 signifie que la topologie a totalement changé. A partir de cette mesure S, nous pouvons
comparer et classer les mesures de proximité selon leur degré de ressemblance.

- Exemple d’application
L’approche proposée est illustrée à partir d’un jeu de données relativement simple, celui

des Iris de Fisher (UCI-Repository).

S κ u1 u2 u3 u4 u5 u6 u7 u8 u9 u10 u11 u12 u13

uE 1 .456 .845 .835 .767 .341 .588 .753 1 .753 .753 .400 .720
uMah .876 1 .336 .456 .410 .378 .301 .301 .456 .222 .301 .357 .357
uMan .964 .840 1 .767 .705 .301 .689 .767 .845 .767 .767 .281 .811
uMin .964 .876 .947 1 .845 .258 .506 .670 .835 .670 .670 .400 .720
uTch .947 .858 .929 .964 1 .378 .611 .767 .767 .767 .767 .432 .735
uCos .858 .858 .840 .840 .858 1 .176∗ .341 .341 .341 .341 .880 .240
uCan .911 .840 .929 .893 .911 .822 1 .753 .588 .753 .753 .080∗ .640
uSC .947 .840 .947 .929 .947 .858 .947 1 .753 1 1 .320 .640
uWE 1 .876 .964 .964 .947 .858 .911 .947 1 .753 .753 .400 .720
uχ2 .947 .840 .947 .929 .947 .858 .947 1 .947 1 1 .320 .640
uJD .947 .840 .947 .929 .947 .858 .947 1 .947 1 1 .320 .640
uρ .867 .849 .831 .867 .867 .973 .796 .849 .867 .849 .849 1 .300
uNE .938 .849 .956 .938 .938 .831 .920 .920 .938 .920 .920 .840 1
κ : partie supérieure de la diagonale, S : partie inférieure de la diagonale. ∗Non significatif avec un risque d’erreur ≤ 5%

TAB. 2 – S(Vui , Vuj ) : Similarités & κ(Vui , Vuj ) : Coefficients Kappa.

La partie supérieure de la diagonale du tableau 2 présente les valeurs exactes de la statis-
tique de test de Kappa. On peut conclure, avec un risque d’erreur de 5%, que seules les mesures
des couples (uCos, uCan) et (uCan, uρ) ne sont pas significativement équivalente en topologie.
A noter que les mesures des couples (uE , uWE), (uSC , uχ2), (uSC , uJD) et (uχ2 , uJD) sont
en parfaite équivalence topologique (κ = 1).

Les valeurs des similarités, partie inférieure de la diagonale du tableau 2, sont assez proches
de 1 et les mesures de proximité des couples (uE , uWE), (uSC , uJD), (uSC , uχ2) et (uχ2 , uJD)
sont en parfaite équivalence topologique (S(Vui , V uj) = 1). On peut visualiser ces mesures
de proximité en appliquant, par exemple, une classification hiérarchique ascendante selon le
critère de Ward, Figure 1.
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Euclidean                                                   

Weighted Euclidean                                          

Minkowski                                                   

Tchebytchev                                                 

Manhattan                                                   

Normalized Euclidean                                        

Canberra                                                    

Squared Chord                                               

Jeffrey Divergence                                          

Chi-Squared                                                 

Mahalanobis                                                 

Cosine Dissimilarity                                        

Pearson Correlation                                         

FIG. 1 – Classification des mesures de proximité

3 Conclusion et perspectives
Ce travail propose une nouvelle approche d’équivalence topologique entre mesures de

proximité, basée sur la notion de graphes de voisinage. L’application d’un test non paramé-
trique sur les matrices d’adjacence associées aux mesures de proximité, a permis de donner une
signification statistique et de valider ou pas l’équivalence topologique, c’est-à-dire, si vraiment
elles induisent ou pas la même structure de voisinage sur les objets. Cette approche s’étend à
d’autres types de données (binaires, qualitatives). Nous envisageons d’étudier l’influence des
données et de la structure de voisinage sur les résultats ainsi que l’effet du choix de la méthode
de classification sur les groupes de mesures de proximité.
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Summary
According to the notion of equivalence, like the one based on pre-ordering, some of the

proximity measures are more or less equivalent, which means that they produce, more or less,
the same results. We introduce a new approach to comparing proximity measures. It is based
on topological equivalence which exploits the concept of local neighbors.
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Résumé. Nous présentons un nouvel algorithme de classification capable de te-
nir en compte simultanément plusieurs tableaux de dissimilarité. L’algorithme
utilise un critère d’agrégation non linéaire, les distances pondérées de Tche-
bycheff, plus approprié que les combinaisons linéaires pour la construction de
solutions de compromis. Nous présentons une application pratique, les résultats
obtenus ont été assez conformes aux données utilisées.

1 Introduction
Habituellement, on considère deux types de données qui peuvent être utilisées pour effec-

tuer la tâche de classification automatique : données caractéristiques et données relationnelles.
Quand chaque élément est décrit par un vecteur de valeurs quantitatives ou qualitatives, l’en-
semble de ces vecteurs est appelé «données caractéristiques». En revanche, lorsque nous dé-
crivons une relation entre chaque paire d’objets, l’ensemble des relations est appelé «données
relationnelles». Le cas le plus courant de données relationnelles, c’est quand on a une matrice
de dissimilarités. Dans plusieurs situations, nous n’avons pas une seule mesure de dissimi-
larité entre les paires d’objets, mais un vecteur de dissimilarités pour chaque paire, ce que
nous appelons «problème multi-critère». Pour traiter ce type de problème, Frigui et al. (2007)
ont proposé CARD, un algorithme fondé sur les algorithmes de classification floue NERF et
FANNY. Lechevallier et al. (2010) ont proposé MRDCA, un algorithme de classification dure,
qui étend au cas multi-critère l’algorithme mono-critère de De Carvalho et al. (2009). Les deux
méthodes utilisent des moyennes pondérées comme fonction d’agrégation.

Dans cet article, nous proposons une nouvelle méthode de classification automatique dure
pour le cas multi-critère à partir de données relationnelles. La méthode proposée, WRDCA,
modifie l’algorithme MRDCA, en utilisant des distances pondérées de Tchebycheff au lieu de
moyennes pondérées. Comme il est connu dans la littérature de multi-critère, l’optimisation
d’une fonction fondée sur des distances pondérées de Tchebycheff est plus appropriée pour
construire des solutions de compromis (Steuer et Choo, 1983; Wierzbicki, 1986). Cependant,
étant un critère non-linéaire, son optimisation n’est pas triviale. Nous montrons comment le
critère peut être optimisé en utilisant de la programmation linéaire.
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2 Classification multi-critère fondée sur des distances pon-
dérées de Tchebycheff pour données relationnelles

SoientE = {e1, . . . , en} un ensemble de n items à partitionner enK clusters et pmatrices
de dissimilarité n × n (D1, . . . , Dp), où Dj [i, l] = dj(ei, el) fournit la dissimilarité entre les
objets ei et el selon la matrice de dissimilarité Dj ∀j = 1, . . . , p. Supposons que le prototype
gk de chaque cluster Ck est un élément de E.

Dans WRDCA, on trouve une partition P = (C1, . . . , CK) de E en K clusters et le proto-
type correspondant gk ∈ E pour chaque cluster Ck en P tel que le critère d’adéquation J entre
les clusters et leurs prototypes respectifs (fonction objectif) est minimisé. J est défini par :

J =
K∑

k=1

∑
ei∈Ck

d(k)(ei, gk) =
K∑

k=1

∑
ei∈Ck

p
max
j=1

λjkdj(ei, gk) où (1)

d(k)(ei, gk) est la dissimilarité entre un item ei ∈ Ck et le prototype gk ∈ E paramétrisé par
le vecteur de poids λk = (λ1k, . . . , λ

p
k) où λjk est le poids de la matrice de dissimilarité Dj

pour le cluster Ck, et dj(ei, gk) est la dissimilarité selon la matrice j entre l’item ei ∈ Ck

et le prototype du cluster gk ∈ E ∀j = 1, . . . , p. La matrice de pondération de la pertinence
λ est composée par K vecteurs de poids λk = (λ1k, . . . , λ

p
k), et change à chaque itération.

L’algorithme WRDCA alterne les trois étapes suivantes, jusqu’à la convergence à une valeur
de J qui correspond à un minimum local :

– Étape 1 : Définition des meilleurs prototypes [P et λ sont restées inchangées]
Proposition 1. Le gk = el ∈ E qui minimise J est calculé pour chaque cluster Ck par :

l =
n

argmin
h=1

∑
ei∈Ck

p
max
j=1

λjkdj(ei, eh) (2)

– Étape 2 : Définition de la meilleure matrice λ [P et g sont restés inchangés]
Proposition 2. Le vecteur λk = (λ1k, . . . , λ

p
k) optimal de chaque cluster k peut être

calculé par la résolution du problème de programmation linéaire min-max (mmLP) :

Minimiser
∑

ei∈Ck

p
max
j=1

λjkdj(ei, gk), sujet aux restrictions : (3)

0 ≤ λjk ≤ 1∀j = 1, . . . , p et
p∑

j=1

λjk = 1

Un problème mmLP peut être transformé en un problème de programmation linéaire
entière mixte (MILP). Il suffit de noter que : (Burks et Sakallah, 1993)

1. Une restriction max du type xi = max(xj , xk) est équivalente à :

xi ≥ xj , xi ≥ xk et xi − xj ≤ ciM , xi − xk ≤ (1− ci)M (4)

où ci est une variable entière 0-1 et M est une constante positive large.
2. Un max d’arité p peut être transformé dans des max binaires, en observant que :

p
max
j=1

λjkdj(ei, gk) = max(λ1kd1(ei, gk),m(2)), où (5)
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{
m(y) = λpkdp(ei, gk) si y = p
m(y) = max(λykdy(ei, gk),m(y + 1)) si y 6= p

– Étape 3 : Définition de la meilleure partition [g et λ sont restés inchangés]
Proposition 3. La partition P = (C1, . . . , CK) qui minimise le critère J est mise à jour
selon la règle d’allocation suivante :

Ck = {ei ∈ E : d(k)(ei, gk) < d(h)(ei, gh)∀h 6= k} ∀k = 1, . . . ,K (6)

si le minimum n’est pas unique, ei sera attribué au cluster avec le plus petit index.
WRDCA effectue les trois étapes de manière itérative, jusqu’à ce que J(P, λ, g) atteigne une
valeur stable, ce qui caractérise un minimum local. L’algorithme est résumé ci-dessous :

1. Initialisation
(i) Fixer le nombre K de clusters ; (ii) Sélectionner de manière aléatoire K objets dis-
tincts gk ∈ E ; (iii) Fixer la matrice de pondération de la pertinence λ, où λk =
(λ1k, . . . , λ

p
k) = (1, . . . , 1) ; (iv) Obtenir la partition P = (C1, . . . , CK), selon (6).

2. Étape 1 : définition des meilleurs prototypes [P et λ sont restés inchangés]
Calculer les prototypes gk ∈ E de chaque cluster Ck selon l’équation (2).

3. Étape 2 : définition de la meilleur matrice λ [P et g sont restés inchangés]
Pour chaque k calculer le vecteur λk modélisé comme un problème mmLP (3, 4, 5).

4. Étape 3 : définition de la meilleur partition [g et λ sont restés inchangés]
Construire la nouvelle partition P ′ = (C ′1, . . . , C

′
K) selon (6) et vérifier la convergence :

convergence← true ;
pour i = 1 jusqu’à n faire

si ei appartenait au cluster Cm en P et appartient en P ′ au cluster C ′k avec k 6= m
convergence← false ;

P ← P ′ ;
5. Critère d’arrêt

Si convergence = true alors ARRÊTER. Si non, aller en 2. (Étape 1).

3 Application
En mai 2008, le quotidien Los Angeles Times avec l’entreprise KTLA ont mené une en-

quête pour évaluer les opinions des adultes en Californie sur les questions liées au mariage
homossexuel. Les résultats ont été divulgués pour la population dans son ensemble, et aussi
pour 22 sous-groupes spécifiques. Pour mesurer la dissimilarité entre deux groupes ei et ej
de la population par rapport à une question (critère) q, nous utilisons le coefficient d’affi-
nité (Bacelar-Nicolay, 2000), ce qui signifie considérer les vecteurs de m valeurs (m est le
nombre de modalités des réponses de la question q) correspondants aux fréquences de cha-
cune des modalités. La dissimilarité entre ei et ej selon q est alors donnée par dq(ei, ej) =

1−
∑m

l=1

√
fq
l (ei)

fq(ei)
× fq

l (ej)

fq(ej)
, où fql () est la fréquence de la modalité l de la question q dans le

groupe, tandis que fq() =
∑m

l=1 f
l
q(). Nous avons considéré 10 questions du questionnaire.

L’algorithme proposé a été exécuté pourK = 1, . . . , 10. Pour chaque k, 100 exécutions ont
été effectuées et le meilleur résultat selon le critère de pertinence J a été choisi. Le Tableau 1
présente les clusters obtenus pour K = 5, le nombre de clusters considéré comme le plus
approprié selon la méthode de Da Silva (2009) pour déterminer le meilleur nombre de clusters.
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Nous voyons que le regroupement reflète la similitude espérée entre les points de vue des
sous-groupes de la population, par exemple, nous pouvons observer que les groupes CONS,
AF/REP et EVAN (conservateurs, républicains, évangéliques) sont dans le même groupe.

Clusters
0 : DEG+, 35-44, KN/GL, LIB
1 : ALL, 45-64, <COL, WHITE, NON/WHT, MALE, FEMALE, REG, AF/IND
2 : MOD, 18-34, N/EVAN, AF/DEM
3 : CONS, EVAN, AF/REP
4 : 65, DK/GL

TAB. 1 – Clusters obtenus (K = 5).
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Summary
We present a new algorithm that is capable of partitioning a set of objects taking into

simultaneous consideration multiple dissimilarity matrices. The algorithm uses a non-linear
aggregation criterion, weighted Tchebycheff distances, more appropriate than linear combi-
nations for constructing compromise solutions.A practical application is shown, the obtained
results were pretty coherent with the data we used.
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Résumé. Différents systèmes satellitaires sont maintenant disponibles et pro-
duisent une importante masse de données utilisée pour l’observation de la Terre.
Pour mieux comprendre la complexité de la surface terrestre, il devient courant
d’utiliser plusieurs données provenant de capteurs différents. Cependant, la réso-
lution spatiale de ces données n’est pas forcément équivalente, ce qui induit que
le contenu sémantique de ces images peut varier. Ainsi, il est souvent difficile
d’analyser automatiquement, et de manière conjointe, ces données complexes.
Dans cet article nous présentons une approche permettant de tirer partie de l’as-
pect multirésolution de ces données au sein du processus de classification.

1 Introduction
Depuis quelques années les données issues de capteurs satellitaires deviennent de plus en

plus accessibles. Différents systèmes satellitaires sont actuellement disponibles et produisent
une importante masse de données utilisée pour l’observation de la Terre. Dans le domaine de la
cartographie urbaine, les experts utilisent ces données pour analyser le territoire à plusieurs ni-
veaux d’échelle dans le but d’extraire différents niveaux d’objets d’intérêt (e.g., quartiers, blocs
urbains, objets urbains individuels). Un moyen d’analyser automatiquement le contenu de ces
images consiste à classifier ces données (d’une manière supervisée ou non) en fonction des
valeurs radiométriques associées à chacun de ces pixels. Ce type d’approches est bien adapté
à l’extraction d’objets d’intérêt homogènes à partir d’images à faibles résolutions spatiales.

Avec les données de dernière génération ((V)HSR - (Very) High Spatial Resolution), les
objets d’intérêt apparaissent de plus en plus complexes, car ils sont souvent composés d’en-
sembles de pixels hétérogènes. Ainsi, dû à la grande complexité de ces données, les résultats
fournis par les méthodes classiques deviennent de moins en moins intéressants (effet poivre
et sel, trop grands nombres de classes, etc.). Pour traiter ces données, de nouvelles méthodes
d’analyse (basées « objets » (Baatz et al., 2008)) ont été proposées. Le principe est d’essayer de
re-construire les objets d’intérêt de la scène avant de les analyser (i.e., de les classifier). Pour
ce faire, l’image est découpée en segments par un processus de segmentation. Ces segments
sont alors caractérisés par des attributs variés (informations spectrales, de texture ou de forme)
puis sont ensuite regroupés par des algorithmes de classification.

Les méthodes objets sont bien adaptées à l’extraction d’objets simples (e.g., maisons indi-
viduelles, arbres, routes) car elles supportent un certain seuil d’hétérogénéité dans ces objets
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d’intérêt. En revanche, elles ne sont pas applicables directement pour extraire des objets com-
plexes de niveaux sémantiques plus élevés (e.g., blocs ou quartiers urbains, parcs) car ces
derniers apparaissent comme trop hétérogènes.

Parallèlement, pour mieux comprendre la complexité de la surface terrestre, il devient cou-
rant d’utiliser des données provenant de capteurs différents (Forestier et al., 2008). L’expert
dispose fréquemment d’ensembles d’images multirésolutions offrant des vues différentes de la
scène (i.e., à plusieures échelles) pouvant faciliter l’extraction des objets d’intérêt complexes.

Dans ces travaux, nous présentons une approche permettant de tirer partie de l’aspect mul-
tirésolution de ces données au sein du processus de classification. Basée sur la segmentation
et sur la classification non supervisée des données, cette approche permet d’extraire différents
niveaux de connaissances organisées hiérarchiquement. L’originalité de cette approche réside
dans le fait d’extraire ces connaissances d’une manière descendante à travers la résolution :
les connaissances les plus grossières (relatives aux objets les plus complexes) sont extraites à
partir des images aux plus faibles résolutions spatiales puis sont progressivement affinées via
les résolutions les plus fines.

2 Méthodologie
La méthodologie proposée permet de segmenter n images d’une même scène à différentes

résolutions spatiales, en partant de la plus faible pour aller jusqu’à la plus élevée, permettant
ainsi différents niveaux d’interprétation (Figure 1). Dans le cas standard, trois images sont
considérées (n = 3) : une image MSR (30–5 m), une image HSR (3–1 m) et une image VHSR
(< à 1 m). Cette méthodologie de segmentation fonctionne en n étapes (une par résolution)
produisant n segmentations. Chaque étape est composée (1) d’une sous-étape de segmentation
basée sur des exemples et (2) d’une sous-étape de classification multirésolution.

À chaque étape r, le résultat de l’étape précédente r − 1 (un ensemble de régions re-
groupées en c clusters) est projeté dans la résolution courante et est traité comme entrée de
la méthode. Le principe est alors de décomposer (c’est-à-dire de segmenter) ces c familles
sémantiques dans la résolution courante afin de les affiner. Pour ce faire, à chaque étape r,
l’approche de segmentation basée sur des exemples est appliquée c fois afin de partitionner
l’ensemble des c familles sémantiques fournies par l’étape r−1. Toutes les régions composant
une même famille sémantique (i.e., toutes les régions contenues dans un même cluster) sont
ainsi segmentées d’une manière similaire. Une fois que toutes les régions, composant ces c
familles sémantiques, ont été décomposées, il est possible de créer une partition globale de
l’image en regroupant toutes les régions résultantes de cette étape. Ces régions sont ensuite
classifiées par une classification non supervisée (via une approche multirésolution) en c en-
sembles homogènes de régions de même sémantique. Ce résultat est alors projeté dans une
image de résolution plus fine pour que la méthodologie y soit ré-appliquée dans le but d’affiner
ces régions et d’obtenir un niveau d’analyse encore plus fin. Les deux approches principales
composant cette méthodologie ((1) l’approche de segmentation basée sur des exemples et (2)
l’approche de classification multirésolution) sont détaillées ci-dessous.

Une approche de segmentation basée sur des exemples Cette approche de segmentation
prend en entrée k ≥ 2 imagettes (représentant k zones différentes mais de même sémantique)
et retourne k segmentations. Pour l’une de ces k imagettes, un Binary Partition Tree (BPT,
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FIG. 1 – Méthodologie d’extraction d’objets complexes à partir d’images multirésolutions.

(Salembier et Garrido, 2000)) est construit puis l’utilisateur définit interactivement une coupe à
travers cet arbre (produisant ainsi une segmentation). Cette segmentation peut alors être utilisée
comme exemple pour segmenter les k−1 imagettes restantes. Ainsi, pour chacune de ces k−1
imagettes, un BPT est construit, puis une coupe est automatiquement réalisée au sein de cet
arbre « mimant » la coupe exemple réalisée précédemment par l’utilisateur.

Il est alors possible d’appliquer plusieurs fois cette approche, dans une même image, pour
extraire différents type d’objets ayant des sémantiques et des niveaux d’échelle différents. Pour
plus de détails, les lecteurs pourront se référer à (Kurtz et al., 2011).

Une approche de classification multirésolution Nous avons ici utilisé l’approche de classi-
fication multirésolution introduite dans (Kurtz et al., 2010). La méthodologie consiste à classi-
fier (par le biais d’un algorithme de classification non-supervisée) les régions extraites à la plus
faible résolution en fonction de leurs compositions en terme de clusters formés dans l’image à
haute résolution. Pour ce faire, les régions de l’image à faible résolution sont caractérisées via
un histogramme de composition, en terme de clusters « radiométriques » formés dans l’image
à haute résolution. L’algorithme K-MEANS est ensuite appliqué pour regrouper (en c clusters
homogènes) les régions extraites à la résolution r se décomposant de manière similaire à la
résolution r + 1.

3 Expérimentations
La méthode a été appliquée sur trois jeux de données multirésolutions (chaque jeu de don-

nées étant composé de trois images - MSR, HSR, VHSR) afin d’y extraire des hiérarchies d’ob-
jets complexes à trois niveaux (quartiers, blocs urbains, objets urbains). Le nombre de clusters
à extraire correspond ici au nombre de classes thématiques attendues par l’expert (c = 8 pour
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les quartiers, c = 10 pour les blocs et c = 15 pour les objets urbains). Les résultats ont en-
suite été comparés quantitativement à des cartes de vérité terrain (produites par l’expert) à
différentes échelles. Nous avons choisi d’évaluer nos résultats en utilisant l’indice Kappa qui
permet d’estimer le pourcentage de pixels correctement classifiés par rapport à une carte de
vérité terrain. Les résultats obtenus se sont montrés encourageants (en moyenne, environ 75%
des pixels sont correctement classifiés). Pour plus de détails, se référer à (Kurtz et al., 2011).

4 Conclusion et perspectives
La méthodologie proposée permet d’extraire, d’une manière descendante et sans informa-

tion a priori, des hiérarchies d’objets complexes et hétérogènes à partir d’ensembles d’images
multirésolutions. L’approche de segmentation basée sur des exemples permet d’adapter « loca-
lement » le processus de segmentation, ceci afin d’extraire différents niveaux d’agrégats d’ob-
jets au sein d’une même image. De plus, le fait d’extraire d’une manière descendante ces objets,
permet de s’abstraire des problèmes liés à la complexité des données.

La méthodologie a été appliquée à l’extraction d’objets urbains complexes ; nous envisa-
geons par la suite de l’utiliser pour caractériser des phénomènes naturels complexes comme
les glissements de terrain.
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Summary
Different satellite systems produce an important mass of heterogeneous data used for Earth

observation. To better understand the complexity of the Earth’s surface, it becomes more
common to use data from different sensors. However, the spatial resolutions of these data are
not necessarily equivalent, which indicates that the semantic contents of the images may differ.
Thus, it is often difficult to automatically analyze, in a joint fashion, these complex data. We
present an approach to take advantage of the multiresolution aspect of data.
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1 Introduction

Plusieurs domaines d’application comme la Recherche d’Information (RI) ou la traduction
automatique utilisent des méthodes de segmentation de textes. La segmentation de texte cor-
respond au découpage d’un texte en unités plus petites. Il existe trois catégories principales
de méthodes de segmentation : thématique, fenêtre, et discours. La segmentation thématique
consiste à identifier différents thèmes véhiculés par le texte, pour le segmenter en des blocs
thématiques (Tarek, 2003). Dans la deuxième catégorie, la segmentation s’effectue selon des
fenêtres (des lignes ou des phrases) de taille fixe ou variable. Avec l’approche appelée "passage
de discours", la segmentation s’effectue sur la base de la structure logique (unités de discours)
de documents comme les paragraphes ou les sections (Kaszkiel et Zobel, 2001).

Le choix du type de segmentation dépend des objectifs et du domaine d’application. Nous
traitons ici des données textuelles complexes, en particulier des fichiers logs. Ces données, is-
sues du monde industriel, représentant une source principale d’information sont utilisés dans
les systèmes RI (Saneifar et al., 2009). Les caractéristiques de ces données, tel que l’aspect
multi-sources, multi-vocabulaire et multi-structures les différencient de documents classiques
écrits en langue naturel. Considérant ces caractéristiques, nous nous intéressons aux méthodes
de "passages de discours" qui identifient les unités logiques comme des segments. Il existe des
solutions afin d’identifier les unités logiques classiques telles que les paragraphes. Nous pou-
vons également exploiter les éléments marquant les unités logiques, comme les lignes blanches
ou les alinéas. Ces éléments sont appelés les divisions logiques. Or, dans les fichiers logs,
n’existant pas de notions telles que paragraphe ou section, les unités logiques classiques sont
difficile à identifier. Pourtant il existe, par exemple, des structures comme des tableaux, des
blocs de données et des chaînes de caractères particulières marquant le début de nouvelles in-
formations. Ces structures textuelles, plus complexes que des unités logiques classiques, sont
utilisées afin de regrouper des idées et des informations. Ainsi, nous les considérons comme
des unités logiques des fichiers logs.

Notre objectif est donc de proposer une approche de reconnaissance des Divisions Lo-
giques (DL) dans les données textuelles complexes. Ainsi, nous cherchons à mettre en place
un classifieur qui associe les lignes d’un corpus non expertisé à une classe : classe des lignes
représentant une DL (positive) et classe des lignes non associées à une DL (négative). Contrai-
rement aux tâches de classification de textes qui sont fondées sur les contenus (voir (Pessiot
et al., 2004)), la reconnaissance d’une DL doit s’effectuer selon la structure et la mise en page
des documents. Ainsi, le challenge est de définir un ensemble de descripteurs (features) perti-
nents qui caractérisent les unités logiques des documents, ici les fichiers logs. Bien que dans
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cet article nous nous appuyons sur des données de type "fichier logs", notre approche est ap-
plicable sur tous les types de données textuelles qui ont des unités logiques complexes.

La section 2 présente notre approche de reconnaissance des DL fondée sur un système
d’apprentissage supervisée. Nous développons dans les sections 3 la méthode automatique
d’acquisition des descripteurs. La section 4 est consacrée aux expérimentations.

2 Classification pour la reconnaissance des divisions logiques
Dans les textes classiques, nous pouvons, par exemple, considérer un "alinéa" comme

une des caractéristiques permettant d’identifier l’unité logique de paragraphe. Afin de pouvoir
modéliser les unités logiques complexes, nous identifions leurs caractéristiques syntaxiques.
Celles-ci permettent de distinguer le début d’une unité logique (c.-à-d. une DL) des autres
lignes dans les documents. Nous appelons ces caractéristiques syntaxiques les descripteurs.
Dans ce but, nous avons opté pour une méthode automatique d’acquisition des descripteurs
dans un corpus expertisé. Nous développons cette méthode dans la section 3.
Une fois l’ensemble des descripteurs déterminé, nous considérons chaque ligne du corpus ex-
pertisé comme une instance positive ou négative. Chaque ligne est représentée sous forme d’un
vecteur booléen dont chaque élément identifie la présence ou l’absence d’un des descripteurs
autour de la ligne. Ainsi, nous obtenons un jeu de données d’apprentissage en fonction des
descripteurs. Ensuite, un processus d’apprentissage automatique supervisé fondé sur une mé-
thode de classification peut être appliqué. Cela permet de créer un modèle de classification
des lignes de corpus en deux classes (début de segment / non début de segment). Ce modèle
de classification sera ultérieurement utilisé afin d’associer les lignes d’un nouveau corpus non
expertisé à une des classes positive ou négative.

3 Acquisition des descripteurs
Nous cherchons à identifier des patrons syntaxiques qui différencient une ligne marquant le

début d’une unité logique des autres lignes. La figure 1 représente un exemple de deux unités
logiques dans les fichiers logs. Les lignes surlignées représentent le début de deux unités. De
manière simple, nous pouvons caractériser le début de cette unité logique par un patron tel que
"<- - -><string><fin :>" qui signifie une ligne commençant par une série de "-", suivi par une
chaîne de caractères fini par un " :". Nous considérons ce patron comme un descripteur.

FIG. 1 – Deux unités logiques dans un fichier logs.

Pourtant, nous avons besoin d’un ensemble de descripteurs car un seul ne suffit pas pour ca-
ractériser pertinemment une DL. Nous cherchons également à concevoir une méthode auto-
matique d’acquisition des descripteurs. Ainsi, nous avons décidé d’utiliser les n-grammes pour
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caractériser le début des unités logiques. Dans le domaine du TAL (Traitement Automatique du
Langue), un n-grammes correspond à une série d’items dans un texte où les items peuvent être
des lettres ou des mots. Les n-grammes sont souvent utilisés comme des descripteurs dans des
tâches de classification de documents textuels (Tan et al., 2002). Les n-grammes permettent
de modéliser le contenu ainsi que l’enchainement des mots dans un document. Par exemple,
en extrayant les tri-grammes (de lettres) dans la première ligne surlignée de la figure 1, nous
obtenons "---", "---", " De", "sig", "n S", "tat", "ist", "ics", ":". Or, dans notre
contexte, nous ne nous intéressons qu’à la structure des documents. Cela signifie que nous ne
cherchons pas à identifier les unités logiques selon leur contenu (les mots ou les lettres) mais
selon leurs structures textuelles (les ponctuations, les symboles, les mises en page, etc.). Cette
nécessité nous a conduit à définir et proposer un nouveau type original de grammes que nous
appelons vs-grammes généralisés. Ainsi, un vs-grammes est une série de caractères alphanu-
mériques et non-alphanumériques défini de la manière suivante :

– si le gramme contient une série de caractères alphanumériques, il se termine par un caractère
non-alphanumérique 1. Le gramme suivant commence par le caractère non-alphanumérique.

– si le gramme commence par une série de caractères non-alphanumérique, il se termine par un
caractère alphanumérique. Le gramme suivant commence par le caractère alphanumérique.

En prenant l’exemple précédent (figure 1), nous obtenons les vs-grammes suivants sur le pre-
mier segment : "------ D", "Design Statistics :". Contrairement aux tri-grammes
précédemment extraits, les vs-grammes modélisent bien la composition des caractères dans
cette ligne. Autrement dit, ces vs-grammes expriment une composition de caractères telle
qu’une chaîne de "-" suivie par une lettre et une chaîne de lettres terminant par un " :", ce
qui marque le début d’une unité logique dans les fichiers logs. Les vs-grammes sont toujours
sensibles au contenu des textes. Par exemple, ici, le deuxième vs-gramme extrait, présente
une série de lettres composée des mots "Design" et "Statistics". Or, la connaissance
essentielle à prendre en compte est la présence d’une chaîne de lettres. De la même manière,
le nombre de "-" dans l’autre vs-grammes n’est pas informatif. C’est la raison pour laquelle
nous généralisons les vs-grammes en remplaçant les suites de lettres et de symboles par leurs
équivalents en expression régulière. Ainsi, sur cet exemple, nous obtenons les vs-grammes
généralisés suivants : "\-+ \w+", "\w+ :". Nous constituons l’ensemble des descripteurs en ex-
trayant des vs-grammes généralisés dans une fenêtre de lignes autour des lignes marquant le
début des unités logiques. Ainsi, en prenant le premier segment de la figure 1, nous obtenons
les descripteurs suivants : D1(\-+ \w+, 0), D2(\w+ :, 0), D3(\w+ \s+ :, -2) et D4( : \w+, -2).
Pour chaque descripteur, le chiffre après le patron représente le numéro de ligne dans la fe-
nêtre. Le zéro correspond à la ligne même du début de segment. Nous procédons de la même
manière pour les autres lignes marquant les DL afin de créer l’ensemble des descripteurs.

4 Expérimentations
Nous avons évalué la performance de notre approche en terme de précision et de rappel du

modèle de classification. Le corpus d"apprentissage est constitué de 19 fichiers logs différents
issus du monde industriel. Les fichiers logs contiennent des données réelles et sont différents
en terme de contenu et surtout de structure. Le corpus d’apprentissage est de taille 1.1 Mo
et contient au total 19638 lignes. Nous présentons ici les résultats obtenus en utilisant les al-
gorithmes de classification qui ont donné les meilleurs résultats : l’arbre de décision C4.5 et

1. Les espaces s’ajoutent systématiquement aux grammes.
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KPPV. Pour appliquer les algorithmes, nous utilisons les implémentations intégrées au logiciel
WEKA. Afin d’évaluer la performance de classification, nous utilisons la méthode de vali-
dation croisée (10 niveaux). Le tableau 1 présente la performance des classifieurs. Avec les

Classe Précision Rappel F-Score
Pos 0.92 0.74 0.82
Neg 0.96 0.98 0.97

Classe Précision Rappel F-Score
Pos 0.94 0.75 0.84
Neg 0.97 0.98 0.97

TAB. 1 – Performance de classification - C4.5 (Gauche) et KPPV (Droite)

KPPV, nous obtenons une précision égale à 0.94 dans la classe positive et égale à 0.97 dans la
classe négative. Selon les résultats obtenus, nous argumentons que les vs-grammes généralisés
représentent bien les caractéristiques syntaxiques des unités logiques d’un document.

5 Conclusions
Nous avons présenté une approche de segmentation des fichiers logs (les textes ayant des

unités logiques complexes) fondée sur l’apprentissage supervisée. Dans notre approche nous
avons constitué un ensemble de descripteurs où chacun présente une des caractéristiques syn-
taxiques des unités logiques. Afin de créer l’ensemble des descripteurs, nous avons proposé
une méthode d’acquisition automatique des descripteurs qui utilise les vs-grammes généra-
lisés présentés dans cet article. Nous avons réussi à reconnaître les unités logiques avec un
F-Score égal à 0.84.
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Summary
In the segmentation method called discourse passages, the recognition of logical divisions

in documents is essential. It is more difficult in the documents with logical units different from
those found in classic texts such as paragraph or section. This is due to the fact that such
classic logical units are not significant in some specialized documents such as log files that
are studied in this article. Thus, we propose an automatic method to characterize the complex
logical units found in this type of document according to their syntactic characteristics. Then, a
supervised learning process is in place in order to recognize the logical units according to their
characteristics. Experimental results on the recognition of complex logical units in the log files
from the industrial world are encouraging.
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Résumé. Nous présentons une stratégie d’extraction automatique de théma-
tiques, à partir d’un corpus de documents textuels, basée sur les méthodes d’ana-
lyse des données symboliques. L’originalité de la méthode est qu’elle découvre
les thèmes importants avec des outils de classification et de visualisation adaptés
aux données symboliques, en partant des données brutes sans utiliser des règles
lexicales. Cette stratégie est appliquée à un corpus de documents issus d’appels
téléphoniques reçus par le service clientèle d’une grande société.

1 Introduction
L’extraction de thématiques à partir des données issues de conversations téléphoniques est

une tâche délicate surtout du fait du nombre important de mots qui peuvent apparaitre dans
le corpus. Afin d’exploiter ces données, nous avons mis en œuvre une stratégie qui tire profit
des méthodes d’Analyse de Données Symboliques (ADS) (Diday, 2008). Ces méthodes offrent
une alternative puissante aux méthodes classiques en décrivant les unités statistiques par des
données dites symboliques conservant la variation interne des individus qui les composent.

Cet article s’organise en quatre sections. La première offrira une brève présentation de
l’état de l’art de l’extraction des thématiques à partir d’un corpus issu de la retranscription
d’appels téléphoniques. La deuxième section présentera la stratégie symbolique mise en œuvre.
Les résultats de l’application de la stratégie sont présentés dans la troisième section. Enfin, la
quatrième section comportera la conclusion et quelques perspectives.

2 Extraction de thématiques à partir d’appels téléphoniques
L’extraction d’information à partir d’un corpus issu de la retranscription de conversations

téléphoniques est un domaine d’application important des études de text-mining. Il existe plu-
sieurs travaux qui ont été élaborés pour résoudre ce type de problèmes. La plupart de ces tra-
vaux propose une combinaison entre l’étude lexicale et celle statistique du corpus afin d’obtenir
un résultat satisfaisant. Parmi ces travaux, nous pouvons citer (Bozzi et al., 2009) et (Cailliau
et Poudat, 2008).
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Est-il possible de trouver les thématiques, contenues dans ce type de corpus, sans utiliser
l’analyse lexicale ? En utilisant les méthodes et outils d’ADS nous avons mis en œuvre une
stratégie d’extraction de thématiques basée uniquement sur l’étude statistique d’un corpus de
conversations téléphoniques permettant de répondre par l’affirmative à cette question.

3 Stratégie basée sur l’ADS

Notre stratégie est basée sur l’utilisation d’une méthodologie symbolique appliquée di-
rectement aux données textuelles brutes. Ainsi, aucun traitement sémantique préalable n’est
appliqué aux données. Les principales étapes de notre stratégie sont :

– La construction des données symboliques à partir des données initiales représentées par
un tableau qui associe les documents à leurs mots. Cette étape est faite à travers :
– La description des "documents" (considérés comme les concepts au sens de l’ADS)

par la distribution de leurs mots pondérés par le TF*IDF 1.
– La classification des documents en utilisant le module "ClustSyr" du logiciel SYR 2.

Ce module implémente l’extension de l’algorithme des nuées dynamiques recou-
vrantes, de type OKM (Cleuziou, 2008), aux données symboliques.

– La description des mots par leurs distributions dans les classes de documents pondé-
rées par le TF*IDF et leur classification en utilisant "ClustSyr".

– La sélection des mots caractéristiques de chaque classe de mots en utilisant le module
"HistSyr" du logiciel SYR. Ce module implémente une méthode qui permet de sélec-
tionner les k modalités les plus discriminantes des concepts. Cette sélection est faite en
cherchant pour chaque concept les modalités qui le différencient par rapport aux autres.

– L’épurage visuel des classes de mots qui consiste en la suppression des classes de mots
jugées non pertinantes par l’analyste. Cette étape est réalisée grâce à l’utilisation du mo-
dule "NetSyr" du logiciel SYR. Ce module implémente l’extention aux données sym-
boliques de l’analyse en composantes principales ; il permet aussi de représenter des
réseaux liant les classes de mots et de visualiser des partitions et des recouvrements.

– La labellisation des classes de mots retenues pour obtenir les thèmes. Cette étape est
faite par usage de NETSYR en donnant, manuellement de façon interactive, un label
illustratif à chaque classe de mots en se basant sur le sens de ces mots.

– La description des classes de documents par les thèmes induits des classes de mots.
– L’épurage visuel et la labélisation des classes de documents grâce à NetSyr.

4 Application sur les données réelles

En partant du fichier initial, contenant deux colonnes où l’une représente l’identifiant du
document et l’autre contient un mot, nous construisons les fichiers de données symboliques que
nous allons analyser. La figure 1 représente les étapes de construction des classes de documents
et des classes de mots (voir section 3). Afin de réduire le nombre de mots représentatifs des

1. Term Frequency-Inverse Document Frequency : c’est une méthode permettant d’évaluer l’importance d’un terme
contenu dans un corpus. Sa valeur est en fonction de la fréquence du mot dans le document et dans le corpus.

2. SYR : c’est un logiciel implémenté par la société Syrokko. Il offre un ensemble de modules qui facilitent l’ADS.
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différentes classes de mots, nous avons utilisé "HistSyr". Après cette étape, les classes de mots
sont décrites par 15 mots au maximum.

FIG. 1 – Méthodologie de création des tableaux de données symboliques de l’étude.

FIG. 2 – Projection des thèmes dans NetSyr et visualisation de leurs descriptions.

FIG. 3 – Exemple de description de la classe de documents "facture_ relevé_ date".

NetSyr a été ensuite utilisé pour l’épurage visuelle et la labellisation des classes de mots en
thèmes. Finalement, 25 thèmes ont été conservés, comme : Politesse_ contentement, vacances,
relance_ contencieux, etc. Dans NetSyr, les thèmes peuvent être positionnés les uns par rapport
aux autres et l’affichage d’un réseau permet de visualiser la proximité entre eux grâce à des
dissimilarités pouvant être calculées sur plusieurs axes au choix. Un clic sur chaque thème
permet d’avoir sa description détaillée sous forme d’histogramme (voir figure 2).
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En se basant sur les tableaux décrivant les classes de documents par leurs mots et les
thèmes par leurs mots, nous avons construit un tableau représentant les classes de documents
décrits par les thèmes. Ensuite nous avons appliqué la méthode "HistSyr" pour sélectionner les
thèmes les plus discriminants de chaque classe de documents. Enfin en utilisant NetSyr pour
l’épurage visuel nous avons obtenu 19 classes de documents à partir des 70. Ces classes de
documents sont décrites par leurs thèmes qui sont eux-mêmes décrits à un niveau inférieur par
la distribution de leurs mots (voir figure 3).

5 Conclusion
L’ADS ne prétend pas proposer sa propre stratégie indépendante de text-mining puisqu’elle

ne considère pas les aspects sémantiques qui sont une part considérable et indispensable d’une
telle étude. Elle peut cependant offrir une aide précieuse grâce aux possibilités offertes par ses
principes et ses outils dans l’étude logique de différents concepts sur plusieurs niveaux.

Une perspective immédiate aux travaux qui ont été présentés s’attachera au développe-
ment d’un algorithme permettant de faire automatiquement la classification et la sélection des
documents, des mots et des thèmes d’intérêt. Un tel algorithme constituerait une méthode de
co-clustering adaptée au traitement des données symboliques, dont les applications potentielles
dépasseraient le cadre des données textuelles.
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Summary
We present a strategy, based on symbolic data analysis methods, to automatically extract

thematic from a corpus of text documents. The originality of this method is the discovering
of the important themes using classification and visualization tools adapted to symbolic data,
without applying lexical rules to the initial data. This strategy is applied to a corpus of docu-
ments obtained by the transcription of conversations between customers and agents of a French
company.
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Résumé. Ce travail présente une version batch de l’algorithme SOM pour des
données de type intervalle avec pondération automatique des variables. Des ap-
plications sur des tableaux de données de type intervalle montrent l’intérêt de
cet algorithme.

1 Introduction
Dans un tableau de données chaque cellule contient soit une valeur numérique (corres-

pondant à une variable quantitative) soit une catégorie (ordonnée ou non) correspondant à
une variable qualitative. L’analyse des données symboliques (Bock et Diday, 2000) a introduit
des nouvelles variables dites “symboliques” qui permettent de tenir compte de la variabilité
et/ou de l’incertitude présente dans les données. Par conséquent, dans un tableau de données
symboliques une cellule peut contenir un intervalle, un ensemble de catégories ou encore une
distribution de poids (fréquences).

Les variables de type intervalle sont souvent rencontrées dans la pratique : un intervalle
peut décrire la plus petite et la plus grande valeur d’une mesure concernant un individu pendant
une journée ou encore l’étendue des salaires dans une entreprise. Il peut aussi indiquer que
la valeur exacte d’une mesure ne peut pas être obtenue, mais que cette valeur est dans cet
intervalle.

Les cartes de Kohonen (Kohonen, 1994), nommées SOM, sont une des méthodes de classi-
fication non supervisées les plus utilisées car elles réalisent en même temps un partitionement
des objets et réduit la dimensionalité de l’espace de représentation de ces objets. De plus elles
ont la capacité de produire des représentations structurées des classes obtenues en réalisant un
positionnement spatial des prototypes de ces classes.

Nous nous intéressons à l’extension des cartes auto-organisatrices de Kohonen aux données
de type intervalle. Une extensions de la version stochastique des cartes SOM pour données de
type intervalle a été proposé par Bock (2003). Nous proposons ici une extension de la version
batch des cartes auto-organisatrices de Kohonen introduite par Badran et al. (2005) pour des
données de type intervalle avec pondération automatique des variables.

Pour montrer l’intérêt de cet algorithme, nous l’appliquons à trois tableaux de données de
type intervalle décrivant, respectivement, des espèces de poisson, des modèles de voitures et
quelques villes de la planète.
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2 Une version batch de l’algorithme SOM pour des données
de type intervalle

Soit E = {e1, . . . , en} l’ensemble des individus, chaque individu étant représenté par
un vecteur d’intervalles xi = (xi1, . . . , xip) (i = 1, . . . , n), où xij = [aij , bij ] ∈ = =
{[a, b] : a, b ∈ <, a ≤ b}. Chaque neurone de la carte auto-organisatrice est représenté
par un prototype décrit par un vecteur d’intervalles wr = (wr1, . . . , wrp) (r = 1, . . . ,m), où
wrj = [αrj , βrj ] ∈ =.

Notre version de l’algorithme SOM pour des données de type intervalle avec pondération
automatique des variables, basé sur la version batch de SOM (Badran et al., 2005), alterne
iterativement trois étapes (représentation, pondération et affectation). Dans chacune de ces
étapes tous les objets de E sont présentés à la carte auto-organisatrice. La fonction de coût de
cet algorithme est donnée par :

J =
n∑
i=1

m∑
r=1

KT (δ(f(xi), r)) d2λr (xi,wr) (1)

où

d2λr
(xi,wr) =

p∑
j=1

λrj [(aij − αrj)2 + (bij − βrj)2] (2)

est le carré d’une distance Euclidienne adaptative (Diday et Govaert, 1977; De Carvalho et Le-
chevallier, 2009) entre vecteurs d’intervalles parametrisé par un vecteur de pondération λr =
(λr1, . . . , λrp) sur les variables. Les vecteurs de pondération λr (r = 1, . . . ,m) changent à
chaque iteration et sont différent d’un neurone pour un autre.

f est la fonction d’identification qui est définie de E dans {1, , . . . ,m}. Cette fonction
associe à chaque objet de E sa classe d’appartenance.

KT est la fonction de voisinage des cartes auto-organisatrices, la valeur depend de la
proximité topologique des deux classes et du paramètre T qui joue le rôle d’une tempéra-
ture. La proximité topologique est souvent mesurée par une distance δ définie a priori entre
deux classes.

La fonction

dTΛ(xi,wf(xi)) =
m∑
r=1

KT (δ(f(xi), r)) d2λr (xi,wr) (3)

est une somme pondérée de distances entre cet objet xi et l’ensemble des prototypes wr ∀r =
1, . . . ,m.

Pour T étant fixé, J est minimisée itérativement en trois étapes : représentation, pondéra-
tion et affectation.

Dans l’étape de représentation, la fonction d’identification f et la matrice de pondération
Λ sont fixées. La matrice de pondération Λ est composée des m vecteurs de pondération λr =
(λr1, . . . , λrp). La fonction de coût J est minimisée par rapport aux prototypes. Les compo-
santes wrj = [αrj , βrj ] (j = 1, . . . , p) du prototype wr = (wr1, . . . , wrp) sont calculées pour
chaque neurone par :
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αrj =

∑n
i=1K

T
(
δ(fT (xi), r)

)
aij∑n

i=1K
T [δ(fT (xi), r)]

et βrj =
∑n
i=1K

T
(
δ(fT (xi), r

)
bij∑n

i=1K
T [δ(fT (xi), r)]

(4)

Dans l’étape de pondération, les prototypes et la fonction d’identification sont fixés. La
fonction de coût J est minimisée par rapport aux vecteurs de pondération λr = (λr1, . . . , λrp)
pour (r = 1, . . . ,m) sous les contraintes λrj > 0 et

∏p
j=1 λrj = 1. Les vecteurs de pondéra-

tion sont calculés par

λrj =
{
∏p
h=1

(∑n
i=1K

T (δ(f(xi), r))
[
(aih − αrh)2 + (bih − βrh)2

])
}

1
p∑n

i=1K
T (δ(f(xi), r)) [(aij − αrj)2 + (bij − βrj)2]

(5)

Dans l’étape d’affectation, les prototypes et la matrice de pondération sont fixés. La fonc-
tion de coût J est minimisée par rapport à la fonction d’identification f et chaque individu xi
est afecté au neurone le plus proche :

r = f(xi) = arg min
1≤h≤m

dTΛ(xi,wh) (6)

L’algorithme.
1) Initialisation

Fixer le nombre m de neurones ou classes, la fonction de distance topologique δ, la
fonction de voisinage KT avec Tmin et Tmax et le nombre d’iterations Niter. Faire
t← 0 et T = Tmax ;
Selectioner au hasard m prototypes distincts w(0)

r ∈ E (r = 1, . . . ,m) ;
Faire la carte L(m,W(0)), où W(0) = (w(0)

1 , . . . ,w(0)
m ) ;

Initialiser Λ(0)=(λ(0)
1 ,. . .,λ(0)

m ) avec λ
(0)
r = (1, . . . , 1) (r = 1, . . . ,m) ;

Affecté chaque individu xi au plus proche neurone (cluster) selon l’équation (6).
2) Étape 1 : Représentation.

Faire t← t+ 1 et T = Tmax(
Tmin

Tmax
)

t
Niter−1

Calculer les prototypes w(t)
r (r = 1, . . . ,m) selon l’équation (4)

3) Étape 2 : Pondération.
Calculer les composants λ(t)rj du vecteur de pondération λ

(t)
r (r = 1, . . . ,m; j = 1, . . . , p)

selon l’équation (5)
4) Étape 3 : Affectation. Affecter chaque individu xi (i = 1, . . . , n) au neurone le plus

proche selon l’équation (6) ;
5) Critère d’arret.

Se T = Tmin alors STOP ; sinon aller vers 2 (Étape 1 : Représentation).

3 Applications
Nous mesurons la performance de cet algorithme en termes de taux global d’erreur de clas-

sification, en le comparant avec la version sans pondération (sans l’étape 2), sur trois tableaux
de données symboliques (De Carvalho et Lechevallier, 2009). Le tableau poisson décrit 12 es-
pèces de poisson par 13 variables de type intervalle. Ces espèces sont groupées en 4 classes a
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priori ayant respectivement, 4, 4, 2 et 2 espèces. Le tableau voiture décrit 33 modèles de voi-
tures par 8 variables de type intervalle. Ces modèles sont groupées en 4 classes a priori ayant,
respectivement, 10, 8, 7 et 8 modèles. Enfin, le tableau température décrit 35 villes par 12 va-
riables de type intervalle. Ces villes sont groupées en 2 classes a priori ayant, respectivement,
15 et 20 individus. Dans cette application les paramètres de l’algorithme ont été les suivants :
NIter = 500 ; δ : distance Euclidienne ; fonction noyau KT (δ(c, r)) = exp(− (δ(c,r))2

2T 2 ). La
structure a priori est une grille à deux dimensions de taille 2× 3, 2 × 5 et 2 × 8, pour, respec-
tivement, les tableaux de données poisson, voiture et température. L’algorithme a été exécuté
100 fois et le meilleur résultat a été choisi selon la fonction de coût J . La Table 1 montre les per-
formances de l’algorithme SOM sans (S.P.) et avec (A.P.) pondération appliqué à ces tableaux
de données pour des différentes valeurs des paramètres Tmin et Tmax. Les bons résultats sur
ces tableaux de données montrent l’intérêt de la pondération automatique des variables.

TAB. 1 – Taux global d’erreur de classification

Poisson Voiture Température
Tmin : Tmax S.P A.P S.P A.P S.P A.P

0.1 : 1.0 0.416 0.416 0.333 0.181 0.000 0.000
0.2 : 2.0 0.416 0.250 0.212 0.181 0.000 0.000
0.3 : 3.0 0.416 0.250 0.242 0.181 0.000 0.000
0.4 : 4.0 0.416 0.250 0.303 0.212 0.000 0.000
0.5 : 5.0 0.333 0.333 0.303 0.303 0.000 0.000
0.6 : 6.0 0.500 0.416 0.333 0.181 0.000 0.000
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Summary
This paper gives an adaptation of the self-organizing maps for interval-valued data with

automatic weighting of the interval-valued variables. This algorithm is applied to interval-
valued data sets in order to show its usefulness.
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Résumé. Cet article propose une adaptation des cartes auto-organisatrices per-
mettant d’utiliser simultanément plusieurs tableaux de dissimilarités. Nous mon-
trerons l’interêt de cet algorithme en l’appliquant à la classification automatique
des deux jeux de données de l’UCI http://archive.ics.uci.edu/ml.

1 Introduction

Les cartes de Kohonen (Kohonen, 1994), nommées SOM, sont une des méthodes de clas-
sification automatique les plus utilisées car elles réalisent en même temps un partitionement
des objets et réduit la dimensionalité de l’espace de représentation de ces objets. De plus elles
ont la capacité de produire des représentations structurées des classes obtenues en réalisant un
positionnement spatial des prototypes de ces classes.

Cet article introduit une adaptation des cartes auto-organisatrices à un ensemble d’objets
décrits par plusieurs tableaux de dissimilarités. Elle est basée sur l’algorithme des cartes auto-
organisatrices appliqué à un tableau unique de dissimilarité (El Golli et al., 2006) et sur l’al-
gorithme des nuées dynamiques utilisant les distances adaptatives (Diday et Govaert, 1977;
De Carvalho et Lechevallier, 2009).

L’idée générale est que chaque matrice de dissimilarités joue un rôle collaboratif (Pedrycz,
2002) dans le processus de consensus (Leclerc et Cucumel, 1987) afin d’obtenir une partition
unique. L’influence de ces différentes matrices de dissimilarités n’est pas identique pour la
recherche des classes de la partition finale. Cette pertinence est quantifiée par un vecteur ou
une matrice de poids associé à chaque classe et à chaque matrice de dissimilarités qui est mise
à jour par un apprentissage tout au long du déroulement de l’algorithme.

Pour montrer l’interêt de cet algorithme, nous l’appliquons à la classification automatique
des deux jeux de données de l’UCI (Frank et Asuncion, 2010).
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2 Une version batch de l’algorithme SOM sur les matrices
de dissimilarités

Soient E = {e1, . . . , en} un ensemble de n objets ou exemples et p matrices de dissimi-
larités D1, . . . ,Dj , . . . ,Dp définies sur E. Dans notre approche nous supposons que tous les
prototype gl des classes Cl appartiennent à l’ensemble des objets E, i.e., gl ∈ E ∀l = 1, . . . , c,
où c est le nombre de classes fixé a priori.

Notre algorithme de partitionnement, basé sur la version batch de SOM, alterne iterative-
ment trois étapes (représentation, pondération et affectation). Durant chacune de ces étape tous
les objets de E sont présentés à la carte auto-organisatrice. La fonction de coût optimisée par
notre algorithme est donnée par :

J =
n∑
i=1

c∑
l=1

KT [δ(f(ei), l)]Dλl(ei, gl) =
n∑
i=1

c∑
l=1

KT [δ(f(ei), l)]
p∑
j=1

λljd
2
j (ei, gl) (1)

où
– Dλl

(ei, gl) =
∑p
j=1 λljd

2
j (ei, gl est la dissimilarité entre un objet ei de E et le proto-

type gl ∈ E de la classeCl paramétrisé par le vecteur de pondération λl = (λl1, . . . , λlp),
– λlj est la pondération associée à la matrice de dissimilarité Dj pour la classe Cl,
– dj(ei, gl) est la mesure de dissimilarité locale dj liée à la matrice Dj entre un exemple
ei et le prototype de la classe gl ∈ E.

– f est la fonction d’identification qui est définie de E dans {1, , . . . , c}. Cette fonction
associe à chaque objet de E sa classe d’appartenance.

– δ(k, l) est la proximité topologique sur la grille entre la classe Ck et la classe Cl.
– T = Tmax( Tmin

Tmax
)

t
Niter est une fonction décroissante du nombre d’itérations t déja réa-

lisées.
– KT est la fonction de voisinage des cartes auto-organisatrices, la valeur depend de la

proximité topologique δ entre les deux classes et du nombre T .
Si la fonction de voisinage KT (a, b) est égale à 1 si a = b et 0 sinon alors la fonction de

coût est égale à la fonction de coût de la méthode K-Medoid (Kaufman et Rousseeuw, 1990).
Dans les autres cas la fonction d(Λ, T)

d2
(Λ, T)(ei, gf(ei)) =

c∑
l=1

KT [δ(f(ei), l)]Dλl(ei, gl) =
p∑
j=1

c∑
l=1

KT [δ(f(ei), l)]λljd2
j (ei, gl)

(2)
est une somme pondérée de distances entre cet objet ei et l’ensemble des prototypes gl ∈
E ∀l = 1, . . . , c sur l’ensemble des matrices de dissimilarités D1, . . . ,Dj , . . . ,Dp définies sur
E.

Pour T = étant fixé, la fonction de coût J est minimisée itérativement en fonction des trois
étapes suivantes : représentation, pondération et affectation.

Dans l’étape de représentation, la fonction d’identification f et la matrice de pondération
Λ sont fixées. La matrice de pondération Λ est composée des c vecteurs de pondération λl =
(λl1, . . . , λlp).
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La fonction de côut J est minimisée par rapport aux prototypes. Le prototype gl de la classe
Cl est l’objet em ∈ E qui minimise le critère J , d’où :

m = arg min
1≤h≤n

n∑
i=1

KT [δ(f(ei), l)]
p∑
j=1

λljd
2
j (ei, eh) (3)

Dans l’étape de pondération, les prototypes gl ∈ E ∀l = 1, . . . , c et la fonction d’identi-
fication f sont fixés.

La fonction de coût J est minimisée par rapport aux vecteurs de pondération λl = (λl1, . . . , λlp)
pour (l = 1, . . . , c) sous les contraintes λlj > 0 et

∏p
j=1 λlj = 1.

Les vecteurs de pondération sont calculés par

λ
(t)
lj =

{∏p
h=1

(∑n
i=1K

T [δ(f(ei), l)]d2
h(ei, gl)

)} 1
p∑n

i=1K
T [δ(f(ei), l)]d2

j (ei, gl)
(4)

Dans l’étape d’affectation, les prototypes gl ∈ E ∀l = 1, . . . , c et la matrice de pondéra-
tion Λ sont fixés.

La fonction de coût J est minimisée par rapport à la fonction d’identification f et chaque
objet ei est affecté à la classe ou au neurone le plus proche :

r = f(ei) = arg min
1≤h≤c

c∑
l=1

KT [δ(h, l)]
p∑
j=1

λljdj(ei, gl) (5)

L’algorithme.
1) Initialisation :

Fixer le nombre c de neurones ou classes, la fonction de distance topologique δ, la fonc-
tion de voisinage KT avec Tmin et Tmax et le nombre maximum d’iterations Niter.
Selectioner au hasard c objets de E qui seront les prototypes g(0)

l ∈ E (l = 1, . . . , c) ;
Initialiser la matrice de pondération λl

(0) = (1, . . . , 1) (l = 1, . . . , c) ;
Faire t← 0 puis calculer T ;
Affecter chaque individu ei au neurone le plus proche selon l’équation (5).

2) Étape 1 : Représentation.
Faire t← t+ 1
Calculer les prototypes g(t)

l (l = 1, . . . , c) selon l’équation (3)
3) Étape 2 : Pondération.

Calculer les composants λ(t)
rj la matrice de pondération λ

(t)
l (l = 1, . . . , c; j = 1, . . . , p)

selon l’équation (4)
4) Étape 3 : Affectation.

Affecter chaque individu ei (i = 1, . . . , n) à la classe la plus proche selon l’équation (5)
définir la fonction d’identification f .

5) Critère d’arrêt.
puis calculer T si t = Niter alors STOP ; sinon aller vers 2 (Étape 1 : Représentation).
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3 Application aux jeux de données “iris” et “thyroid”
Nous considérons ici deux jeux de données quantitatives de l’UCI “machine learning re-

pository” : “iris” (150 individus, 4 variables et 3 classes de 50 individus) et “thyroid” (215
individus, 5 variables et 3 classes avec 150, 35 et 30 individus). Les parametres de l’algo-
rithme ont été les suivantes : NIter = 500 ; Tmax = 2 ; Tmin = 0.2 ; grille de taille 2 × 5 = 10
neurones. La fonction noyau a été KT (δ(c, r)) = exp(− (δ(c,r))2

2T 2 ) et δ est la distance Eucli-
dienne. Deux tableaux de dissimilarités ont été calculés à partir des deux tableaux originaux en
utilisant la distance euclidienne sur toutes les variables. L’algorithme décrit dans El Golli et al.
(2006) a été appliqué à ces tableaux de dissimilarité. Ensuite, nous avons créé, respectivement,
4 et 5 tableaux de dissimilarités en utilisant la distance euclidienne, respectivement, sur cha-
cune des 4 et 5 variables quantitatives des jeux de données “iris” et “thyroid”. L’algorithme
introduit dans cet article a été appliqué aux 3 et 4 tableaux de dissimilarités simultanement.

Ces algorithmes ont été executés 100 fois et le meilleur résultat, selon la fonction de coût,
a été choisi. Les partitions finales en 10 classes données pour chacun de deux algorithmes a
été comparé avec la partition a priori en 3 classes de chaque jeux de données. Le critère de
comparaison a été l’indice corrigé de Rand (CR). Pour l’algorithm décrit dans El Golli et al.
(2006), les résultats ont étĺes suivantes : CR = 0.428 (“iris”) et CR = 0.364 (“thyroid”). Pour
l’algorithme introduit dans cet article : CR = 0.462 (“iris”) et CR = 0.634 (“thyroid”). Les
résultats obtenus sur ces deux exemples montrent l’interêt de la méthode proposée.
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Summary
This paper gives an adaptation of the self-organizing maps which takes into account simul-

taneously several dissimilarity matrices. This algorithm is applied to two data sets from the
UCI machine learning repository in order to show its usefulness.
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1 Introduction

La classification non supervisée (ou clustering) est un outil important en analyse explo-
ratoire de données non étiquetées, mais un problème extrêmement difficile. Il existe de nom-
breuses méthodes de classification non supervisée. En particulier, les algorithmes de “classifi-
cation à deux niveaux” procèdent en deux phases pour identifier les groupes dans une base de
données. Dans la première phase du processus, l’algorithme estime des référents représentant
des micro-groupes. Dans la deuxième phase, les partitions associées à chaque référent sont
utilisées pour former la classification finale des données en utilisant une méthode de classi-
fication traditionnelle. Cependant, le déroulement séquentiel des deux niveaux s’accompagne
inévitablement d’une perte d’information sur la structure des données. L’objectif de ce travail
est donc de proposer une méthode de classification à deux niveaux simultanés, qui s’appuie
sur l’apprentissage d’une SOM (Self Organizing Map : Kohonen (2001)) tout en conservant le
maximum d’information sur la structure des données. Pour cela nous proposons de détecter la
structure des données pendant l’apprentissage de la SOM.

2 Classification guidée par le voisinage et la densité

Nous proposons une approche basée à la fois sur la distance et sur la détection des modes
de densités, s’appuyant sur le fait qu’un regroupement de données peut être défini comme une
région de l’espace de représentation localement dense en données, entourée par une région
de faible densité (Ultsch, 2005; Pamudurthy et al., 2007). Cette approche est particulièrement
efficace lorsque les groupes se touchent ou en présence de bruit. Elle est aussi efficace pour la
détection des groupes non convexes. De plus, la méthode proposée regroupe automatiquement
les données, c’est-à-dire que le nombre de groupes est déterminé automatiquement pendant le
processus d’apprentissage, aucune hypothèse a priori sur le nombre de groupes n’est exigée.
Cette approche a été évaluée sur un jeux de problèmes fondamentaux représentant différentes
difficultés pour la classification et montre d’excellents résultats comparé aux approches clas-
siques.

L’algorithme DS2L-SOM (Density-based Simultaneous 2-Level – SOM : Cabanes et Ben-
nani, 2008) apprend simultanément les prototypes (référents) d’une carte auto-organisatrice et
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sa segmentation en utilisant à la fois des informations sur les distances et la densité des don-
nées. Chaque connexion de voisinage est associée à une valeur réelle v qui indique la perti-
nence de la connexion entre deux neurones. Ainsi, à la fin de l’apprentissage, un ensemble
de prototypes inter-connectés sera une bonne représentation de sous-groupes bien séparés de
l’ensemble des données. Nous proposons en outre d’associer à chaque unité j une estimation
de la densité locale des données Dj , de manière à détecter les fluctuations de densité qui défi-
nissent les frontières entre groupes en contact. Pour chaque donnée, cette valeur de densité sera
augmentée pour tous les prototypes, en fonction de la distance euclidienne entre le prototype
et les données.

A la fin du processus d’apprentissage, nous utilisons un algorithme de raffinement qui uti-
lise les informations de connexions et de densités pour détecter les groupes (voir Figure 1). Les
neurones qui sont reliés par des connexions de voisinage tels que v > 0 définissent des groupes
bien distincts. Nous utilisons alors une méthode de “Watersheds” (Vincent et Soille, 1991) sur
la carte de la densité de chacun de ces groupes pour détecter les zones de faible densité à l’in-
térieur des groupes bien séparés, de façon à caractériser les sous-groupes définis par la densité.
Nous utilisons pour chaque paire de sous-groupes adjacents un indice “densité-dépendant”
(Yue et al., 2004) pour déterminer si une zone de faible densité est un indicateur fiable de la
structure des données, ou si elle doit être considérée comme une fluctuation aléatoire de la
densité. On peut noter que, dans l’algorithme DS2L-SOM, l’estimation de la densité locale
des données est faite pendant la formation de la carte, c’est-à-dire qu’il n’est pas nécessaire de
conserver les données en mémoire.

(a) Données d’appren-
tissage

(b) Ensembles de pro-
totypes inter-connectés
(v > 0)

(c) Détection des
modes de densité (Dj )

(d) Détection des sous-
groupes

(e) Fusion des sous-
groupes non pertinents

(f) Données segmen-
tées

FIG. 1 – Algorithme de raffinement. Chaque prototype est représenté par un hexagone.

Les résultats expérimentaux sur des bases de données artificielles et réelles de grandes
dimensions montrent que DS2L-SOM est capable de retrouver sans erreur la classification
attendue et le bon nombre de groupes (voir Figure 2 pour un exemple).
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FIG. 2 – Exemples de classifications automatiques obtenues avec DS2L-SOM

3 Application
Nous avons souhaité appliquer nos nouvelles méthodes de classification non supervisée à

l’analyse de données issues de la recherche expérimentale, de façon à montrer son efficacité
pour l’extraction de connaissances dans ce domaine et la découverte de résultats scientifiques.
Notre objectif est l’étude de la dynamique d’un déménagement d’une colonie de fourmis. Nous
souhaitons caractériser et analyser l’évolution de l’ensemble de la colonie, comprendre com-
ment les fourmis agissent et répartissent leur rôle pendant le processus du déménagement. Pour
cela nous avons mis au point un dispositif de suivi RFID (Radio Frequency IDentification). Les
Tags RFID, collés sur chaque fourmi, peuvent être détectés par un lecteur RFID capable d’en-
registrer la présence d’un grand nombre de Tags en un seul scan et de les identifier (Cabanes
et al., 2008).

Le dispositif expérimental pour cette expérience est composé de deux nids de trois salles et
d’une zone de fourragement connectées linéairement par six tunnels (Figure 3). Chaque tunnel
est équipé de lecteurs RFID qui détectent le passage et la direction des individus taggés entre
les salles. La position d’un individu peut être déduite sans ambiguïté par l’information fournie
par les lecteurs dans les tunnels.

FIG. 3 – Le dispositif RFID expérimental et un exemple de détection enregistrée.

Au temps t = 0 nous ouvrons le premier nid et allumons une lampe à néon produisant
une lumière puissante (répulsive pour les fourmis), puis nous enregistrons le déplacement de
la colonie jusqu’à ce que la totalité du couvain ait été déplacée dans le second nid (environ 4
heures).

Dans le but de définir des patterns comportementaux et de détecter les changements de
comportement au fil du temps, nous appliquons l’algorithme DS2L-SOM sur des fenêtres tem-
porelles glissantes décrivant chaque séquence de déplacement individuel. A la fin du processus
d’apprentissage, huit groupes de patterns comportementaux apparaissent Ai(1 ≤ i ≤ 8). Les
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séquences d’activité de chaque fourmi ont été étiquetées en fonction de ces comportements,
puis des paramètres globaux ont été extraits, traçant le profil de la colonie de fourmis pendant
la phase de migration (Figure 4).

FIG. 4 – Évolution du nombre d’individus impliqués dans les différentes activités.

D’un point de vue éthologique, les résultats précédents sont d’une grande aide pour com-
prendre comment les tâches sont distribuées pendant le déménagement d’un nid. En fait, nous
obtenons une description très précise de la dynamique de l’ensemble de la colonie pendant
toutes les phases de la migration, ce qui nous permet d’émettre de fortes hypothèses au sujet
de la fonction des différents comportements pendant la phase de déménagement du nid.
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Summary
The work presented here concerns the development of approaches based on self-organizing

map (SOM) for the discovery and monitoring of class structures in the data. We also present
a real application for the monitoring of individuals in an RFID device. It is a study of the
spatiotemporal behavior of an ant colony during emigration.
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Abstract. Formal concept analysis (FCA) can be used for designing concept
lattices from binary data for knowledge discovery purposes. Pattern structures
in FCA are able to deal with complex data. In addition, this formalism provides
a concise and an efficient algorithmic view of the formalism of symbolic data
analysis (SDA).

1 Introduction
Many classification problems can be formalized by means of a formal context, a binary

relation between an object set and an attribute set indicating whether an object has or does
not have an attribute (see Ganter and Wille (1999)). According to the so-called Galois con-
nection, one may classify within formal concepts a set of objects sharing a same maximal set
of attributes, and vice-versa. Concepts are ordered in a lattice structure called concept lat-
tice within the Formal Concept Analysis (FCA) framework. FCA can be used for a number
of purposes like knowledge formalization and acquisition, ontology design, and data mining.
To handle complex data in FCA, pattern structures have been proposed as a generalization of
formal contexts to complex data (see Kuznetsov (2009); Kaytoue et al. (2011)). On the other
hand, Symbolic Data Analysis (SDA, see Bock and Diday (2000)) aims at analyzing data such
as numbers, intervals, sets of discrete values, etc. An object is described by a vector of values
with each dimension corresponding to a variable, and each variable may be of different type. In
Brito (1994); Brito and Polaillon (2005), the problem is addressed of building concept lattices
by formalizing “symbolic objects” in SDA and properly defined Galois connections between
these symbolic individuals and their descriptions. The links between the FCA and SDA ap-
proaches still remain unclear. Although both methods show the same behavior when working
on the same data, the goal of this paper is to discuss how the SDA formalism for building con-
cept lattices can be taken into account in FCA in a universal way, to facilitate comprehension
and future extension (see also Agarwal et al. (2011)).

The paper is organized as follows. Section 2, 3 respectively present SDA, and pattern
structures. Both approaches are compared and discussed in Section 4. Limited by space, we
assume that the reader is familiar with FCA (see Ganter and Wille (1999)).
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2 Symbolic Galois Lattices in Symbolic Data Analysis
y1 y2

ω1 [75, 80] [1, 2]
ω2 [60, 80] [1, 1]
ω3 [50, 70] [2, 2]
ω4 [72, 73] [1, 2]

TAB. 1 –

The formalism of “Symbolic Data Analysis” was introduced
and fully described (among others) in Brito (1994); Brito and
Polaillon (2005). Due to place restrictions, we will not go into
the details of SDA and we will briefly introduce some basic
elements necessary for understanding this paper with the help
of an example, see Table 1. Let Ω = {ω1, ω2, ω3, ω4} be a
set of objects described by two variables y1 with range O1 =
{[75, 80], [60, 80], [50, 70], [72, 73]} and y2 with range O2 = {[1, 2], [1, 1], [2, 2]}. Then (y1 ⊆
[70, 80]) can be considered as an “intensional description” –or elementary symbolic object–
whose “extension” is the set {ω1, ω4}. Then an “assertion object” –that could be termed as
a (generalized) symbolic object– is a conjunction of such elementary symbolic objects. For
example, d1 = (y1 ⊆ [60, 80]) ∧ (y2 ⊆ [1, 2]) describes the set ext(d1) = {ω1, ω2, ω4}.

A partial ordering between description can be defined as follows: if d1 and d2 are two
(generalized) intensional descriptions, then d1 ≤ d2 ⇔ ext(d1) ⊆ ext(d2). Further, Galois
connections can be defined between ℘(Ω) and A depending on the choice of a “generalization
operator” for building the upper bound of two assertions objects (see Brito (1994); Brito and
Polaillon (2005)).

3 Pattern Concept Lattices

Pattern structures are introduced in Ganter and Kuznetsov (2001) in full compliance with
FCA and can be thought of as a “generalization” of formal contexts to complex data from
which a concept lattice can be built without any a priori scaling.

Formally, let G be a set of objects, (D,u) be a semi-lattice of object descriptions, and
δ : G → D be a mapping. (G, (D,u), δ) is called a pattern structure. Elements of D
are called patterns and are ordered by ordering relation v, i.e. given c, d ∈ D, we have
c v d⇐⇒ cud = c. We use the operator (.)� to derive the following images, where operator
(.)� corresponds to operator (.)

′
in standard FCA:

A� =
d

g∈A δ(g), for any A ⊆ G,
d� = {g ∈ G | d v δ(g)}, for any d ∈ (D,u)

These operators form a Galois connection between (P(G),⊆) and (D,v). (.)�� is a
closure operator. Pattern concepts of (G, (D,u), δ) are pairs of the form (A, d), A ⊆ G,
d ∈ D, such that A� = d and A = d�, and d is called a pattern intent while A is a pattern
extent. When partially ordered by (A1, d1) ≤ (A2, d2) ⇔ A1 ⊆ A2 (⇔ d2 v d1), the set of
all pattern concepts forms a complete lattice called a pattern concept lattice. An example is
given in the next section. Standard FCA algorithms need slight modification to compute the
pattern concept lattice, see e.g. Ganter and Kuznetsov (2001); Kaytoue et al. (2011).
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y1 y2 y3
g1 [75,80] [1,2] {a,b}
g2 [60,80] [1,1] {d,e}
g3 [50,70] [2,2] {a,c}
g4 [72,73] [1,2] {a}

TAB. 2 –

FIG. 1 – Pattern concept lattice designed from Table 2.

4 Symbolic Galois Lattices with Pattern Structures

SDA works on data tables where each column corresponds to a variable yi. Pattern struc-
tures consider (D,u) as corresponding to one variable in terms of SDA. Thus, given a set
Y = {y1, ..., yp} of p variables, we consider the direct product (D,u) = (Dy1 ,uy1) × ... ×
(Dyp ,uyp) of all semi-lattices (Dyi ,uyi) for each yi ∈ Y . (D,u) is a semi-lattice itself con-
taining all possible descriptions of objects and sets of objects, and corresponds to the set of
possible intensional descriptions in SDA. The partial orderingv in (D,u) is such that, for any
c, d ∈ D, c u d = c ⇐⇒ c v d. Then a pattern d ∈ D = (d1, ..., dp) is called a pattern
vector. For any c, d ∈ D: cud = (c1uy1 d1, ..., cpuyp

dp) and c v d⇔ ci vyi
di ∀i = 1...p.

A dimension i of a pattern vector corresponds to a variable yi which may have a differ-
ent type. For example, considering intervals, let us define define uy1 as interval convexifi-
cation, i.e. with a1, b1, a2, b2 ∈ R: [a1, b1] uy [a2, b2] = [min(a1, a2),max(b1, b2)] and
[a1, b1] vy [a2, b2] ⇔ [a1, b1] ⊇ [a2, b2]. Based on this partial ordering of descriptions, the
general Galois connection defined for pattern structures allows to compute pattern concepts
and lattices from heterogeneous data.

The example in Table 2 can be represented as a pattern structure (G, (D,u), δ) where
G = {g1, g2, g3, g4} and δ(g1) = ([75, 80], [1, 2], {a, b}). Descriptions contain two interval-
valued variables: y1 where ordering is based on interval intersection, y2 where ordering is
based on interval convexification, and one categorical multi-valued variable y3 where ordering
is based on inclusion. For example, {g1, g3}�� = ([50, 80], [2, 2], {a}) and {g1, g3}�� =
{g1, g3, g4}. Hence, ({g1, g3, g4}, ([50, 80], [2, 2], {a}) is a pattern concept of (G, (D,u), δ).

The links with SDA formalism are natural but the algorithmic machinery is not the same
at all: algorithms building pattern structures are very efficient and can easily build the SDA
lattices (see Kaytoue et al. (2011)), but the converse is not true. Moreover, pattern structures
consider object descriptions in their original form and propose any kind of partial ordering
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between descriptions (compare with intersection and union, the actual two types of partial
ordering in SDA).

5 Conclusion
Pattern structures allow to directly consider complex data, avoiding to represent descrip-

tions as symbolic/assertion objects. One general Galois connection is sufficient to consider
several data-types, hence it is not required to define a new Galois connection for different data-
types and description generalization operations (with union and intersection in SDA). Indeed,
the main core of pattern structures lies in defining an appropriate semi-lattice operation induc-
ing a partial order of descriptions. This is rather simple with numerical and categorical data as
illustrated in this paper.

Avoiding discretization and loss of information, generally leads to a great amount of con-
cepts. In SDA, it is shown how to reduce concept lattices to simpler hierarchies with reduction
techniques based on quality criteria defined in SDA, but this requires to work with a concept
lattice already computed, which can be bottleneck for very large databases. On the other hand,
pattern structures propose to project object descriptions to “simpler ones” before computation,
allowing to reduce the number of concepts. This gives interesting perspectives of research to
consider well studied SDA quality criteria within pattern structures.
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Résumé
L’analyse formelle de concepts (FCA) est utilisée pour construire des treillis de concepts à partir de

tables de données binaires pour des besoins de découverte de connaissances. Les structures de patrons en
FCA sont capables de prendre en compte des données complexes et de plus fournissent une vue concise
et algorithmique efficace sur le formalisme des objets symboliques (SDA).
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Résumé. Le cadre de ce travail est l’analyse de données par les treillis de Ga-
lois. Les données peuvent avoir des valeurs ordonnées, intervalles ou prendre
la forme de distribution de probabilités/fréquences. Elles sont traitées dans un
cadre commun par un opérateur de généralisation calculant les intensions par
intervalles. Pour les données de distribution, les concepts sont plus homogènes
et plus facilement interprétables que ceux obtenus précedemment.

1 Analyse de données par les treillis de Galois
Soit E un ensemble d’individus décrits par des variables quantitatives (réelles ou à va-

leurs intervalle), ordinales et modales. Les variables modales permettent d’associer à chaque
individu une distribution de probabilité/fréquence sur un ensemble fini de modalités.

L’utilisation des treillis de Galois en analyse des données est d’abord due à Barbut et Mon-
jardet (1970) et a largement été popularisée par Ganter et Wille (1999). Par la suite, des travaux
ont approfondi différents aspects, qui ne rentrent pas dans le cadre de ce papier. Soient deux
applications, f de A ⊆ E vers B ⊆ O, où O est l’ensemble des attributs, et g de B ⊆ O
vers A ⊆ E. Le couple (f, g) constitue une correspondance de Galois entre (P (E),⊆) et
(P (O),⊆). Un concept est un couple (A,B) où A ⊆ E,B ⊆ O,A = g(B) et B = f(A) ;
A est appelé l’extension, et B l’intension. Cette approche a été appliquée à des variables non
binaires sous condition préalable d’un recodage des données, ce qui augmente de façon prohi-
bitive la taille des données.

Brito (1994) a défini des correspondances de Galois pour des variables quantitatives (clas-
siques ou non). Cette approche permet de traiter directement les données sans recodage. Elle
a été étendue aux variables modales (Brito et Polaillon (2005)). Les variables ordinales ont
été traitées par Pfaltz (2007), utilisant une approche similaire à celle proposée dans Brito et
Polaillon (2005). D’autres auteurs, e.g. Assaghir et al. (2009), proposent de traiter des données
multi-valuées en regroupant les valeurs similaires par rapport à un seuil donné.

Dans ce papier, nous proposons un cadre commun pour les variables quantitatives (réelles
ou à valeurs intervalle), ordinales et modales, définissant un opérateur de généralisation qui
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calcule les intensions par intervalles de valeurs. Les prochaines sections détaillent la génerali-
sation pour chaque type de variable.

2 Variables quantitatives et variables à valeur intervalle
Soit E = {ω1, ..., ωn} l’ensemble de n individus ou objets, Y1, . . . , Yp des variables réelles

ou à valeur intervalle et Yj(ωi) = [lij , uij ]. Les variables réelles sont considérées comme un
cas particulier des variables à valeur intervalle, car Yj(ωi) = x = [x, x].

Soit A = {ω1, . . . , ωh} ⊆ E. La généralisation par l’union est définie (Brito (1994)) par
f : P (E)→ Ip où I est l’ensemble des intervalles de IR, muni de l’ordre de l’inclusion, telle
que f(A) = (I1, . . . , Ip), avec Ij = [Min {lij} ,Max {uij}], ωi ∈ A, j = 1, . . . , p, i.e., Ij
est le plus petit intervalle qui contient toutes les valeurs prises par les éléments de A pour la
variable Yj . Soit g : Ip → P (E) définie par g((I1, . . . , Ip)) =
{ωi ∈ E : Yj(ωi) ⊆ Ij , j = 1, . . . , p}. Le couple (f, g) est une correspondance de Galois.
De même, on peut généraliser par l’intersection en définissant f et g par : f∗ : P (E) → Ip,
f(A) = (I1, . . . , Ip), avec Ij = [Max {lij} ,Min {uij}] si Max {lij} ≤ Min {uij} , ωi ∈
A, Ij = � sinon, j = 1, . . . , p (i.e., Ij est le plus grand intervalle qui est contenu dans tous
les valeurs-intervalle prises par les éléments de A pour la variable Yj) et g∗ : Ip → P (E)
avec g∗((I1, . . . , Ip)) = {ωi ∈ E : Yj(ωi) ⊇ Ij , j = 1, . . . , p}. Le couple (f∗, g∗) constitue
également une correspondance de Galois.

Exemple 1 : Soient 3 individus caractérisés par deux variables, âge et température, re-
présentés par ω1 = (40, [37, 38]), ω2 = (26, [39, 40]), ω3 = (35, [37, 38]). Considérons
A = {ω2, ω3}. La généralisation par l’union donne f(A) = ([26, 35], [37, 40]), qui décrit
des individus dont l’âge varie entre 26 et 35 ans et dont la température varie entre 37 et 40
degrés ; g(([26, 35], [37, 40])) = {ω2, ω3} = A. Ici, (A, ([26, 35], [37, 40])) est un concept.

3 Variables modales
Deux correspondances sont aussi presentées pour les variables modales (Brito et Polaillon

(2005)). Soit Y1, . . . , Yp des variables modales, Oj =
{
mj1, . . . ,mjkj

}
avec kj le nombre de

modalités de la variable Yj , Mj l’ensemble des distributions sur Oj , pour j = 1, . . . , p et M =

M1×. . .×Mp. Pour la variable Yj , et l’individu ωi ∈ E, Yj(ωi) =
{
mj1(p

ωi
j1), . . . ,mjkj

(pωi

jkj
)
}

,
où pωi

jk`
est la probabilité/fréquence associée à la modalité mj` (` = 1, . . . , kj) de la variable

Yj , et l’individu ωi. Soit A = {ω1, . . . , ωh} ⊆ E.
La généralisation par le maximum est, pour chaque modalité mj`, le maximum de ses pro-
babilités/fréquences. Soit f : P (E) → M , telle que f(A) = (d1, . . . , dp), avec dj =
{mj1(tj1), . . . ,mjkj (tjkj )}, où tj` = Max{pωi

j` , ωi ∈ A}, ` = 1, . . . , kj . L’intension d’un
ensemble A ⊆ E est interprétée comme décrivant des objets pour lesquels au plus tj` cas
présentent la modalité mj`, ` = 1, . . . , kj , j = 1, . . . , p. Le couple (f, g) avec g : M → P (E)
telle que, pour dj = {mj1(pj1), . . . ,mjkj

(pjkj
)}, g((d1, . . . , dp)) ={

ωi ∈ E : pωi

j` ≤ pj`, ` = 1, . . . , kj , j = 1, . . . , p
}

, constitue une correspondance de Galois.
De même, nous généralisons par le minimum en prenant, pour chaque modalité, le mini-
mum de ses probabilités/fréquences. Soit f∗ : P (E) → M , f∗(A) = (d1, . . . , dp), avec
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dj = {mj1(vj1), . . . ,mjkj
(vjkj

)}, où vj` = Min{pωi

j` , ωi ∈ A}, ` = 1, . . . , kj , et qui repré-
sente des objets pour lesquels au moins vj` cas présentent la modalité mj`, ` = 1, . . . , kj , j =
1, . . . , p. Le couple (f∗, g∗) avec g∗ : M → P (E) telle que, pour dj = {mj1(pj1), . . . ,mjkj (pjkj )},
g∗((d1, . . . , dp)) =

{
ωi ∈ E : pωi

j` ≥ pj`, ` = 1, . . . , kj , j = 1, . . . , p
}

constitue également
une correspondance de Galois.

Exemple 2 : Soient 4 groupes d’élèves synthétisés pour une note par catégories, a : note <
10, b : note entre 10 et 15, c : note > 15 comme suit : groupe 1 : (a(0.2), b(0.6), c(0.2)) ; groupe
2 : (a(0.3), b(0.3), c(0.4)) ; groupe 3 : (a(0.1), b(0.6), c(0.3)) ; groupe 4 : (a(0.3), b(0.6), c(0.1)) ;
groupe 5 : (a(0.5), b(0.3), c(0.2)). L’intension de l’ensemble des groupes 1 et 2 par le maxi-
mum est {a(0.3), b(0.6), c(0.4)}, décrivant des groupes d’élèves dont au plus 30% ont a, au
plus 60% ont b, et au plus 40% ont c. L’extension comprend les groupes 1, 2, 3 et 4. L’inten-
sion de l’ensemble des groupes 1 et 2 par le minimum est {a(0.2), b(0.3), c(0.2)}, décrivant
des groupes d’élèves dont au moins 20% ont a, au moins 30% ont b, et au moins 20% ont c.
L’extension comprend les groupes 1, 2 et 5.

4 Cadre commun : la généralisation par intervalle
Nous proposons de traiter les variables numériques (classiques ou à valeur intervalle), or-

dinales et modales dans un cadre unique de généralisation par intervalle.
Dans le cas de données numériques, on retrouve la généralisation par l’union.
Pour les variables modales, ceci revient à considérer, pour chaque modalité un intervalle de
variation de sa probabilité/fréquence. En effet, la généralisation par le maximum ou par le mi-
nimum, définie dans la section 3, méne rapidement à une surgénéralisation, qui produit des
intensions f(A), A ⊆ E, non informatives.
Soit M I

j = {mj`(Ij`), ` = 1, . . . , kj},mj` ∈ Oj , Ij` ⊆ [0, 1] et M I = M I
1 × . . .×M I

p .
La généralisation est alors définie par f I : P (E) → M I , f I(A) = (d1, . . . , dp), avec dj =

{mj1(Ij1), . . . ,mjkj (Ijkj )}, où Ij` =
[
Min{pωi

j` },Max{pωi

j` }
]
, ωi ∈ A, ` = 1, . . . , kj , j =

1, . . . , p et gI : M I → E, g((d1, . . . , dp)) =
{
ωi ∈ E : pωi

j` ∈ Ij`, ` = 1, . . . , kj , j = 1, . . . , p
}

.

Le couple (f I , gI) constitue une correspondance de Galois.
Sur les données de l’exemple 2, la généralisation par intervalle des groupes 1 et 2 est don-
née par {a [0.2, 0.3] , b [0.3, 0.6] , c [0.2, 0.4]}, décrivant des groupes où entre 20% et 30% des
élèves ont a, entre 30% et 60% ont b, et entre 20% et 40% ont c ; l’extension ne comprend
maintenant que les groupes 1 et 2.
Le cas des variables ordinales a été traité par Pfaltz (2007), effectuant la généralisation par le
maximum ou le minimum. Pour permettre plus de flexibilité, l’auteur propose de faire le choix
de l’opérateur pour chaque variable. Cependant, il faut à chaque fois choisir un des opérateurs
de généralisation, et la surgénéralisation n’est pas évitée. Nous proposons une généralisation
des variables ordinales en considérant un intervalle de valeurs.

Exemple 3 : Considérons 4 individus ayant notés 3 films, Film 1, Film 2, Film 3 : ω1 : (5,
5, 4) ; ω2 : (5, 4, 4) ; ω3 : (1, 2, 2) ; ω4 : (2, 1, 1). L’intension par le maximum des individus 1 et
2 est (5, 5, 4), décrivant des individus qui notent au plus 5 les Films 1 et 2 et au plus 4 le Film
3 ; l’extension correspondante comprend les utilisateurs 1,2,3,4. L’intension par le minimum
des individus 3 et 4 est (1, 1, 1) décrivant des individus qui notent au moins 1 chaque film ;
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l’extension comprend tous les utilisateurs. La généralisation par intervalle des individus 1 et
2 donne l’intension ([5, 5] , [4, 5] , [4, 4]), qui décrit des individus attribuant des notes élevées
à tous les Films ; de même pour les individus 3 et 4, ([1, 2] , [1, 2] , [1, 2]), décrit des individus
attribuant des notes basses à tous les Films ; les extensions ne contenant pas d’autres individus,
({ω1, ω2} , ([5, 5] , [4, 5] , [4, 4]), et ({ω3, ω4} , ([1, 2] , [1, 2] , [1, 2]) sont des concepts.

Avec les opérateurs classiques, les classes homogènes n’apparaissent pas, car la surgénéra-
lisation entraine des extensions larges. On évite ce problème en prenant l’intervalle de valeurs.

5 Conclusion
Nous proposons une méthode de généralisation pour des données numériques, ordinales et

modales, basée sur des intervalles, définissant ainsi un cadre commum. D’une part, les concepts
sont plus homogènes qu’avec des opérateurs de géneralisation par maximum et/ou minimum
et d’autre part, des variables de type différent peuvent être traitées directement ensemble. L’ap-
proche proposée pour les variables ordinales permet d’analyser des tableaux de préférences,
ouvrant des perspectives pour les systèmes de recommandation. La généralisation par inter-
valles est aussi à étudier en classification supervisée. Le nombre de concepts étant souvent très
important, nous voulons identifier les concepts les plus pertinents, à fin d’éliminer l’effet d’in-
dividus atypiques. Dans la suite de nos travaux nous proposerons une méthode d’identification
de concepts stables, utilisant un principe proche de la validation croisée.
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Summary
This work concerns data analysis by Galois lattices. We consider real and interval-valued

data, ordinal data, as well as data that consist on probability/frequency distributions. Data are
considered on a common framework, by a generalisation operator that determines intensions
by intervals. For distribution and ordinal data, the concepts are more homogeneous and easier
to interpret than those obtained by using previously proposed operators.
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Résumé. L’Analyse des données symboliques est une fille de la Classification
Automatique car son but est d’étudier des classes comme "individus". Ces "indi-
vidus" sont décrits par des données symboliques (intervalles, histogrammes etc.)
prenant ainsi en compte la variation interne des classes qu’ils représentent de fa-
çon non réductibles à des nombres ou à des catégories. Il s’agit ici d’étudier le
lien entre la densité des données symboliques et les paramètres des lois qu’elles
induisent.

1 Introduction
L’idée générale est qu’en Analyse des Données Symboliques (voir par exemple (Bertrand

et Goupil, 2000), (Diday et Noirhomme, 2008)), les points de l’espace symbolique sont des
descriptions de classes, de concepts (au sens des treillis de Galois) ou de catégories qui ont
un sens et qui ont donc une certaine homogénéité interne. On peut donc en ADS utiliser cette
chance de la cohérence interne des classes, en associant un modèle à chaque point de l’espace
symbolique initial. Pour cela, on pose Y = ϕ(X) où X est la variable aléatoire qui associe à
chaque classe un point de l’espace des descriptions symboliques réduit pour simplifier à IRk

muni d’une mesure de probabilité et Y est la variable aléatoire qui associe à chaque point de
l’espace symbolique la valeur des paramètres de la loi qui leur est associée. La loi de Y donne
donc une vision des données symboliques dans l’espace des paramètres qui les modélise. Par
exemple, dans le cas où chaque classe est décrite par un intervalle (d’âge ou de poids, par
exemple), X associe à chaque classe un point de IR2 considéré comme l’espace des données
symboliques. En modélisant chaque intervalle par deux paramètres classiques sous hypothèse
d’uniformité, on peut définir Y qui associe donc à chaque intervalle un point de IR2 également
associé à ces deux paramètres. La loi de Y donne donc une vision modélisée des données sym-
boliques qui peut donner des informations intéressantes sur la moyenne, la variance etc. des
classes, complémentaires à celle de l’espace symbolique initial. De façon générale, on peut
modéliser l’espace symbolique de trois façons : soit au niveau des données symboliques elles-
mêmes (dans un espace de distributions aléatoires (Diday et Vrac, 2005) en utilisant les copules
(Soubdhan et al., 2009), en modélisant par une loi de Dirichlet, dans un espace d’intervalles
(Brito et Duarte Silva, 2011) exprimés par le milieu et l’écart), soit au niveau de l’espace des
paramètres du modèle associé à chaque donnée symbolique ((Bertrand et Goupil, 2000) dans
le cas d’intervalles de lois uniformes, (Le-Rademacher et Billard, 2011) plus généralement),
soit dans le cas où il existe une bijection ϕ : Y = ϕ(X) en passant du modèle sur les données
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symboliques au modèle sur les données paramétriques (et réciproquement) grâce à une for-
mule de changement de variable classiquement utilisée en calcul d’intégrales. Cette bijection
a été considérée dans (Le-Rademacher et Billard, 2011) mais seulement dans le cas discret qui
débouche naturellement sur une égalité des densités de Y et de X . C’est l’objet de cet article
de considérer cette troisième voie dans le cas général (i.e., non discret), en la concrétisant par
l’exemple des données intervalles modélisées par des lois uniformes indépendantes.

2 Lien entre densités quand les V.A. sont liées par une bijec-
tion

Le résultat classique suivant permet de relier la densité de deux variables aléatoires quand
elles sont reliées par une bijection.

Proposition 1
Soient deux variables aléatoires X, Y de distribution F et G continues et de densité f et g

telles que Y = ϕ(X). Sous l’hypothèse que ϕ est bijective et dérivable, on a :

g(y) = f(ϕ−1(y))/|D| (1)

où D = ∂ϕ(x)/∂x1, ..., ∂xp est la matrice jacobienne et |D| est le Jacobien de ϕ .

3 Application aux données symboliques de type intervalles
X est une variable aléatoire à valeur intervalle : X(w)=(Xmin, Xmax)(w)=(xmin, xmax).

La fonction de répartition de X est définie par F = (Fmin, Fmax) = Prob(Fmin < xmin, Fmax <
xmax) et sa densité se définit par f = ∂F/∂xj

min∂x
j
max . On sait d’autre part, que sous hypo-

thèse d’uniformité la densité d’un intervalle est caractérisée par deux paramètres dont l’un est
la moyenne m(w) = (xmin + xmax)/2 et l’autre est la variance v(w) = (xmin− xmax)2/12.
Soit ϕ telle que ϕ(X) = (ϕm(X), ϕv(X)) = (m, v) et Y est la variable aléatoire Y = ϕ(X)
avec Y = (Y m, Y v) où Ym = ϕm(X) et Yv = ϕv(X) de fonction de répartition G définie
par : G(ym, yv) =Prob(Ym < ym, Yv < yv) et sa densité se définit par g = ∂G/∂ymin∂ymax.

Proposition 2
g(ϕ(x)) = 6f(x)/(xmax − xmin) (2)

Démonstration
Il est facile de voir que ϕ est bijective du fait de la contrainte xmin < xmax. D’autre part,
comme
D = ∂y1/∂x1.∂y2/∂x2 − ∂y2/∂x1.∂y1/∂x
D = ∂ϕm(X)/∂xmin.∂ϕv(X)/∂xmax − ∂ϕm(X)/∂xmax.∂ϕv(X)/∂xmin.
D = 1

22(xmax − xmin)/12− 1
22(xmin − xmax)/12 = xmax − xmin)/6.

Il en résulte de (1) que g(y) = 6f(x)/(xmax − xmin)

Cas général de p variables à valeur intervalle
Dans le cas général de p variables à valeur intervalle, on note X = (X1, ..., Xp), Xj =

(Xj
min, X

j
max) et Xj(w) = (xj

min, x
j
max).
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La fonction de répartition de X est définie par F : F (x1
min, x

1
max, ..., x

p
min, x

p
max) = Prob(F 1

min <
x1
min, F

1
max < x1

max, ..., F
p
min < xp

min, F p
max < xp

max) et sa densité se définit par f =
∂F/∂x1

min∂x
1
max...∂x

p
min∂x

p
max.

En supposant l’indépendance des lois uniformes, ϕ est telle que ϕ(X) = (ϕ1
m(X), ϕ1

v(X), ..., ϕp
m(X), ϕp

v(X)) =
(m1, v1, ...,mp, vp) avec mj(w) = (xj

min + xj
max)/2 et vj(w) = (xj

min − xj
max)2/12.

On note Y = (Y1, ..., Yp), avec Yj = (Y j
m, Y j

v ), autrement dit, Y = (Y 1
m, Y 1

v , ..., Y
p
m, Y p

v ),
la v.a. Y = ϕ(X) avec Y j

m = ϕj
m(X) et Y j

v = ϕj
v(X) de fonction de répartition G =

(Y 1
m, Y 1

v , ..., Y
p
m, Y p

v ) :définie par G(y1m, y1v , ..., y
p
m, ypv) = Prob(Y 1

m < y1m, Y 1
v < y1m, , Y p

m <
ypm, Y p

v < ypm) et sa densité se définit par ∂g = ∂G/∂y1m∂y1v ...∂y
p
m∂ypv

Proposition 3

g(y) = 6pf(x)/

p∏
j=1

(xj
max − xj

min) où x = ϕ−1(y) (3)

Démonstration
On voit d’abord que ϕ est bijective du fait des contraintes xj

min < xj
max. On démontre facile-

ment par récurrence que le jacobien est égal à :
D =

∏p
j=1(∂Y j

m/∂xj
min.∂Y

j
v /∂x

j
max − ∂Y j

v /∂x
j
min.∂Y

j
m/∂xj

max). Or ,
Dj = ∂Y j

m/∂xj
min.∂Y

j
v /∂x

j
max − ∂Y j

v /∂x
j
min.∂Y

j
m/∂xj

max

Dj = ∂ϕj
m(Xj)/∂xj

minϕ
j
v(Xj)/∂xj

max − ∂ϕj
m(Xj)/∂xj

min.ϕ
j
v(Xj)/∂xj

max.
Dj = 1

22(Xj
max −Xj

min)/12− 1
22(xj

min − xj
max)/12 = (Xj

max −Xj
min)/6.

D’où D =
∏p

j=1(Xj
max −Xj

min)/6p. Il en résulte d’après (1) que :
g(y) = 6pf(ϕ−1(y))/

∏p
j=1(xj

max − xj
min) d’où le résultat recherché.

4 Extension à d’autres types de données et modèles, décom-
position de mélanges

Nous donnons ici deux pistes de recherche ouvertes. La première consiste à étendre le cas
des intervalles au cas de variables symboliques à valeur histogramme. Chaque histogramme
étant considéré comme une suite de k intervalles pondérés. On peut alors définir une bijec-
tion dérivable en associant à chaque histogramme d’abord le barycentre des mileux de ces
intervalles munis de leur pondération, puis les moments d’ordre r associés à ce barycentre.
On peut ajouter d’autres paramètres en calculant d’abord le barycentre des variances des in-
tervalles supposés de lois uniformes, puis les moments d’ordre r associés à ce barycentre.
Avec r suffisamment grand et en supprimant éventuellement les paramètres redondants, il doit
alors être possible d’obtenir une bijection dérivable. La seconde piste consiste à considérer
f comme un mélange de lois fi, il en résulte que g est aussi un mélange de lois gi. Si l’on
suppose de plus qu’une bijection ϕi est associée à chaque loi fi et que fi, gi, ϕi ont res-
pectivement des paramètres notés ai, bi, ci (qui peuvent être des vecteurs) alors, la formule
classique de décomposition de mélange se généralise alors sous la forme suivante : g(y) =
Σipifi(ϕ

−1
i (y), ai)ϕ

′
i(ϕ
−1
i (y, ci), ci). En posant : gi(y, bi) = fi(ϕ

−1
i (y, ci), ai)ϕ

′
i(ϕ
−1
i (y, ci), ci)
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on a g(y, b) = Σipigi(y, bi). Les ϕi peuvent être ainsi ajustés à chaque composant du mélange
à chaque pas de l’algorithme des nuées dynamiques (qui a l’avantage de ne pas être biaisé au
niveau des partitions obtenues) ou EM de façon à maximiser la vraisemblance.

5 Conclusion
Il est intéressant de calculer la densité dans l’espace des données symboliques mais il

est aussi intéressant de voir comment varient dans un autre espace des paramètres associés à
chaque donnée symbolique, comme la moyenne, la variance, les moments. Il est donc intéres-
sant de voir comment on peut passer simplement d’un espace à l’autre. Ainsi, ayant estimé les
paramètres de la loi de f dans un espace de données symboliques, on peut en déduire ceux de
la loi de g des paramètres par un calcul approprié pour chaque type de loi à condition qu’il
existe une bijection entre les variables aléatoires respectivement associées à f et g. Nous avons
fait ici ce calcul dans le cas de données intervalles de lois uniformes indépendantes. Cette
contrainte d’indépendance peut être réduite par l’utilisation de copules. Beaucoup reste à faire
aussi, pour une extension à d’autres types de données symboliques comme par exemple des
histogrammes ou pour adapter la bijection aux lois d’un mélange de densité dans l’espace des
données symboliques.

Références
Bertrand, P. et F. Goupil (2000). Descriptive statistics for symbolic data. In In H.H. Bock, E.

Diday (Eds) "Analysis of Symbolic Data", pp. 106–124. Springer-Verlag.
Brito, P. et A.P. Duarte Silva (2011). Modelling Interval Data with Normal and Skew-Normal

Distributions. In Journal of Applied Statistics (in press).,
Diday, E. et M. Noirhomme (2008). Symbolic Data Analysis and the SODAS software. 457

pages. Wiley. ISBN 978-0-470-01883-5.
Diday, E. et M. Vrac (2005). Mixture decomposition of distributions by copulas in the symbolic

data analysis framework. In Discrete Applied Mathematics (DAM). Volume 147, Issue1, pp.
27–41.

Le-Rademacher, J. et L. Billard (2011). Likelihood functions and some maximum likelihood
estimators for symbolic data. Journal of Statistical Planning and Inference 141 1593 1602.

Soubdhan, T., R. Emilion, et R. Calif (2009). Classification of daily solar radiation distribu-
tions. In Solar Energy 83, pp. 1056–1063. Elsevier.

Summary
Symbolic Data Analysis is born from Classification as it aims is to consider classes as units.

These classes are described by symbolic data (intervals, distributions and the like) in order to
take care of the variability of the individuals inside the classes. This paper is devoted to the
link between the density distribution of the symbolic data and the density distribution of the
parameters of the models attached to each symbolic data.
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Résumé.La mesure de modularité a été récemment proposée pour la sélection
automatique du nombre de classes dans la classification des graphes. En effet,
des valeurs élevées de la mesure de modularité ont une bonne corrélation avec
le regroupement optimal. Dans ce travail, nous traitons le problème de la clas-
sification croisée pour les données binaires et nous proposons une mesure de
modularité généralisée et une approximation spectrale de la matrice de modula-
rité.

1 Introduction

Un tableau de données à double entréeI × J représenté par une matriceA de tailleN ×M ,
constitue en général le point de départ de toute analyse, il est le support des observations rele-
vées sur le phénomène que l’on cherche à analyser. Ici, l’ensembleI représente l’ensemble des
objets (individus) étudié et l’ensembleJ est formé des attributs descriptifs deI, sélectionnés
en fonction du problème à traiter. Afin d’exploiter l’information contenue dansA, différentes
stratégies sont envisageables. En général les méthodes de classification automatique exploitent
des matrices carrées dérivées deA. Elles traitent d’abord soit, l’ensemble des variables dé-
crivant le phénomène, à travers une matrice carrée croisant l’ensembleJ avec lui-même, ou
l’ensemble des objets à travers une matrice carrée croisant l’ensembleI avec lui même. La
troisième et dernière catégorie de méthodes de classification sont celles qui exploitent direc-
tement le tableau de baseA. Elles ont été introduites pour répondre à des préoccupations
sensiblement différentes de celles qui exploitent des matrices carrées dérivées deA. Il s’agit
de classifier simultanément les lignes et les colonnes deA pour mettre en évidence la nature
de la correspondance sur le croisement des deux ensemblesI etJ .

Bien que de nombreuses méthodes de classification telles que la classification hiérarchique
et lesk-moyennes (k-means) cherchent à construire une partition optimale d’objets ou, parfois,
des variables, il existe d’autres méthodes, connues sous le nom de méthodes de classification
croisée (ou par blocs), qui considèrent les deux ensembles simultanément et réorganisent les
données sous forme de de blocs homogènes. Ces dernières années, la classification croisée,
également désignée par leco-clusteringou le bi-clustering, est devenue un enjeu important
dans le contexte de l’exploration de données. Dans le domaine de text mining, (Dhillon, 2001)
a proposé une méthode spectrale pour la classification croisée exploitant la dualité entre les
lignes (documents) et les colonnes (mots). Dans l’analyse des données de biopuces, où les
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données sont souvent présentées comme des matrices de niveaux d’expression de gènes dans
différentes conditions, la classification croisée permet de regrouper dans des blocs homogènes
des gènes et des conditions. Le problème de la classification croisée des données binaires a
été également abordé de point de vue probabiliste en utilisant l’approche modèle de mélange
(Govaert et Nadif, 2008). La mesure la modularité a été utilisé récemment pour la classification
des graphes (Newman et Girvan, 2004). Dans ce papier, nous montrons comment 1) cette
mesure modularité peut être étendue pour la classification croisée des données binaires et 2)
elle peut être liée à la grande famille des méthodes spectrales.

2 Mesure de modularité généralisée

Considérons la division des données eng blocs disjoints oùg ≥ 2. Nous allons définir une
matrice de partition de l’ensembleI, notéeR de dimensionN × g et une matrice de partition
de l’ensembleJ notéeC de dimensionM × g. Chaque colonne est un vecteur d’indicatrices
binaires, tels querik = 1 si l’objet i appartient à la classek et 0 sinon, etcjk = 1 si l’attribut
j appartient à la classek et 0 sinon. Notez que la somme de chaque ligne est égale à l’unité
et les matricesR et C satisfont les propriétés suivantes :Trace(RT R) = N , RT R = G =
diag(n1,...,nk,...,ng) oùnk représente la cardinalité de la classe ligneRk, etTrace(CT C) =
M , CT C = F = diag(m1,...,mk,...,mg) oùmk représente la cardinalité de la classe colonne
Ck. LorsqueA = (aij) est une matrice binaire, pour résoudre le problème de la classification
croisée, nous proposons une mesure de modularité généralisée définie par :

Q1(A,R,C) =
1

2|E|
N,M∑

i,j=1

(aij − ai.a.j

2|E| )
g∑

k=1

rikcjk =
1

2|E|Trace[Rt(A− δ)C]. (1)

où 2|E| =
∑

i,j aij = a.. est le poids totale des liens etai. =
∑

j aij - le degré dei et
a.j =

∑
i aij- le degré dej. δ = (δij), avecδij = ai.a.j

a..

L’expression(1) n’est pas équilibrée par les cardinalités des classes en lignes et en co-
lonnes, nous proposons donc une nouvelle mesure que nous appelons modularité normalisée
dont la fonction objective est donnée comme suit:

Q̃1(A,R,C) = Tr[G
−1
2 Rt(A− δ)CF

−1
2 ] = Trace[R̃t(A− δ)C̃]. (2)

où R̃ = RG
−1
2 et C̃ = CF

−1
2 . Il est facile de vérifier quẽR et C̃ satisfont les contraintes

d’orthogonalitéR̃tR̃ = Ig et C̃tC̃ = Ig. Par conséquent, la maximisation de la modularité
normalisée est équivalente à la résolution du problème de maximisation suivant :

max
R̃tR̃=Ig,C̃tC̃=Ig

Trace[R̃(A− δ)C̃t]. (3)

Ce problème d’optimisation peut être traité par des multiplicateurs de Lagrange, ici la solution
que nous proposons est basée sur une approximation spectrale de la matrice de modularité. En
effet, posonsDr = diag(A1) et Dc = diag(At1) (où 1 est le vecteur de dimension appro-
priée dont toutes ses valeurs valent 1). Nous pouvons alors montrer que la matrice de modu-
larité (A − δ) peut être approximée par les(g − 1) vecteurs propres associés aux plus grande
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valeursproprex de la matrice pondéréẽA = D
−1
2

r AD
−1
2

c moinsle vecteurtrivial (correspon-
dant à la plus grande valeur propreλ = 1). Après quelques développements, nous obtenons

l’approximation suivante :A− Dr11tDc

a..
≈ ∑g−1

k=1 ŨkλkṼ t
k où Ũk = D

−1
2

r Uk et Ṽk = D
−1
2

c Vk.

Prenantδ = Dr11tDc

a..
, on peutapproximer(A− δ) par

∑g−1
k=1 ŨkλkṼ t

k . Les principales étapes
de l’algorithme spectral utilisé sont décrites ci-après.

Algorithm 1 SpecCo

Input: Matricede donnéesA, nombre de classesg
Output: Matrices de partitionsR etC
2. Définir Dr et Dc comme étant des matrices diagonalesDr = diag(A1) andDc =
diag(At1)

3. TrouverU ,V les(g − 1) vecteurs propres à gauche et à droite deÃ = D
− 1

2
r AD

− 1
2

c

4. Construireles matrices̃U , Ṽ etQ =
(

Ũ

Ṽ

)

5. Partitionnerles lignes deQ eng classes en utilisant par exemple leskmeans
6.Affecter l’objecti à la classeRk si et seulement si la ligne correspondanteQi de la matrice
Q a été affectée à la classeRk et affecter l’attributj à la classeCk si et seulement si la ligne
correspondanteQj de la matriceQ a été affectée à la classeCk

3 Expérimentation et validation

Afin de pouvoir évaluer la qualité de la classification croisée obtenue, nous avons utilisé
trois bases de données synthétiques de taille500 × 300 (Data1: blocs bien séparés, Data2:
blocs avec recouvrement et Data3: blocs deséquilibrés) chacune contient 3 classes en lignes et
3 classes en colonnes, générées suivant un mélange de lois de Bernoulli par blocs. Nous avons
utilisé la mesure de modularité pour évaluer la qualité de la partition simultanée trouvée en
faisant varié le nombre de classesg de 2 à 9. Nous illustrons dans les figures , à gauche les
bases, au milieu la partition simultanée obtenue et à droite le comportement du critère de la
modularité en fonction de g variant entre 2 et 9. On peut voir que notre méthode reconstitue
efficacement tous les blocs (les co-clusters) et cela pour les trois bases. On peut voir égale-
ment que le comportement du critère de la modularité montre que la valeur maximale de la
modularité est en bonne corrélation avec le vrai nombre de classes.
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FIG. 1 – – à gauche: Data1-au milieu: version réordonnée - à droite: Modularité versus le
nombre classes
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FIG. 2 – – à gauche: Data2-au milieu: version réordonnée - à droite: Modularité versus le
nombre classes
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FIG. 3 – – à gauche: Data3-au milieu: version réordonnée - à droite: Modularité versus le
nombre classes

4 Conclusion

Dans cet article, nous avons proposé un critère de modularité généralisée pour la classifi-
cation croisée des données binaires. Nous avons traité la maximisation de ce critère par une
procédure spectrale. Les résultats expérimentaux obtenus en utilisant différentes données si-
mulées montrent l’efficacité de notre approche en terme de classification ainsi que celle de la
mesure de modularité pour déterminer le bon nombre de blocs.
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Résumé. Nous proposons dans ce papier d’appliquer la classification croisée
à la découverte des services Web. Pour ce faire, nous présentons une variante
plus rapide de l’algorithme CROKI2 de classification croisée des tableaux de
contingence que nous comparons à la version originale de l’algorithme.

1 Introduction
Avec l’augmentation du nombre des services web disponibles en ligne et leur diversité, le

besoin en méchanismes permettant l’organisation et la découverte des services pertinents s’est
accru. Plusieurs travaux ont été menés afin d’améliorer les réponses des moteurs de recherche à
une requête effectuée par un utilisateur à la recherche d’un service Web (météo, réservation,...).
La majorité des travaux sont basés sur la classification simple des services afin de réduire l’es-
pace de recherche en regroupant les services ayant les mêmes fonctionnalités dans des classes.
Cette méthode permet de gagner en temps de réponse et de fournir à l’utilisateur, en réponse à
sa requête, un ensemble de services au lieu d’un service unique. Dans le même contexte, nous
proposons de classifier les services en se basant sur les annotations textuelles. Pour ce faire,
nous avons recourt à la classification croisée afin d’identifier des biclasses composées par des
services et des annotations textuelles qui sont fortement correlées. Outre l’avantage de la ré-
duction de l’espace de recherche, une telle approche permet de détecter des relations implicites
entre les annotations appartenant à la même biclasse. Dans ce papier, nous proposons une va-
riante plus rapide de l’algorithme Croki2 (Govaert, 1983) de classification croisée des tableaux
de contingence que nous appliquons sur une base de services extraits de Biocatalogue 1.

2 Classification croisée
La classification croisée consiste à la recherche simultanée de partitions sur l’ensemble de

lignes et l’ensemble de colonnes d’un tableau de données. L’algorithme CROKI2 (classifica-
tion CROisée optimisant le Khi2 du tableau de contingence) consiste à trouver une partition
P = (P1, ..., PK) l’ensemble des lignes X en K classes et une partition Q = (Q1, ..., QL) de
l’ensemble de colonnes Y en L classes telles que le χ2 de contingence du nouveau tableau de
données soit maximum. La recherche des deux partitions (P,Q) sur les lignes et les colonnes

1. http ://www.biocatalogue.org/
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peut se faire selon plusieurs stratégies. La stratégie proposée dans (Govaert, 1983) consiste à
alterner l’optimisation sur les lignes puis sur les colonnes en utilisant l’algorithme des nuées
dynamiques jusqu’à la convergence.

Pour chaque tirage aléatoire des partitions initiales
Démarrer d’une position initiale (P 0, Q0, G0)

Pour chaque itération
Optimisation sur les lignes

Etape de représentation
Etape d’affectation par les nuées dynamiques

Optimisation sur les colonnes
Etape de représentation
Etape d’affectation par les nuées dynamiques

Les étapes de représentation et d’affectation sont définies comme suit :
– Étape d’affectation : consiste à calculer pour chaque objet i de X (resp. j de Y ) l’indice
k∗ (resp. l∗) de la classe d’affectation qui vérifie k∗ = argmink=1...Kdχ2(ui, Gk), avec
ui est un vecteur ligne (resp. l∗ = argminl=1...Ldχ2(vj , Gl), vj est un vecteur colonne).

– Étape de représentation : consiste à calculer pour chaque classe k (resp. l) le prototype
Gk = (gk1, ..., gkl, ..., gkL) (resp. Gl = (g1l, ..., gkl, ...gKl)), tel que
gkl =

∑
i∈Pk

ail =
∑
i∈Pk

∑
j∈Ql

aij (resp. gkl =
∑
j∈Ql

akj =
∑
j∈Ql

∑
i∈Pk

aij)
Nous proposons de combiner les deux étapes d’optimisation en une seule étape. Nous rem-

plaçons l’algorithme des nuées dynamiques par une simple affectation de l’individu à la classe
la plus proche. Une boucle d’itérations permet d’alterner les étapes d’affectation et de repré-
sentation sur les lignes et les colonnes plusieurs fois jusqu’à la convergence. La convergence
est atteinte lorsqu’aucun individu sur les lignes et sur les colonnes ne change de classe d’appar-
tenance. L’algorithme suivant explicite le déroulement de la nouvelle variante de l’algorithme
Croki2.

Pour chaque tirage aléatoire des partitions initiales
Démarrer d’une position initiale (P 0, Q0, G0)

Etape d’affectation des lignes
Etape de représentation des lignes
Etape d’affectation des colonnes
Etape de représentation des colonnes

Sachant que l’algorithme Croki2 débute avec deux partitions initiales tirées au hasard sur
les lignes et les colonnes (P 0, Q0), les résultats obtenus, comme pour toutes les méthodes
convergeant vers un optimum local, dépendent de ces partitions initiales. Il est donc néces-
saire d’exécuter plusieurs fois l’algorithme afin d’assurer l’indépendance du résultat final des
partitions initiales.

2.1 Calcul de la complexité des deux algorithmes
La comparaison entre les deux algorithmes est basée sur plusieurs critères (Charrad, 2010),

dont nous retenons ici le critère de la complexité. Il importe de mentionner que les deux algo-
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rithmes ont la même aptitude à déterminer la solution optimale.
L’algorithme Croki2 dans sa version originale est itératif à deux niveaux. Le premier ni-
veau d’itérations assure la convergence de l’algorithme des nuées dynamiques. Soient, pour
un couple de classes (K,L) donné, niter11 et niter12 le nombre d’itérations nécessaires
pour la convergence de l’algorithme des nuées dynamiques sur les lignes et sur les colonnes
respectivement, niter2 le nombre d’itérations nécessaires pour alterner l’optimisation sur les
lignes et l’optimisation sur les colonnes. Comme l’opération la plus coûteuse dans l’algorithme
Croki2 est le calcul des distances, nous estimons le nombre total de calcul de distances dans
l’algorithme. Soit le tableau des données de dimensions (N,M). Pour un tirage donné, et
pour chaque itération au niveau supérieur (allant de 1 à niter2), il est nécessaire d’effectuer
niter11×N ×K calculs de distances dans RL et niter12×M ×L calculs de distances dans
RK . Or niter11 et niter12 varient d’une itération à une autre dans la boucle supérieure. Ainsi,
le nombre total d’opérations pour Croki2 dans sa version originale est donné par la formule
suivante pour un tirage donné :

Croki2 :

niter2∑
i=1

(niter11i ×N ×K × L+ niter12i ×M × L×K)

Croki2 : K × L×
niter2∑
i=1

(niter11i ×N + niter12i ×M)

La nouvelle variante de l’algorithme Croki2 présente un seul niveau d’itérations. Soit niter
le nombre d’itérations nécessaires pour la convergence de l’algorithme pour un couple de
classes (K,L) donné. Le nombre total d’opérations dans ce cas est :

Croki2accelere : niter × (N ×K × L+M × L×K) = niter ×K × L× (N +M)

3 Application à la découverte des services Web
Notre base des expérimentations est composée des services Web extraits de Biocatalogue,

un catalogue de services Web en biologie mettant à la disposition des utilisateurs 2054 ser-
vices Web. Les services sont sémantiquement annotés à partir de leurs descriptions textuelles.
Notre tableau de contingence est alors composé de 98 services décrits par 78 annotations. La
construction de cette base est décrite en détail dans Ayadi et al. (2011). L’application de l’al-
gorithme Croki2 amélioré, implémenté sous R, permet de découvrir un ensemble de biclasses
dont les meilleures sont identifiées par les critères d’homogénéité et de significativité (Govaert,
1983). A titre d’exemple, les biclasses 2, 3, 4 et 6 sont les plus homogènes (H = 100%) et la bi-
classe 5 est la plus significative (R=10%). Chaque biclasse est composéé par un sous-ensemble
de services et un sous-ensemble d’annotations qui sont fortement correlés.

4 Conclusion
Ce papier propose l’application de la classification croisée dans le contexte de découverte

des services Web en bioinformatique. Cette approche repose sur une nouvelle variante de l’al-
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FIG. 1 – Exemple de biclasses

gorithme CROKI2 dont on a montré l’avantage en terme de rapidité. L’application de cet al-
gorithme nous a permis de détecter des biclasses de services ayant les mêmes fonctionnalités.
Comme perspective de ce travail, nous envisageons d’affiner cette classification en introduisant
les critères non fonctionnels QOS “Quality of Services” (disponibilité, performance, temps de
réponse...) dans la classification des services afin de permettre le classement (Ranking) des
services dans chaque biclasse.
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Summary
In this paper, we propose to apply biclustering for web services discovery. A number of

algorithms that perform simultaneous clustering on rows and columns of a matrix have been
proposed to date. The goal of simultaneous clustering is to find sub-matrices, which are sub-
groups of rows and subgroups of columns that exhibit a high correlation. The current paper
considers an acceleration of the Croki2 algorithm proposed for contingency table.

130



Un cadrede factorisation non négative pour la classification
croisée

Lazhar Labiod, Mohamed Nadif

LIPADE, Université Paris Descartes,
45 rue des Saints Pères 75006 Paris, France.

email: Prénom.Nom@parisdescartes.fr

Résumé.Nous formalisons le problème de la classification croisée dans le cadre
de la factorisation de matrices non négatives (NMF). A partir de la fonction ob-
jective optimisée par un double k-means, nous en proposons une nouvelle formu-
lation. Pour optimiser cette dernière, nous développons deux algorithmes basés
sur deux règles multiplicatives de mise à jour. En particulier, nous montrons que
l’optimisation du critère du double k-means est équivalente à celle d’un critère
algébrique de type NMF sous certaines contraintes appropriées. Des expériences
numériques montrent l’intérêt de cette approche.

1 Introduction

Même si le problème de la classification croisée n’est pas l’objectif principal de la fac-
torisation de matrices non négatives, cette approche a attiré l’attention de nombreux auteurs
et particulièment pour la classification des documents. Différents algorithmes basés sur la
tri-factorisation d’une matrice non négative ont été proposés. Étant donnée une matrice non
négativeA, la tri-factorisation consiste en la recherche d’une décomposition en trois facteurs
(matrices), de typeUSV T , tout en respectant la contrainte de non négativité de ces matrices.
Les matricesU et V jouent les rôles de matrices de classification des lignes et des colonnes,
chaque valeur deU etV correspond au degré d’appartenance d’une ligne ou une colonne à une
classe donnée. La matriceS permet d’absorber les différences d’échelle deU , V et A. Tous
les algorithmes proposés sont itératifs, et peuvent être différenciés par les règles de mise à jour
des trois matrices, ces différences sont le résultat de la méthode d’optimisation choisie ou des
contraintes supplémentaires imposées sur les trois matrices.

Dans ce papier, nous proposons un nouveau cadre pour la classification croisée fondé sur
une formulation de type NMF. Nous considérons que la matrice rectangulaire de données non
négatives peut être factorisée en deux facteursR et C au lieu de trois. L’approche proposée
optimise une formulation relaxée du critère du double k-means dans un style NMF. Celle-
ci sera appelée DNMF (Double non negative matrix factorization) et ODNMF lorsque les
contraintes d’orthogonalité surR etC sont considérées. Nous développerons deux nouveaux
algorithmes de classification croisée pour les données non négatives basés sur de deux règles
multiplicatives de mise à jour.
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2 Classificationcroisée: critère et algorithme

Étant donnée une matriceA = (aij) ∈ RM×N , le but de la classification croisée est de
trouver simultanément une partition enK classesP = {P1, . . . ,PK} de l’ensemble des lignes
I = {1, . . . ,N} et une partitionQ = {Q1, . . . ,QL} enL classes de l’ensemble des colonnes
J = {1, . . . ,M}. Les deux partitionsP et Q induisent naturellement et respectivement des
matrices de classificationR = (rik) ∈ {0,1}N×K et C = (cj`) ∈ {0,1}M×L; rik = 1 (resp.
cj` = 1) , si la ligneai ∈ Pk (resp. si la colonneaj ∈ Q`), et0 sinon. La réorganisation des
lignes et des colonnes suivantP et Q révèle une structure de blocs homogènes. Chaque bloc
Ak` est donc défini par{(aij)|rikcj`aij = 1} . D’autre part, nous notonsS = (sk`) ∈ RK×L

jouant le rôle de représentant de taille réduite deA.
La détection des blocs homogènes enA peut être obtenue par la recherche des trois ma-

tricesR,C et S en minimisantJ (A,RSCT ) = ||A − RSCT ||2. Le termeRSCT caractérise
l’information deA qui peut être décrite par une structure de classes. Le problème de clas-
sification peut ainsi vu comme un problème d’approximation matricielle où l’objectif est de
minimiser l’erreur d’approximation entre les données d’origineA et la matrice reconstruite sur
la base de structures de classes. Notons que cette formulation matricielle peut prendre la forme
suivanteJ (A,RSCT ) =

∑
i,j,k,` rikcj`(aij − sk`)2. AvecPk, Q` fixées, il est facile de véri-

fier que le terme général deS optimale est obtenu parsk` =
∑

i,j,k,` rikcj`aij

rkc`
où, rk = |Pk| ;

c` = |Q`| (sk` est lebarycentredeAk`.

3 Un cadre NMF pour la classification croisée

En considérant le critère du double k-means comme une factorisation de la matriceA
en un produit de matrices de faible rang, on peut formuler les contraintes à imposer à la
formulation NMF. Dans le cadre du double kmeans, la fonction objective à minimiser est
la distance au carrée entre chaque ligne (chaque colonne) du centre. soitD−1

r ∈ RK×K

et D−1
c ∈ RL×L deux matrices diagonales définies parD−1

r = Diag(r−1
1 , . . . ,r−1

K ) et
D−1

c = Diag(c−1
1 , . . . ,c−1

L ). En utilisant les matricesDr,Dc,A,R et C, la matrice de repré-
sentationS s’crit : S = D−1

r RT ACD−1
c . InjectonsS dans la fonction objectiveJ (A,RSCT ),

l’expression à optimiser devient||A−RRT ACCT ||2, oùR = RD−0.5
r etC = CD−0.5

c . No-
tons que cette formulation est valable même siA n’est pas non négative. D’autre part, il est
facile de vérifier que l’approximationRRT ACCT deA est formée par la même valeur dans
chaque blocAk`. Plus précisément, la matriceRT AC joue le rôle d’un résumé deA et ab-
sorbe les différences d’échelle deA, R et C. Enfin les matricesRRT A, ACCT donnent
respectivement les vecteurs des moyennes des classes en ligne et en colonne.

3.1 Une nouvelle formulation et Propriétés deR et C

Le problème de la classification croisée peut être reformulé comme la recherche deR et
C minimisant||A − RRT ACCT ||2. Le calcul deR et C est difficile et nécessite un algo-
rithme itératif. Ensuite, et contrairement au double k-means, dans ce qui suit, nous proposons
une optimisation continue sous contraintes appropriées générées par des propriétés deR etC:
non négativité, orthonormalité, orthogonalité, bi-stochasticité et idempotence. A partir de ces
contraintes, le critère du double k-means peut être reformulé de différentes manières. Ci-après,

132



Labiodet Nadif

nous nousconcentrons sur deux formulations : 1)argminR,C≥0 ||A − RRT ACCT || et 2)
argminR,C≥0 ||A−RRT ACCT ||2 s.t.RT R = IK , CT C = IL. Dans le reste de ce papier,
nous allons seulement nous focaliser sur le cas deA ≥ 0. Nous appellerons la formulation (1)
sans contraintes d’orthogonalité DNMF, et la formulation (2) avec les contraintes d’orthogona-
lité ODNMF. Nous déduirons des règles multiplicatives de mise à jour pour DNMF en utilisant
les conditions de Karush-Kuhn-Tucker (KKT). Pour ODMNF, les règles de mise à jour seront
dérivées en exploitant le vrai gradient sur les variétés de Stiefel [Edelmanet al., 1998].

3.2 Formulations DNMF et ODNM

Dans ce paragraphe nous considérons juste la contrainte de non négativité (DNMF), la
fonction objective devientargminR,C≥0 ||A −RRT ACCT ||2. Appliquant la théorie d’opti-
misation standard et les conditions KKT pour trouver les minima, nous introduisons la fonction
de LagrangeL = ||A−RRT ACCT ||2− Trace(ΛRT )− Trace(ΓCT ) où les matricesΛ et
Γ sont les multiplicateurs de Lagrange introduits pour imposer la contrainte de non négativité
respectivement surR etC. Prenons,XC = ACCT etXR = RRT A, cela conduit aux règles
de mise à jour suivantes :

R ← R¯ 2AXT
CR

RRT XCXT
CR + XCXT

CRRT R
, (1)

C ← C¯ 2XT
RAC

CCT XRXT
RC + XRXT

RCCT C
. (2)

Nousdérivonsun algorithme pour calculer la relaxation non négative. L’algorithme a les étapes
classiques d’une méthode type NMF. Compte tenu d’une solution existante ou d’une estimation
initiale, nous améliorons itérativement la solution en mettant à jour les facteurs avec les règles
(1) et (2). Pour prouver la convergence de notre algorithme, on peut utiliser le même principe
que Lee et Seung [Lee and Seung, 2001] de l’approche de la fonction auxiliaire pour atteindre
cet objectif.

Pour dériver les règles multiplicatives de mise à jour sous les contraintes d’orthogonalité
surR etC (ODNMF), nous calculons le vrai gradient (ou gradient naturel) sur les variétés de
Stiefel [Edelmanet al., 1998]. Avec les mêmes notations utilisées dans [Yoo and Choi, 2010],
nous obtenons les règles de mise à jour suivantes :
R ← R¯ ACCT AT R

RRT ACCT AT R
etC ← C¯ AT RRT AC

CCT AT RRT AC
.

4 Expérimentation

Nous avons utilisé 3 bases dont 2 extraites de Classic3 [Dhillonet al., 2003] qui est une
base composée de 3 classes Medline, Cisia, Cranfield. La première Classic30 compte 30 docu-
ments tirés au hasard de Classic3 et décrits par 1000 mots. La seconde Classic150 compte par
contre 150 documents décrits par 3652 mots. La dernière NG2 extraite de 20-Newsgroup est
composée de 500 documents concernant 2 classes talk.politics.mideast and talk.politics.misc.
Sur ces bases normalisées en utilisant TF-IDF, nous avons comparé DNMF et ODNM à des
méthodes existantes basées sur la tri-factorisation NBVD [Longet al., 2005], ONM3F [Yoo
and Choi, 2010], ONMTF [Dinget al., 2006]. Pour évaluer la performance nous avons utilisé
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le tauxde bons classement (Acc) et l’information mutuelle normalisée (NMI). Les principaux
points soulevés par les expériences en termesAcc etNMI (Table 1) sont les suivants. Les al-
gorithmes ODNMF, ONM3F et ONMTF surpassent DNMF et NBVD, puis nous notons l’im-
portance de la contrainte d’orthogonalité, ODNMF apparaît préféreble à ONM3F et ONMTF
tandis DNMF est souvent supérieur NBVD.

TAB . 1 – – Evaluation sur Classic30(K = 3,L = 10), Classic150(K = 3,L = 10) and
NG2 with(K = 2,L = 10) .

dataset performancemeasure DNMF ODNMF ONM3F ONMTF NBVD
Classic30 Acc 96.67 100 100 100 96.67

NMI 89.97 100 100 100 89.97
Classic150 Acc 98.66 98.66 99.33 98.66 98.66

NMI 94.04 94.04 97.02 94.04 94.04
NG2 Acc 77.6 86.2 74.6 74.2 77.4

NMI 19.03 43.47 18.27 16.03 23.31

5 Conclusion

Nous avons montré que le criètre du double k-means peut être formulé par un problème
d’optimisation de la fonction objective sous contraintes appropriées et générées par les pro-
priétés de deux facteursR et C. Nous avons développé deux algorithmes de style NMF en
utilisant les conditions KKT pour DMNF et en exploitant directement l’information du vrai
gradient sur les variétés de Stiefel pour ODNMF.
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Summary

We embed the co-clustering in the NMF framework and we derive from the double k-
means objective function a new formulation of the criterion. To optimize it, we develop two
algorithms based on two multiplicative update rules.
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Résumé. Dans cette note 1, nous proposons d’adopter une approche décision-
nelle de type estimation de coût en vue de la sélection de variables dans le mo-
dèle de régression linéaire. Cette procédure peut être appliquée dans un contexte
distributionnel plus général que le modèle gaussien : le cadre des lois à symétrie
sphérique, autorisant la dépendance entre les composantes du vecteur d’erreur
et une robustesse théorique, que n’ont pas la plupart des méthodes classiques.
Nous nous intéressons ici à l’estimateur de seuillage ferme. Outre un biais mo-
déré, il a l’avantage de fournir un chemin de régularisation. Nous étudions les
performances de sélection de notre critère au travers de simulations pour deux
exemples de distribution des erreurs et comparons nos résultats à AIC et BIC.

1 Introduction

Nous considérons le modèle linéaire suivant :

Y = Xβ + ε, (1)

où Y est un vecteur aléatoire dans Rn, X est la matrice des données contenant p vecteurs de Rn

orthogonaux, p < n, β est le vecteur inconnu des coefficients de la régression, et ε est le vecteur
centré des erreurs dans Rn. Lorsque les dimensions du modèle sont grandes, on fait l’hypothèse
qu’un nombre réduit des variables de X ont une influence significative sur la variable d’étude
Y. De manière équivalente, on suppose qu’il existe un sous-ensemble I ⊂ {1, . . . , p} tel que
βi = 0 pour tout i /∈ I. L’estimateur classique des moindres carrés β̂MC = (XTX)−1XTY
est alors peu approprié de par son instabilité et son manque d’interprétabilité. Parmi les mé-
thodes parcimonieuses proposées dans ce contexte, le Least Absolute Shrinkage and Selection

1. Ce travail a été réalisé dans le cadre du projet ANR ClasSel 08-EMER-002.
http://www.hds.utc.fr/classel/doku.php?id=fr:accueil
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Operator (lasso), développé par Donoho et Johnstone (1994) et Tibshirani (1996), a rencontré
un franc succès. Lorsque X est orthogonal, il est défini, ∀i ∈ {1, . . . , p}, par

β̂lassoi = (β̂MC
i − λsgn(β̂MC

i ))1|β̂MC
i |>λ, (2)

où λ > 0 est une constante, sgn(x) = x/|x| quand x 6= 0 et sgn(0) = 0, 1x∈A = 1 sur
{x ∈ A} et 0 sinon, et |.| représente la valeur absolue. Cet estimateur de β est linéaire par
morceaux en Y, il est parcimonieux et propose un chemin de régularisation avec un nombre de
sous-ensembles possibles de l’ordre de p. La sélection de variables se fait alors par le choix de
l’hyperparamètre λ qui règle le niveau de parcimonie du modèle. Cependant, en raison de son
grand biais, la consistance en sélection avec des critères de type erreur de prédiction n’est pas
garantie (voir par exemple Leng et al. (2006)). C’est pourquoi nous lui préférons l’estimateur
de seuillage ferme (firm shrinkage) proposé par Gao et Bruce (1997) et défini, ∀i ∈ {1, . . . , p},
par

β̂SFi = µ(β̂MC
i − λsgn(β̂MC

i ))/(µ− λ)1λ<|β̂MC
i |≤µ + β̂MC

i 1|β̂MC
i |>µ, (3)

où µ > λ définit le passage du lasso aux moindres carrés. Le seuillage ferme réduit fortement
le biais du lasso tout en gardant sa sélection. Pour éviter l’estimation d’un second hyperpara-
mètre, nous considérerons le cas où µ = 2λ correspondant au seuillage moyen (mid-threshold)
proposé par Walden et al. (1995).

Les critères les plus courants dans la littérature pour déterminer la valeur optimale de λ sont
la validation croisée VC (Stone, 1974), le critère d’information d’Akaike AIC (Akaike, 1973),
et le critère d’information bayésien BIC (Schwarz, 1978). Dans un contexte de grandes dimen-
sions, VC est peu recommandé car trop coûteux. Par ailleurs, AIC a tendance à sélectionner
des modèles trop complexes alors que BIC choisit des modèles trop simples.

Nous proposons d’utiliser une procédure basée sur l’estimation du coût quadratique de
l’estimateur β̂SF en (3). Cette procédure est applicable dans un cadre distributionnel beaucoup
plus large que le cadre gaussien usuel : la famille des lois à symétrie sphérique (voir Kelker,
1970). Ces lois conservent la propriété de symétrie autour d’une moyenne présente dans le cas
gaussien, permettant des calculs aisés, tout en ajoutant de la dépendance entre ses éléments. Par
ailleurs, notre procédure ne dépend pas directement de la forme de la distribution des erreurs
ε, qui n’est pas nécessairement spécifiée. Elle est donc robuste en ce sens, et nous souhaitons
étudier l’influence de cette robustesse sur les résultats par rapport aux méthodes classiques.

2 Sélection via l’estimation du coût
Nos résultats sont développés pour la forme canonique du modèle linéaire. Nous exposons

brièvement cette notation dans la section 2.1 avant de définir plus précisément notre procédure.

2.1 Forme canonique
La forme canonique du modèle linéaire (1) a été initiée par Scheffé (1959), développée par

Zyskind (1967) et reprise par de nombreux auteurs comme Brandwein et Strawderman (1991).
Elle consiste en une transformation orthogonale du vecteur Y, soit

Y
G−→

(
G1Y
G2Y

)
=

(
Z
U

)
=

(
θ
0

)
+Gε,
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où la matrice G =

(
G1

G2

)
est orthogonale et telle que les vecteurs lignes de G1 engendrent

le même sous-espace que les vecteurs colonnes de X , et où l’on pose Z = G1Y , U = G2Y ,
et θ = G1Xβ. On cherche maintenant à estimer le vecteur θ ∈ Rp. En pratique, la matrice G
peut être obtenue par la transposée QT, où Q est issu de la décomposition QR de X . Sous la
forme canonique, l’estimateur des moindres carrés de θ se réduit à ϕ0(Z) = Z, et l’estimateur
de seuillage ferme devient, ∀i ∈ {1, . . . , p},

ϕ
FS(Z)
i =

µ

µ− λ
(Zi − λsgn(Zi))1λ<|Zi|≤µ + Zi1|Zi|>µ. (4)

2.2 Estimateur du coût quadratique pour le seuillage ferme
Le principe de notre procédure est le suivant. Étant donné ϕλ un estimateur de θ dont la

parcimonie est réglée par λ, une fonction de coût appropriée L(ϕλ, θ) permet d’évaluer, outre
la qualité de ϕλ, la proximité de la sélection au “bon” modèle, correspondant au sous-ensemble
I des variables significatives, défini en introduction. Cependant, θ étant inconnu, ce coût est
inaccessible. C’est pourquoi nous proposons de l’estimer à partir des observations et d’utiliser
cette estimation pour l’évaluation du bon modèle : le minimum de cette estimation correspond
à notre choix pour l’hyperparamètre λ.

Un choix courant pour sa simplicité est le coût quadratique L(ϕλ, θ) = ||ϕλ− θ||2, où ||.||
désigne la norme euclidienne. L’estimateur ϕλ est ici l’estimateur de seuillage ferme défini en
(4). Un candidat naturel à l’estimation du coût L(ϕSF , θ) est l’estimateur sans biais donné par

δ0(Z,U) =

(
2k − p+ 2

λ

µ− λ
l

)
||U ||2

n− p
+ ||ϕSF − Z||2, (5)

où k = Card{i\|Zi| > λ} est le nombre d’éléments sélectionnés, l = Card{i\λ ≤ |Zi| < µ}.
Le caractère sans biais de δ0(Z,U) provient de ce que son espérance est égale 2 au risque
de ϕSF . Notons que δ0(Z,U) est équivalent, en tant que sélecteur, à AIC dans le cas où la
distribution des erreurs ε est gaussienne.

3 Simulations
Pour les simulations présentées ici, les données consistent en p = 250 variables pour n =

6000 observations. Le vecteur β est composé de (p − k) coefficients nuls et de k coefficients
non nuls générés suivant une loi uniforme U[7.5;10] sur l’intervalle [7.5; 10], k variant de 10 à
240. Ce vecteur remplit les conditions pour lesquelles le vrai sous-ensemble I appartient au
chemin de régularisation du lasso. Enfin, on génère les erreurs ε à partir d’une loi normale
N (0, In) dans un premier temps, hypothèse habituelle, puis à partir d’une loi de Student n-
variée à 4 degrés de liberté tn(4), qui est une distribution à symétrie sphérique à queue plus
lourde que la loi normale. Pour chaque exemple de distribution et chaque exemple de vecteur
β, nous générons 100 répliques d’erreurs afin d’étudier les variations de notre critère face à
l’aléa. Les résultats sont comparés avec AIC et BIC.

2. Le critère δ0 est d’ailleurs issu du développement du risque de ϕSF avec des identités de type Stein (voir
Fourdrinier et Wells, 1995)
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FIG. 1 – Nombre de coefficients estimés non nuls en fonction du nombre de coefficients réels
non nuls. Erreurs gaussiennes (gauche) et erreurs Student t(4) (droite).

La figure 1 présente le nombre moyen de coefficients estimés non nuls sur les 100 répliques
en fonction du nombre de coefficients réels non nuls k. Les lignes pointillées correspondent
aux premier et troisième quartiles. Dans le cas gaussien, correspondant aux hypothèses d’AIC
et BIC, on remarque que les trois estimateurs se comportent aussi bien et sélectionnent le
bon modèle presque à chaque fois. Dans le cas Student, on constate à nouveau l’équivalence
entre AIC et δ0 énoncée en 2.2, bien que nous ayions conservé la formule d’AIC sous l’hypo-
thèse gaussienne tout au long de nos expériences. Ceci confirme la robustesse distributionnelle
connue d’AIC dans le contexte de la régression linéaire où n est grand devant p et le vrai mo-
dèle appartient à l’ensemble sélectionné (voir Burnham et Anderson, 2002). Si notre approche
s’avère équivalente pour d’autres lois sphériques, l’améliorer impliquera la considération de
nouveaux estimateurs de coût (voir partie 4). Par ailleurs, les performances des deux estima-
teurs sont légèrement moins bonnes que pour le cas gaussien, tendant à sélectionner un modèle
un peu trop grand. BIC, quant à lui, n’est très proche du bon modèle que dans les contextes
très parcimonieux (k ≤ 40). Ailleurs, il passe à côté d’une partie des variables significatives.

4 Discussion
Dans cette note, nous avons exposé une première approche de la mise en œuvre de l’estima-

tion de coût comme sélecteur de variables. Nos simulations ont montré que, dans ce contexte,
nos résultats sont meilleurs que BIC et comparables à AIC, même pour le cas sphérique non
gaussien, alors que nous espérions une amélioration pour ce cas. Une étude plus approfon-
die des raisons de cette équivalence est en cours. Il semblerait que AIC puisse être lui aussi
vu comme estimateur de coût, et serait donc valide pour la classe entière des lois à symétrie
sphérique. Une perspective d’amélioration de notre procédure est l’utilisation de meilleurs es-
timateurs de coût. En effet, l’estimateur sans biais δ0(Z,U) n’est sans doute pas le meilleur
estimateur possible dans la mesure où une évaluation en terme de risque quadratique peut être
mise en œuvre et montre que δ0(Z,U) peut être amélioré. Des travaux en cours confirment
cette appréciation. Nous souhaitons souligner que notre procédure est générale et applicable à
d’autres fonctions de coût, ce qui permet d’intégrer des coûts de type 0-1 ou charnière dans un
cadre de discrimination.
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Summary
In this note, we propose to adopt a loss estimation approach to variable selection in the

linear regression model. This procedure can be applied to a distributional context more gen-
eral than the usual Gaussian model: the spherically symmetric distribution framework, which
implies both dependency between the error vector’s componants and a theoretical robustness
property at the same time, not shared by most of classical methods. Here we focus our interest
on the Firm shrinkage estimator. In addition to a moderate bias, it has the advantage of pro-
viding a regularization path. We study the behaviour of our procedure for selecting the right
model through simulations for two examples of the error distribution in comparison to AIC
and BIC.
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Résumé. Nous proposons ici une formulation générale de la notion de co-similarité qui
permet d’effectuer des co-classifications conjointes d’objets et de descripteurs – par exemple
des matrices documents/termes – en utilisant les algorithmes classiques de classification.

1 Contexte
En classification, lorsque ces caractéristiques décrivant une collection d’instances correspondent à un

type de donnée homogène et qu’elles sont sémantiquement comparables, il est possible de les classifier au
même titre que les instances. L’objectif de la co-classification (co-clustering) est de prendre en compte cette
dualité afin de faire émerger automatiquement des regroupements plus pertinents : ainsi, dans le contexte
des données textuelles, il est clair que la ressemblance entre documents dépend de la ressemblance entre
les termes qui les composent, et non de leur seule identité, et réciproquement pour les termes.

Cette approche est largement étudiée dans le contexte de la bioinformatique et de la fouille de textes.
Dans ce domaine, elle permet de surmonter le double problème de la faible densité des données (sparsity)
et de la taille élevée du nombre des caractéristiques (curse of dimensionality). Parmi les nombreuses ap-
proches proposées, l’une des plus connue est l’analyse sémantique latente (LSA) introduite par Deerwester
et al. (1990). Ces travaux repose sur le fait qu’un être humain utilise un vocabulaire varié pour décrire
un même thème. Par exemple, si l’on considère un premier corpus contenant plusieurs co-occurrences des
termes océan et vagues et un second contenant les termes mer et vagues, on peut inférer par transitivité
que les termes océan et mer sont possiblement sémantiquement reliés. Cette association correspond à une
co-occurrence du second ordre (une seule indirection) et peut être généralisée à des ordres supérieurs.

Nous avons développé une mesure nommée χ-Sim ( Bisson et Hussain (2008); Hussain et al. (2010))
qui capture ces régularités par l’intermédiaire de la notion de co-similarité. L’idée est de construire de
manière conjointe les deux matrices de similarité entre documents et mots, chacune prenant en compte
durant le calcul les informations fournies par les autres. Ces matrices permettent ensuite de faire de la
co-classification en utilisant des algorithme de classification standards tels les k-means, la CAH, ...

2 Notations utilisées
Les matrices (capitales) et les vecteurs (minuscules), sont en gras alors que les variables sont en italique.
– Matrice de données : M représente la matrice de données de na lignes et de nb colonnes avec mij

correspondant à l’intensité du lien entre l’objet représenté par la ligne i (ai) et l’objet représenté
par la colonne j (bj). Nous utiliserons également une notation vectorielle pour les lignes mi: =
[mi1 · · ·minb ] et pour les colonnes m:j = [m1j · · ·mnaj ]. Dans la suite, nous nous réfèrerons à ai
quand nous nous intéresseront à l’objet i de type A, et nous utiliserons mi: pour dénoter son vecteur.

– Matrices de similarité : SA et SB représentent respectivement les matrices (carrées et symétriques)
de similarité pour les objets de type A (de taille na × na) et les objets de type B (de taille nb × nb).
Ainsi ∀i, j = 1..na, saij ∈ [0, 1] et ∀i, j = 1..nb, sbij ∈ [0, 1].

– Fonction de similarité : la fonction générique Fs(·, ·) prend en argument deux éléments de M, mil

et mjn et retourne une mesure de similarité entre ces deux éléments Fs(mil,mjn).
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3 Fondements de la mesure χ-Sim
Classiquement, la mesure de similarité (ou de distance) entre deux objets ai et aj est définie comme

une fonction – notée ici Sim(ai, aj) – qui ne dépend que des « éléments » communs entre objets. On peut
ajouter d’autres éléments, par exemple pour normaliser la valeur, mais fondamentalement l’idée reste la
même, la conséquence étant que la similarité entre deux objets ne partageant aucune information est nulle :

Sim(ai, aj) = Fs(mi1,mj1) + · · ·+ Fs(mic,mjc) (1)

Maintenant, supposons que l’on dispose d’un matrice SB dont les éléments sont les mesures de simi-
larité entre les objets représentés par les colonnes de la matrice de données (ici les mots des documents).
Simultanément, introduisons, par analogie à la norme Lk (distance de Minkowski), la notion de pseudo-
norme k. Ainsi, si SB = I et k = 1, l’équation (1) peut être réécrite comme :

Simk(ai, aj) =
k

����
nb�

l=1

(Fs(mil,mjl))
k
× sbll (2)

Maintenant, nous allons généraliser (2) afin de prendre en compte, non plus uniquement les éléments
communs aux deux objets, mais également l’ensemble des paires d’éléments. De la sorte, nous devenons
capable de « capturer » non seulement la similarité entre les éléments identiques mais aussi celle provenant
d’éléments différents : dans le cas de corpus, on devient ainsi potentiellement capable de comparer des
documents contenant des termes différents. Bien sûr, pour chaque paire d’éléments bl et bn qui ne sont
pas directement partagés par ai et aj , nous pondérons leur contribution à la similarité Sim(ai, aj) par leur
propre similarité normalisée sbln. Cette nouvelle similarité entre les deux objets ai et aj est définie dans
l’équation (3) dans laquelle les termes dont l = n sont ceux qui apparaissaient dans (2) :

Simk(ai, aj) =
k

����
nb�

l=1

nb�

n=1

(Fs (mil,mjn))
k
× sbln (3)

En supposant, comme pour le cosinus, que Fs(mij ,mjn) correspond au produit de ses deux arguments,
i.e. Fs(mij ,mjn) = mil ×mjn , nous pouvons réécrire (3) sous la forme du produit matriciel suivant :

Simk(ai, aj) = Simk(mi:,mj:) =
k
�
(mi:)

k
× SB×

�
mT

j:

�k (4)

avec (mi:)
k =

�
(mij)

k
· · · (mic)

k
�

et mT
j: représentant le vecteur transposé de mj:.

Finalement, nous pouvons introduire un terme de normalisation – noté N (mi:,mj:) – afin que toutes
les mesures de similarité soient comprises dans l’intervalle [0, 1]. Nous obtenons alors l’équation ci-
dessous (5), dans laquelle srij représente un élément de la matrice SA :

saij =

k
�

(mi:)
k
× SB×

�
mT

j:

�k

N (mi:,mj:)
(5)

On peut remarquer que l’équation (5) généralise différentes mesures de similarité classiques :
– L’indice de Jaccard peut être obtenu pour les valeurs de paramètres suivantes : k = 1, SB = I (la

matrice identité), et N (mi:,mj:) = �mi:�1 + �mj:�1 −mi:mT
j:

– Le coefficient de Dice correspond à k = 1, SB = 2I, et N (mi:,mj:) = �mi:�1 + �mj:�1
– La mesure de similarité du cosinus généralisé (Qamar et Gaussier, 2009) est obtenu lorsque SB

est une matrice semi-définie positive (SDP) notée A. Sous cette hypothèse, on peut donc définir le
produit scalaire < mi:,mj: >A = mi: × A × mT

j:, ainsi que la norme associée notée �mi:�A =

< mi:,mi: >A. On définit alors N (mi:,mj:) =
�

�mi:�A ×
�
�mj:�A.
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3.1 Fonction de normalisation de χ-Sim
Nous allons introduire un nouveau schéma de normalisation, que nous nommerons pseudo-normalisation,

et qui s’inspire de la mesure de similarité du cosinus généralisé, en relaxant la contrainte sur la propriété
SDP de la matrice A et en ajoutant le paramètre k de pseudo-norme. En utilisant le produit matriciel (4)
introduit dans la section 3 nous définissons symétriquement les éléments des matrices SA et SB ainsi :

saij =
Simk(mi:,mj:)�

Simk(mi:,mi:)×
�

Simk(mj:,mj:)
(6a)

sbij =
Simk(m:i,m:j)�

Simk(m:i,m:i)×
�

Simk(m:j ,m:j)
(6b)

Les équations (6a) et (6b) définissent donc un système d’équations linéaires, dont les solutions cor-
respondent aux (co-)similarité entre les deux types d’objets dont la relation est décrite par la matrice de
données M. Par conséquent, l’algorithme χ-Sim est basé sur une approche itérative, i.e. un calcul alterné
des valeurs des matrices SA et SB. La normalisation assure que saii = 1 et que sbii = 1 sans garantir tou-
tefois que les indices de similarité soient toujours � 1. Dans le cas de données textuelles, cela correspond à
des problèmes de polysémies de termes. Considérons ainsi un corpus contenant, parmi plusieurs autres do-
cuments, les documents d1 contenant le mot orange et d2 contenant les mots rouge et banane. Supposons
qu’à une itération quelconque la matrice SB indique que que la valeur de similarité entre orange et rouge
est 1, celle entre orange et banane est 1 et celle entre rouge et banane est 0. Dès lors, en appliquant les for-
mules précédentes, Sim1(d1, d1) = 1, Sim1(d2, d2) = 2 and Sim1(d1, d2) = 2 et donc sr12 = 2√

1×2
> 1.

Ici, la similarité entre ces deux documents est surestimée à cause de la nature polysémique du mot orange
qui présenter une double analogie avec la couleur red et le fruit banane. Expérimentalement, on observe
que les valeurs srij and scij reste la plupart du temps inférieures ou égales à 1.

Parallèlement, lorsque l’on affecte à k des valeurs inférieures à 1 comme suggéré par Aggarwal et al.
(2001) pour la norme Lk dans le contexte d’espaces de grandes dimensions, on observe une amélioration
des résultats sur des test de classification (cf. Hussain et al. (2010)). Il faut cependant noter que nous
sommes dans une situation différente de la norme Lk car notre méthode ne définit pas un espace vectoriel
normé. Si l’on examine le cas simple où k = 1, on a alors Sim1(mi:,mj:) = mi: × SB × mT

i: , ce qui
correspond à la forme générale d’un produit scalaire, à la condition que SB soit symétrique et semi-défini
positive (SDP). Malheureusement, cette condition n’est pas nécessairement vérifié du fait de notre schéma
de normalisation 1. Aussi, notre mesure de similarité est simplement une forme bilinéaire dans un espace
préhilbertien « dégénéré », dans lequel notre mesure correspond au Cosinus.

Pour résoudre complètement ces problèmes, il est possible de projeter les matrices SB et SA à chaque
itération sur l’espace des matrices SDP comme le propose (Qamar et Gaussier, 2009). Ainsi, nous garanti-
rions que le nouvel espace engendré soit bien un espace préhilbertien. Cependant, on constate expérimen-
talement que l’ajout d’une telle étape ne permet pas d’améliorer significativement les résultats de notre
approche, car les matrices de similarités sont déjà très proches de l’espace des matrices SDP.

3.2 Traiter le ‘bruit’ dans les matrices de similarité
Si l’on considère le graphe biparti associé à une matrice documents/termes, on peut aisément montrer

(cf. Hussain et al. (2010)) que, à l’itération n de l’algorithme, l’élément saij de la matrice de similarité
des lignes est fonction du nombre de chemins d’ordre n qui existent entre les objets i et j. Cependant,
dans les jeux de données textuelles, certains termes sont rares et/ou ne sont pas spécifiques d’une classe
d’objets. Dans le cas de données textuelles cela peut correspondre à des mots soit mal-orthographié, soit
qui apparaissent de manière fortuite dans une classe de documents ; par exemple, le fait de trouver dans
un document qu’une personne est « ... une nouvelle étoile au firmament ... » ne rattache a priori en rien
ce document à la catégorie « astronomie ». On peut alors considérer ces termes comme une sorte de bruit

1. Une condition nécessaire pour que SB soit SDP serait que ∀i, j ∈ 1..c, |sbij | �
�

sbii × sbjj = 1.
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dans les données car itérations après itérations, ces termes permettent à l’algorithme d’établir de nouveaux
chemins erronés entre les différentes familles d’objets. Ces chemins induisent des similarités très faibles
mais ils sont nombreux, et nous pouvons faire l’hypothèse qu’ils peuvent brouiller les « vraies » similarités.
En se basant sur cette observation, nous introduisons dans l’algorithme χ-Sim une étape de seuillage
associée à une paramètre p qui a pour objectif de supprimer ces infomations. Concrètement il va s’agir, à
chaque itération, de remettre à 0 les p % des plus petites valeurs des matrices de similarité SA et SB.

3.3 Un algorithme générique pour χ-Simk
p

Les équations (6a) et (6b) nous permettent de calculer les similarités entre deux lignes et entre deux
colonnes. L’extension à toutes les paires de lignes et toutes les paires de colonnes peut être formulée sous
la forme d’une simple multiplication matricielle. Nous avons besoin de définir ici M◦k =

�
(mij)k

�
i,j

qui
représentent la mise à la puissance k de la matrice M. L’algorithme générique est le suivant :

1. On initialise les matrices de similarité SA et SB avec la matrice identité I. En effet, on considère
que l’on a pas de connaissance a priori, et que donc seul la similarité entre un objet et lui-même vaut
1. On note ces matrices SA(0) et SB(0).

2. À l’itération t, on calcule la nouvelle matrice de similarité SA(t) en utilisant la matrice SB(t−1) :

SA(t) = M◦k × SB(t−1)
× (M◦k)T and sa(t)ij ←

k
�
sa(t)ij

2k
�

sa(t)ii × sa(t)jj

(7)

On fait la même chose pour la matrice de similarité SB(t) en utilisant SA(t−1) :

SB(t) = (M◦k)T × SA(t−1)
×M◦k and sb(t)ij ←

k
�
sb(t)ij

2k
�

sb(t)ii × sb(t)jj

(8)

3. On fixe à 0 les p % des plus petites valeurs des matrices de similarité SA et SB.

4. Les étapes 2 et 3 sont répétées t fois (un nombre d’itérations de 4 est une valeur raisonnable pour des
données textuelles) pour mettre à jour itérativement SA(t) et SB(t).

Il est important de remarquer que même si χ-Simk
p calcule une mesure de similarité entre chaque

paire d’objets en utilisant toutes les paires de composantes des vecteurs les représentant, la complexité de
l’algorithme reste comparable aux mesures de similarité classiques comme celle du Cosinus. En supposant
que, pour une matrice générale de taille n×n, la complexité de la multiplication matricielle est de O(n3) et
que la complexité pour calculer M◦k est de O(n2), la complexité totale de χ-Simk

p est donnée par O(tn3).
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Résumé. Soit à classifier un grand ensemble de données pouvant être de 
grande dimension. On suppose que les vecteurs de données sont des observa-
tions indépendantes et identiquement distribuées d’un vecteur aléatoire Z défi-
ni sur un espace probabilisé que l’on veut partitionner en un nombre fixé k de 
classes. Après avoir défini un représentant d’une classe, appelé noyau, et un 
critère de classification, on définit un algorithme stochastique moyennisé des 
k-noyaux, dont on établit la convergence.  

1 Introduction 

Actuellement, les dimensions des ensembles de données augmentent plus vite que la vi-
tesse de calcul des ordinateurs et il est important de disposer d’algorithmes d’exécution ra-
pide (Bottou, 2010), prenant en compte dans le même temps plus d’observations que d’autres 
et donnant alors de meilleures estimations même s’ils ne sont pas les plus efficaces. 

La méthode de classification en un nombre fixé k de classes peut-être la plus utilisée est 
celle des k-means (Forgy, 1965). Lorsque l’on dispose de beaucoup de données, on peut 
utiliser la méthode des k-means séquentielle de MacQueen (1967) : une observation est in-
troduite à chaque itération et affectée à une classe du barycentre de laquelle elle est la plus 
proche et ce barycentre est alors actualisé. Cette méthode est basée sur un modèle probabi-
liste de population : on suppose que l’ensemble des données est un échantillon i.i.d. d’un 
vecteur aléatoire défini sur un espace probabilisé. L’algorithme de MacQueen donne une 
solution locale au problème de la recherche d’une partition de cet espace d’inertie intra-
classes minimale. On peut le présenter comme un algorithme de gradient stochastique. 

Nous étudions dans cet article la convergence d’un algorithme des k-noyaux séquentiel, 
basé sur le modèle probabiliste de population, mais pour lequel le barycentre est remplacé de 
façon plus générale par un représentant d’une classe appelé noyau et le critère L2 par un 
critère plus général ; nous utilisons un algorithme de gradient stochastique pour déterminer 
une solution locale. Nous en établissons la convergence en utilisant un théorème de conver-
gence presque sûre d’un processus de gradient stochastique à pas matriciels aléatoires établi 
dans (Monnez, 2006). Pour en accélérer la convergence, nous proposons d’utiliser une 
moyennisation classique en approximation stochastique (Polyak et Juditsky, 1992), comme 
dans (Cardot, Cénac, Monnez, 2011).  
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2 Critère de classification 

Soit une suite d’observations (z1 , ...,zn , ...) qui constituent un échantillon i.i.d. d’un vec-
teur aléatoire Z dans Rd , que l’on suppose absolument continu (hypothèse H1a), défini sur un 
espace probabilisé (Ω, A, P) que l’on veut partitionner en k classes à partir de ces observa-
tions. En suivant Diday (1979), on définit :  

1) Un représentant θ r d’une classe Ωr, appelé noyau. Ce peut être par exemple : un point 
de Rd ; un sous-espace affine de dimension fixée de Rd  caractérisé par ses paramètres ; un 
paramètre de la loi de probabilité conditionnelle de Z dans Ωr.  On suppose de façon générale 
que θ r  est un paramètre réel de dimension q.  

2) Une mesure de dissimilarité entre un point z de Rd et un représentant  θ r, Dr(z;θ r). Par 

exemple, pour θ r point de Rd : ( ) rrr
r zouzzD θθθ −−=

2
; . 

3) Un critère de classification : déterminer une partition (Ω1, ..., Ωk) et un k-uplet de re-
présentants (θ1, ..., θ k) qui rendent minimale la fonction 

( ) ( )[ ] ( )[ ].;min;1,...,;,...,
1

1
1

r
rr

k

r

r
rrA

k
k xZDExZDExxAA ≥=∑

=
φ  

En supposant les xr tous distincts, l’égalité est réalisée pour 
( )( ) ( )( ){ }j

jj
r

rr xZDxZDA ;min;: ωωω == , 

à condition que l’hypothèse H1b soit vérifiée : 

(H1b) Pour ( ) ( )( ) .0;;, '
'
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r
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rr xZDxZDPxx  

Le problème revient alors à déterminer (θ
1, ..., θ k) qui rendent minimale la fonction  
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3 Définition d’un processus de gradient stochastique  

En supposant vérifiée l’hypothèse 

(H1c) ( ) ( ) ( )[ ] ,,...,1 ,;;,...,1 krxZDxZIExxg r
rxr

k
x rr =∇=∇  

θ
1, ..., θ k forment une solution du système d’équations 

( ) ( )[ ] krxZDxZIE r
rrxr ,...,1 ,0;; ==∇ . 

Pour le résoudre, on définit le processus de gradient stochastique ( )k
nnn XXX ,...,1=  : 
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( ) ( ) ( ) ;,...,1,;;

,;;1

krXgXZDXZIaV

VaXgaXXZDXZIaXX

nx
r
nnrxnnr

r
n

r
n

r
n

r
nnx

r
n

r
n

r
nnrxnnr

r
n

r
n

r
n

rr

rr

=∇−∇=

−∇−=∇−=+
 

r
na  est une variable aléatoire positive mesurable par rapport à la tribu du passé Tn.  

Soit g∇ le gradient de g et ( ) ',...,1 k
nnn VVV = . Le processus récursif ( )nX  s’écrit  

( ) ,1 nnnnnn VAXgAXX −∇−=+  
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la matrice An étant diagonale de termes diagonaux  ,,...,,...,,..., 11 k
n

k
nnn aaaa  chaque r

na  étant 

répété d fois. 
On applique le théorème 1 de convergence presque sûre d’un processus de gradient sto-

chastique à pas matriciels aléatoires de Monnez (2006). On suppose : 
 
(H2) a) Il existe L >0 tel que, pour tout n ≥1,  

( ) ( ) ( ) ..,
2

111 spXXLXgXXXgXg nnnnnnn −+∇−≤− +++  

 b) La suite (Xn) est p.s.  bornée et g∇ est continue presque partout dans le compact 

la contenant.  
(H 3) Il existe deux suites de variables aléatoires positives (Bn) et (Cn), adaptées à la 

suite de sous-tribus (Tn) et  telles que, presque sûrement, 
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Théorème.  Sous les hypothèses H1a, b, c, H2a, H3, H4a,  
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convergent p.s. Si les hypothèses H2b et H4 b, c  sont aussi vérifiées, alors ( )nXg∇  et la 

distance entre Xn et l’ensemble des points stationnaires de g convergent p.s  vers 0. 
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(Cardot, Cénac, Monnez, 2011), 
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Les hypothèses H4, sauf H4c, sont alors vérifiées. Un choix usuel est .1,
4
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On définit pour r = 1,...,k, le processus stochastique moyennisé ( )r
nX  tel que 
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Si l’ensemble des points stationnaires de g est fini, alors, sous les hypothèses du théorème, la 
suite (Xn ) converge presque sûrement vers un de ces points stationnaires, car Xn+1 - Xn 

converge p.s. vers 0 ; on en déduit que la suite ( )nX  converge p.s. vers le même point. 

4 Conclusion 

Cet algorithme des k-noyaux et le théorème de convergence admettent plusieurs cas par-
ticuliers dont celui de MacQueen (1967), ainsi que l’algorithme CCM des k-médianes sé-
quentiel (Cardot, Cénac, Monnez, 2011), dont on montre sur des simulations et un exemple 
la rapidité d’exécution par rapport à des algorithmes classiques. Une extension possible est la 
définition d’un algorithme des k-noyaux en présence de co-variables.  
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Summary 

Consider the problem of partitioning in a fixed number k of clusters with a fast algorithm 
a large set of high dimensional data, which can be taken sequentially. Suppose that vectors of 
data are i.i.d. observations of a random vector. After defining a representative (kernel) of 
each cluster, a dissimilarity measure and a classification criterion, we define a sequential k-
kernel algorithm as a stochastic gradient algorithm and give a theorem of almost sure con-
vergence. Particular cases are interalia the sequential k-means algorithm of MacQueen and 
the sequential k-medians algorithm of Cardot, Cénac, Monnez. We use a classical method of 
averaging to accelerate its convergence. 
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Résumé. La rotation orthogonale dans PCAMIX a été initialement introduite
par Kiers (1991). PCAMIX est une méthode d’analyse en composantes princi-
pales pour un mélange de variables quantitatives et qualitatives qui inclut comme
cas particuliers l’Analyse en Composantes Principales (ACP) et l’Analyse des
Correspondances Multiples (ACM). Dans ce papier, nous donnons une nouvelle
présentation de PCAMIX où les composantes principales et les loadings sont ob-
tenues à l’aide d’une Décomposition en Valeurs Singulières. Dans ce contexte,
nous proposons une nouvelle expression analytique directe pour l’angle varimax
de rotation dans PCAMIX. L’algorithme de rotation qui en résulte est simple
et relativement peu coûteux en temps de calculs. Une application sur un jeu de
données réel illustre l’intérêt pratique de la rotation. L’ensemble des codes sera
prochainement disponible dans un package R nommé PCAmixdata.
Mots-clés: mélange de données quantitatives et qualitatives, analyse en compo-
santes principales, analyse des correspondances multiples, rotation.

1 Introduction
Différents critères ont été proposés pour la rotation en ACP. Le plus célèbre est varimax,

introduit par Kaiser en 1958. L’idée est de maximiser la variance des colonnes de la matrice
des loadings qui contient les corrélations au carré des variables aux composantes principales.
Des groupes de variables se forment, facilitant ainsi l’interprétation. En Analyse des Corres-
pondances, différents travaux ont été récemment réalisés (voir par exemple van de Velden and
Kiers, 2005). D’autre part, Kiers (1991) a considéré la rotation orthogonale dans la méthode
PCAMIX. Cette méthode d’analyse factorielle pour un ensemble de données qualitatives et
quantitatives inclut comme cas particuliers l’ACP et l’ACM. Dans cet article, nous proposons
une écriture de PCAMIX sous forme de Décomposition en Valeurs Singulières qui facilite
l’utilisation de la rotation.

L’idée de la rotation orthogonale dans PCAMIX utilise la définition des loadings au carré
(voir Chavent et al., 2011 pour plus de détails). Pour une variable quantitative, il s’agit du
carré de sa corrélation avec la composante principale. Pour une variable qualitative, c’est le
rapport de corrélation qui est utilisé. La fonction varimax est alors appliquée à la matrice des
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loadings au carré, conduisant à un nouveau problème d’optimisation. En deux dimensions, la
définition de la matrice de rotation orthogonale optimale s’obtient en résolvant un problème
non contraint. Nous utilisons différentes astuces et formules trigonométriques pour annuler la
dérivée et obtenir une nouvelle écriture explicite de l’angle optimal de rotation (planaire). Cette
écriture est plus simple que celle proposée par Kiers et moins coûteuse en temps de calcul.
Dans le cas de plus de deux dimensions, nous utilisons l’algorithme proposé par Kaiser (1958)
qui consiste à réaliser des rotations successives de paires de facteurs jusqu’à convergence.

2 Un exemple illustratif

Nous appliquons l’approche de rotation sur le jeu de données “Prostate" utilisé entre autres
par Hunt et al. (2003). Il concerne 506 patients atteints du cancer de la prostate ayant suivi
un essai clinique aléatoire visant à comparer quatre traitements. Ces données sont disponibles
dans le package R "Hmisc" développé par Harrell (2010). Les données sont mixtes : 8 variables
sont quantitatives (“age", “poids", “pression sanguine systolique", “pression sanguine diasto-
lique", “sérum hémoglobine", “taille de la tumeur", “indice de niveau de la tumeur", “sérum
prostatique") et 4 variables sont qualitatites (“niveau de performance", “historique cardiovas-
culaire", “électrocardiogramme", “métastases"). Voici un exemple de code R suivi de quelques
sorties graphiques et numériques obtenues avec le package "PCAmixdata" (prochainement dis-
ponible).

Les sorties numériques fournies par le package comprennent les scores des composantes
principales avant et après rotation (standardisées dans ce cas), les coordonnées des modalités
des variables qualitatives avant et après rotation, le cercle des corrélations pour les variables
quantitatives avant et après rotation ainsi que les loadings au carré de chaque variable (carré de
sa corrélation linéaire si elle est quantitative, rapport de corrélation si elle est qualitative) avec
la composante principale.
Les lignes de code,

require(Hmisc)
getHdata(prostate)
require(PCAmixdata)
res<-PCAmix(X.quanti=prostate.quanti,X.quali=prostate.quali,ndim=4)

permettent de lancer la méthode PCAMIX et de conserver 4 composantes principales. Les
graphiques obtenus sont présentés dans la Figure 1. Pour ne pas surcharger le résumé, nous
nous sommes limités aux deux premières composantes principales.

La ligne suivante,

rot<-PCArot(res,dim=4)

permet d’effectuer une rotation sur les 4 composantes principales obtenues avec PCAMIX
(voir Figure 1).

La rotation des composantes principales conduit à une meilleure association entre les va-
riables (voir Tableau 2 et Figure 1) : le poids est associé avec les pressions systolique et dias-
tolique, le sérum hémoglobine avec la taille et le niveau de la tumeur, l’âge ne s’associe pas
avec les autres variables et le sérum prostatique se distingue également.
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Before rotation After rotation
1 2 3 4 1 2 3 4

age -0.06 0.10 -0.58 0.15 -0.03 -0.06 -0.61 -0.09
wt -0.44 0.20 0.29 0.01 -0.26 0.46 0.18 -0.08
sbp -0.36 0.77 0.12 0.06 0.05 0.84 -0.15 -0.01
dbp -0.43 0.65 0.30 0.00 -0.05 0.83 0.06 -0.04
hg -0.51 -0.09 0.32 0.02 -0.46 0.25 0.28 -0.13
sz 0.42 0.32 0.00 -0.40 0.65 0.06 0.06 -0.08
sg 0.57 0.27 0.15 -0.38 0.72 0.00 0.21 0.04
ap 0.53 0.14 0.28 0.56 0.18 -0.02 0.03 0.82
pf 0.23 0.16 0.22 0.51 0.18 0.02 0.17 0.76
hx 0.06 0.05 0.26 0.09 0.04 0.02 0.40 0.00
ekg 0.04 0.20 0.31 0.13 0.09 0.15 0.41 0.04
bm 0.48 0.09 0.00 0.00 0.46 0.00 0.00 0.11

TAB. 1 – Loadings au carré avec les 4 premières composantes avant et après rotation
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Summary
Orthogonal rotation in PCAMIX has been initially introduced by Kiers (1991). PCAMIX

is a factorial method for a mixture of quantitative and qualitative variables. It includes as or-
dinary Principal Component Analysis (PCA) and Multiple Correspondence Analysis (MCA)
as special cases. In this paper, we give a new presentation of PCAMIX where the principal
components and the squared loadings are obtained from a Singular Value Decomposition. In
this context we give a new analytic expression of the varimax angle for rotation in PCAMIX.
The resulting rotation algorithm is simple and computationnaly efficient. An application on
real data shows the benefits of using rotation. All source codes will be soon available in the R
package PCAmixdata.
Mots-clés: mixture of qualitative and quantitative data, principal component analysis, multiple
correspondance analysis, rotation.
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FIG. 1 – Scores, cercles de corrélation, modalités et loadings au carré avant et après rotation.
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Intégration de contraintes must-link et cannot-link pour la
classification : une approche indépendante de l’algorithme
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Résumé. Nous proposons une nouvelle formalisation de la problématique de
classification semi-supervisée, en présence de contraintes must-link (ML) et
cannot-link (CL). Il s’agit d’utiliser les contraintes pour apprendre de manière
itérative un espace de représentation des données afin de favoriser leur satisfac-
tion par l’algorithme de classification quel qu’il soit.

1 Introduction

La classification (ou clustering) semi-supervisée est l’objet d’intenses recherches ces der-
nières années, motivées par la possibilité qu’elle offre d’intégrer au processus - a priori non-
supervisé - des connaissances en faible quantité, faciles à obtenir et susceptibles d’amélio-
rer significativement la qualité des clusters obtenus. Les premières propositions visaient à in-
teragir sur le processus même de clustering en modifiant quelques algorithmes bien connus
(k-moyennes, COBWEB, DBSCAN) (Wagstaff et al., 2001; Ruiz et al., 2010) de manière à
empêcher toute contradiction avec des connaissances extérieures exprimées sous-formes de
contraintes sur des paires d’objets. Deux types de contraintes sont usuellement considérées :
must-link (ML) (resp. cannot-link (CL)) indiquant que deux objets doivent (resp. ne doivent
pas) figurer dans le même cluster in fine. Assez rapidement, des formalisations plus souples
du problème ont été suggérées en introduisant une pénalité (e.g. au critère objectif utilisé) liée
à la violation des contraintes (Dhillon et al., 2004). Une autre manière de procéder consiste
à utiliser les contraintes fournies pour adapter/corriger la métrique ou plus généralement l’es-
pace de représentation des données (Bilenko et al., 2004) ; cette approche est indépendante de
la méthode de clustering envisagée ce qui constitue à la fois un avantage : la généricité et un
inconvénient : l’absence de prise en compte de l’algorithme dans l’adaptation de la métrique 1.

L’orientation que nous choisissons vise à apprendre un espace de représentation des don-
nées de manière itérative en utilisant à chaque itération les résultats de l’algorithme de classi-
fication (vu comme une boîte noire) pour améliorer les chances pour l’algorithme de satisfaire
les contraintes. La formalisation que nous proposons est une alternative à l’approche de type
boosting (BOOSTCLUSTER) présentée par Liu et al. (2007) à laquelle nous nous comparons
expérimentalement.

1. Les contraintes ont généralement toutes le même poids.
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2 Présentation du modèle
Dans la suite, nous noterons : n le nombre d’individus et p la dimensionalité des individus.

X désigne la matrice des donnéesX ∈Mn×p. u est un vecteur de projection. du(xi, xj) (resp.
d(xi, xj)) désigne la distance euclidienne entre xi et xj dans u (resp. dans l’espace d’origine).

L’approche que nous proposons doit conduire l’algorithme de classification, appelé A par
la suite, à satisfaire les contraintes ML et CL. Nous proposons d’apprendre un nouvel espace
de représentation satisfaisant ces contraintes et préservant au mieux la représentation initiale
des données. Nous utilisons pour ce faire la technique bien connue de l’analyse en composantes
principales. L’idée est de trouver un sous-espace de l’espace d’origine telle que la variance du
nuage des individus soit maximale i.e le maximum d’information soit conservé. Cet aspect n’a
pas du tout été pris en compte dans BOOSTCLUSTER. Partant de l’optimisation du critère de
l’ACP, le problème qui nous motive consiste à s’assurer que les individus impliqués dans une
contrainte ML (resp. CL) soient proches (resp. éloignés) dans le sous-espace de représenta-
tion. Nous proposons de modéliser cette volonté par les conditions suivantes qui devront être
respectées :

– si (xi, xj) ∈ ML, il existe une constante ξi,j telle que si d2u(xi, xj) ≤ ξi,j alors l’algo-
rithme A groupera xi et xj .

– si (xi, xj) ∈ CL, il existe une constante ξi,j telle que si d2u(xi, xj) ≥ ξi,j alors l’algo-
rithme A séparera xi et xj .

(xi, xj) ∈ML =⇒ xi et xj doivent être dans un même groupe
(xi, xj) ∈ CL =⇒ xi et xj doivent être dans des groupes différents

Nous définissons alors le problème P d’optimisation permettant d’obtenir le meilleur vec-
teur u∗ de projection :

P

∣∣∣∣∣∣∣∣
max

u
uTXTXu

s.c. uTu = 1
d2u(xi, xj) ≤ ξi,j ∀(xi, xj) ∈ML (cs1)
d2u(xi, xj) ≥ ξi,j ∀(xi, xj) ∈ CL (cs2)

Pour résoudre ce problème d’optimisation, nous considérons le Lagrangien associéL(u, λ, µ) :

L(u, λ, µ) =
uTXTXu−

∑
(xi,xj)∈ML

(
λi,j(d

2
u(xi, xj)− ξi,j)

)
+

∑
(xi,xj)∈CL

(
λi,j(d

2
u(xi, xj)− ξi,j)

)
− µ(uTu− 1)

que l’on peut réécrire :

L(u, λ, µ) = uT X̃u+
∑

(xi,xj)∈ML

λi,jξi,j −
∑

(xi,xj)∈CL

λi,jξi,j − µ(uTu− 1)

où X̃ dépend des λi,j et de µ. Le vecteur u∗ optimal correspond exactement au vecteur propre
associé à la plus grande valeur propre de la matrice X̃ définie positive. Nous obtenons le
sous espace de projection U∗ en sélectionnant les prochains vecteurs propres associés aux
plus grandes valeurs propres restantes. Le problème est que la diagonalisation de X̃ nécessite
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Algorithm 1 Uzawa BoC
Input : Données X , Nombre de groupes K, Algorithme de clustering A, {(xi, xj) ∈ML},
{(xi, xj) ∈ CL}
1 Initialisation des λi,j et des ξi,j
repeat

2 Calcul du sous-espace U via P
3 Calcul de X ′ = XU et application de A sur X ′

4 Mise à jour des ξi,j par (2)
5 Mise à jour des λi,j par (1)

until convergence vers un U∗ optimal

de connaître la valeur des multiplicateurs de Lagrange λi,j . Nous allons approcher itérative-
ment la valeur de ces multiplicateurs pour résoudre notre problème d’optimisation en adaptant
l’algorithme Uzawa (Algorithm 1) i.e partant d’une initialisation des λi,j = 0 pour tous les
couples (xi, xj) impliqués dans une contrainte ML ou CL, les nouveaux λi,j s’obtiennent de
la manière suivante :

λt+1
i,j = max(0, λti,j + ρ× (d2u(xi, xj)− ξi,j)) (1)

où ρ est un pas que l’on peut définir de manière constante. Notons que l’obtention de la solution
optimale u∗ du Lagrangien est indépendante des valeurs de ξi,j , nous déterminons ces derniers
de manière purement algorithmique. La résolution de P permet in fine de trouver le sous es-
pace U∗ optimal favorisant l’algorithme A à respecter les contraintes de semi-supervision.
L’algorithme A intervient de manière implicite dans le programme d’optimisation, et il guide
l’apprentissage du sous espace en influençant la mise à jour des paramètres du Lagrangien
L(u, λ) et des valeurs de ξi,j .

Parmi les données du problèmeP , nous avons introduit les constantes ξi,j servant à garantir
que les individus (xi, xj) ∈ML (resp.CL) soient proches (resp. éloignés) dans le sous-espace
de projection. Initialement nous fixons ξi,j = d2(xi, xj) si (xi, xj) ∈ ML et ξi,j = 0 si
(xi, xj) ∈ CL. Nous mettons ensuite à jour de manière heuristique les ξi,j si les contraintes
correspondantes (cs1) ou (cs2) sont satisfaites, mais l’algorithmeA ne parvient pas à respecter
les contraintes ML et CL. Nous décidons alors dans ce cas de “durcir” les contraintes :

ξt+1
i,j =

d2
u(xi,xj)+d2(xi,xj)

2 si (xi, xj) ∈ CL et d2u(xi, xj) < ξi,j
d2
u(xi,xj)

2 si (xi, xj) ∈ML et d2u(xi, xj) > ξi,j
(2)

ce qui correspond à diminuer (resp. augmenter) la valeur des ξi,j pour les (xi, xj) ∈ML (resp.
CL) non respectées par A. C’est de cette façon que l’algorithme A intervient dans la mise à
jour des λi,j (via ξi,j) et influence le nouvel espace de représentation optimal de P .

3 Résultats expérimentaux
Nous avons réalisé une étude expérimentale comparative entre notre approche et BOOST-

CLUSTER. Nous validons notre approche sur différents jeux de données artificiels (2D2K 2)

2. Le jeu de données 2D2K contient 1, 000 individus générés par un mélange de deux gaussiennes bi-
dimensionelle avec des matrices de variances diagonales.
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et réels (Iris, WDBC, Vowel). Nous observons une amélioration de la qualité du clustering
obtenu en prenant comme algorithme de clustering K-moyennes avec notre algorithme (Uz)
comparé à BOOSTCLUSTER (BC). Les résultats de la figure (1) correspondent à une moyenne
de 20 runs sur les différents jeux de données, et nous faisons varier le nombre de contraintes
de 0 à 1600 en imposant un équilibre entre les contraintes ML et CL. L’évaluation que nous
avons choisie est le F-score et enfin, le nombre de dimensions du sous espace de représentation
calculé à chaque étape correspond au nombre de valeurs propres positives.
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FIG. 1 – comparatif entre l’approche Uzawa BoC (Uz) et BOOSTCLUSTER (BC) par rapport
à K-moyennes de référence (KM)
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Summary
We present a new formalisation for semi-supervised clustering with pairwise contraints.

The aim of the approach is to use the constraints to learn iteratively a projection space for the
data, such as the clustering algorithm satisfies the constraints at the best.

156



Clustering collaboratif :
le challenge de regrouper conjointement

Germain Forestier

INRIA / INSERM / CNRS / Univ. Rennes 1, VISAGES U746, Rennes, France
germain.forestier@inria.fr

Résumé. Le clustering collaboratif consiste à faire collaborer conjointement
plusieurs méthodes de clustering afin de parvenir à un résultat consensuel. Les
différentes méthodes impliquées dans la collaboration vont partager des infor-
mations et vont remettre en cause leurs décisions en fonction des solutions pro-
posées par les autres méthodes. Un enjeu important consiste à faire collaborer
des méthodes différentes tout en assurant une prise en compte des décisions de
chacune d’entre elles. Cet article présente les principales approches en cluster-
ing collaboratif et contextualise nos travaux dans ce domaine. Enfin, quelques
enjeux émergents sont également exposés.

1 Introduction

L’idée de combiner les décisions de plusieurs méthodes de classification non supervisée a
émergé du travail important mené dans le domaine de la combinaison de méthodes supervisées
(Kuncheva, 2008). Dans le cas supervisé, le travail est simplifié par l’existence d’une référence
commune (i.e. les classes) qui peut servir à faciliter la combinaison des décisions.

A contrario, dans le cadre de la combinaison de méthodes non supervisées, il n’existe pas
de liens évident entre les clusters des différents résultats et les ceux-ci n’ont pas forcément
le même nombre de clusters. D’autres approches ont donc été envisagées pour permettre la
combinaison de ces résultats hétérogènes. De plus, d’autres contraintes comme la distribution
des données sur plusieurs sites, ou le respect de la confidentialité des données, rendent parfois
impossible un traitement centralisé et constituent une autre motivation de ces approches.

Afin d’adresser ce problème, nous nous sommes intéressé au clustering collaboratif qui
consiste à faire collaborer plusieurs méthodes de clustering conjointement. Ces différentes
méthodes vont partager des informations et vont remettre en cause leurs décisions en fonction
des décisions proposées par les autres méthodes. Ainsi, une discussion est entreprise entre les
méthodes afin de faire converger collectivement les différents résultats.

Dans cet article, nous présentons les principales approches en clustering collaboratif afin
de contextualiser nos travaux et d’illustrer les résultats obtenus. Enfin, les enjeux émergents de
ce domaine sont abordés.
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2 Le clustering collaboratif
Plusieurs approches existent en clustering collaboratif mettant en œvre la collaboration à

différents niveaux. Les méthodes dîtes de clustering par ensemble (Strehl et Ghosh, 2002), s’in-
téressent à la combinaison de résultats de clustering en étudiant uniquement l’affectation des
objets aux clusters des résultats. De ce fait, les données utilisées pour générer les résultats ne
sont plus utilisées lors du processus collaboratif, qui consiste alors à trouver une partition con-
sensuelle résumant l’ensemble des partitions de départ. Ces approches font ainsi l’hypothèse
que les partitions générées initialement sont de qualité suffisante pour permettre au proces-
sus collaboratif de trouver un résultat pertinent. Les approches de clustering multi-objectifs
(Handl et Knowles, 2007) tentent de réduire cette hypothèse, en créant de nouvelles partitions
à partir des partitions initiales à l’aide d’opérateurs de croisement et de mutation. Cependant,
ces opérateurs ne mettent pas en œuvre les méthodes de clustering utilisées pour produire les
partitions initiales, introduisant de ce fait un nouveau biais.

Une autre approche en clustering collaboratif, consiste à se concentrer sur une méthode
de clustering, en étudiant la manière dont peuvent collaborer plusieurs modèles construits par
cette méthode. Dans ce cadre, les travaux de Pedrycz (2007) se sont intéressés à l’algorithme
Fuzzy-c-means et proposent une méthode consistant à comparer les degrés d’appartenance
des objets aux centroides des différents résultats. De manière similaire, Cleuziou et al. (2009)
se sont également intéressés à l’algorithme Fuzzy-c-means et ont proposé une méthode de
clustering collaboratif en introduisant un terme de pénalité permettant d’évaluer et de réduire
itérativement les désaccords entre les résultats. Une autre approche, proposée par Grozavu et
Bennani (2010), s’est intéressée à l’algorithme des cartes de Kohonen (SOM) et à la combi-
naison de plusieurs cartes.

Ces différentes approches permettent d’optimiser la collaboration pour une méthode don-
née et ont obtenu de très bons résultats pour le clustering collaboratif. Cependant, elles restent
spécifiques à l’algorithme de clustering utilisé et sont difficilement généralisables. Dans la
quête d’une méthode plus générique, permettant l’utilisation conjointe de différents algo-
rithmes de clustering, nous nous sommes intéressés dans nos travaux à la réduction des désac-
cords entre résultats de clustering provenant de méthodes de clustering différentes. Ce choix
pose la question importante de la possibilité de partager des informations entre des résultats
dont la structure sous-jacente des modèles n’est pas similaire. De ce fait, il est nécessaire de
proposer un mécanisme générique, permettant d’une part d’identifier les désaccords, et d’autre
part d’effectuer des actions permettant leur résolution.

Dans le cadre de nos travaux (Forestier, 2010), nous avons proposé une approche de cluster-
ing collaboratif permettant la collaboration de résultats produits par des méthodes différentes.
Les désaccords entre les résultats proposés par les différentes méthodes sont appelés des con-
flits. Ces conflits sont identifiés en observant la répartition des objets dans les clusters des dif-
férents résultats. Cette étape d’identification est donc indépendante des méthodes de clustering
utilisées. A l’issue de cette étape d’identification, une tentative de résolutions des conflits est
engagée. Cette étape de résolution consiste à appliquer des opérateurs (e.g. fusion de clusters,
scission de clusters) aux résultats impliqués dans le conflit. L’application de ces opérateurs est
dépendante de la méthode de clustering utilisée, permettant ainsi de mener des modifications
locales à partir d’une information obtenue de manière globale. La seule contrainte concernant
la participation d’une méthode de clustering à la collaboration, est sa capacité à implémenter
ces opérateurs. La résolution des conflits peut être itérative, ou faire intervenir des métaheuris-
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(a) KMeans avec 4 clusters
avant collaboration.

(b) EM avec 3 clusters avant
collaboration.

(c) SOM avec une carte 4x3
avant collaboration.

N
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N

N
N

(d) KMeans avec 5 clusters
après collaboration.

(e) EM avec 5 clusters après
collaboration.

(f) SOM avec 6 neurones
après collaboration.

FIG. 1 – Résultats de clustering avant (a,b,c) et après (d,e,f) collaboration pour trois résultats
produits avec trois méthodes différentes (KMeans, EM et SOM).

tiques (Forestier et al., 2010) plus complexes pour mieux parcourir l’espace de recherche des
solutions. La figure 1 présente un exemple de collaboration entre trois résultats de clustering
obtenus avec trois méthodes différentes : KMeans, EM et SOM. Elle illustre les états respectifs
des résultats avant et après collaboration pour chacune des méthodes. La forte similarité des
résultats obtenus après collaboration, malgré la diversité des méthodes mises en œuvre, atteste
de la capacité de notre approche à faire collaborer des méthodes de clustering différentes.

3 Discussion
Le clustering collaboratif est un domaine récent dont les fondements commencent à être

posés. La multiplication des travaux s’intéressant à la combinaison et à l’intégration de plusieurs
résultats de clustering montrent l’intérêt de la communauté scientifique pour ces approches.

Dans le cadre de nos travaux, nous avons proposé une méthode collaborative permettant
l’échange d’information entre des résultats de clustering produits par des méthodes différentes.
Cependant, elle n’adresse pas directement le problème de l’apprentissage collaboratif. En effet,
un des prochains challenges à résoudre consistera à échanger des informations directement
pendant l’étape d’apprentissage des modèles (calcul des centroides pour KMeans, création de
la carte pour SOM, etc.). Il conviendra alors de développer des processus génériques permettant
l’échange d’informations entre les méthodes.
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Enfin, un autre défi concerne l’utilisation de méthodes de clustering collaboratif sur plusieurs
sources de données fortement hétérogènes. En effet, bien que certaines méthodes s’intéressent
au traitement de données multivues (données représentées par différents ensembles d’attributs),
ces données ont toujours le même révérenciel, c’est-à-dire le même nombre d’objets. Ainsi,
un autre enjeu consistera à étudier comment différentes vues plongées dans des référentiels
différents, pourraient être utilisées conjointement dans un processus collaboratif. Nos travaux
(Wemmert et al., 2009) ont proposé des solutions dans le cadre du traitement collaboratif d’im-
ages de télédétection à différentes résolutions (i.e. taille des images différentes), nous poussant
ainsi à étudier la définition de critères de cohérence entre résultats de clustering. Des critères
génériques à tout type de données sont encore à proposer.
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Summary
Collaborative clustering consists to make jointly collaborate several clustering methods in

order to improve their results. The different methods involved in the collaboration share their
informations and question their decisions according to the decisions proposed by the other
methods. An important challenge is to make collaborate different clustering methods while
insuring that each point of view is taken into consideration. This article present the main
approaches in collaborative clustering and present our work in that field. Furthermore, some
emerging challenges are also presented.
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